Inteligencia de Negocio

" Inteligencia de Negocio se refiere al proceso de
convertir datos en conocimiento y conocimiento en
acciones para crear la ventaja competitiva del

negocio”
@
O \/Ui The Data Warehousing Institute

THE DATA WAREHOUSING INSTITUTE

- .. Ventaja
Datos > Informacm> Conoamlent> Competitiva >

La analitica de negocios es el subconjunto de herramientas de
inteligencia de negocio basado en la prediccion, extraccion de
conocimiento y optimizacion
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INTELIGENCIA DE NEGOCIO =%
2019 - 2020 de Negocio

Tema 1. Introduccion a la Inteligencia de Negocio

Tema 2. Mineria de Datos. Ciencia de Datos

Tema 3. Modelos de Prediccion: Clasificacion, regresion y series
temporales

Tema 4. Preparacion de Datos

Tema 5. Modelos de Agrupamiento o Segmentacion
Tema 6. Modelos de Asociacion

Tema 7. Modelos Avanzados de Mineria de Datos.

Tema 8. Big Data
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Objetivos:

— Introducir los conceptos de Ciencia de Datos, Mineria de
Datos, Big Data

— Conocer las etapas del proceso de mineria de datos
— Conocer los problemas clasicos de mineria de datos
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Cada 30 minutos, la cantidad de datos creados crece 50 petabytes,
equivalente a todos los trabajos escritos en la historia de la humanidad
en todas sus lenguas
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Discernir informacion relevante, sintetizarla y extraer conocimiento de

ella es, cada vez, un aspecto mas critico en la sociedad en que vivimos
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Se emplean grandes computadores para procesar esta informacion

y extraer conocimiento util (modelos)
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Los modelos representan el conocimiento extraido de los

datos. Se pueden usar para entender una realidad compleja,
simular condiciones, detectar fallos, controlar procesos, etc




Topical Analytics Techniques

Mathematics =

Pattern
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Analytics

Data 3 Machine

Big B Learning
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Engineering
Artificial
Data . < P Intelligence
Modeling /

Neural
Networks

ypothesis
Testing

Data
Visualization

Storytelling Ability

Business Analysis



Aplicaciones

Empresa/banca/seguros: segmentacion de clientes, patrones de compra,
marketing digital, estudio de concesion de créditos, deteccion de
comportamiento fraudulento, identificacion de fuga de clientes...

Industria: deteccion de productos defectuosos, identificacion de causas de
fallos, control del procesos, optimizacion adaptativa del rendimiento,
mantenimiento predictivo, eficiencia energética...

Salud: apoyo al diagnostico meédico, identificacion de terapias para
diferentes enfermedades, estudio de factores de riesgo, segmentacion de
pacientes en grupos afines, gestion hospitalaria y planificacion temporal
de salas, recomendacion priorizada de farmacos, estudios en genética,
seleccion de embriones en reproduccion artificial...

Investigacion cientifica: medicina, biologia, astronomia, geografia,
geneética, bioguimica, meteorologia, ciencias sociales, ingenierias...



Machine
Learning

Cientifico de Datos

Data Science

=N

Math and Statistics
Knowledge

Substantive

Expertise

Traditional
Research

Data science, due to its interdisciplinary nature, requires an
intersection of abilities: hacking skills, math and statistics
knowledge, and substantive expertise in a field of science.

Hacking skills are necessary for working with massive amounts of
electronic data that must be acquired, cleaned, and manipulated.

Math and statistics knowledge allows a data scientist to choose
appropriate methods and tools in order to extract insight from data.

Substantive expertise in a scientific field is crucial for generating
motivating questions and hypotheses and interpreting results.

Traditional research lies at the intersection of knowledge of math
and statistics with substantive expertise in a scientific field.

Machine learning stems from combining hacking skills with math
and statistics knowledge, but does not require scientific motivation.

Danger zone! Hacking skills combined with substantive scientific
expertise without rigorous methods can beget incorrect analyses.
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Telefonica nombra al 'hacker' Chema

Alonso como nuevo responsable de Big
Data e Innovacion

EFE  26/05/2016-1030 ¢ 4 Comentarios

« El experto informatico se encargaba del departamento de ciberseguridad

Mas noticias sobre:  TELEFONICA

INTERNET  INNOVACION  CESAR ALIERTA
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Mineria de Datos



Minerfa cde Datos (Data Mining)

* La mineria de datos (MD) es el proceso de extraccion de
patrones de informacion (implicitos, no triviales,
desconocidos y potencialmente utiles) a partir de

grandes cantidades de datos

e También se conoce como:
= Descubrimiento de conocimiento en bases de datos (KDD),

= extraccion del conocimiento,
= analisis inteligente de datos/patrones, Py




Minerfa cle Datos

e ¢Para qué se utiliza el ‘conocimiento’” obtenido?

= hacer predicciones sobre nuevos datos

= explicar los datos existentes

= resumir una base de datos masiva para facilitar la toma de
decisiones

= visualizar datos altamente dimensionales, extrayendo estructura
local simplificada...

* ¢A qué tipos de datos puede aplicarse las técnicas de

Mineria de Datos?

= Bases de datos relacionales, espaciales, temporales,
documentales, multimedia

= World Wide Web (web mining)
= Grandes volumenes de datos: Big Data, Social Big Data



KDD

 KDD (Knowledge Discovery from Databases) es el proceso completo de
extraccion de conocimiento a partir de bases de datos

* El término se acund en 1989 para enfatizar que el conocimiento es el
producto final de un proceso de descubrimiento guiado por los datos

* La Mineria de Datos es s6lo una etapa en el proceso de KDD

Mineria de [ Interpretauon

datos

Tra nsformaaon r[
Preprocesado
[ Seleccidn
Conocimiento
D Modelos
Datos
Datos transformados
preprocesados

Datos Datos

objetivo

Comprensidn del
problema




INTELIGENCIA ARTIFICAL

Algoritmo: conjunto de instrucciones bien definidas, ordenadas y
finitas que permite realizar una actividad mediante pasos sucesivos



Aprendizaje
Automatico
(Machine Learning)



Técnicas de Aprendizaje Automatico
(Machine Learning)

Supervisado No supervisado

Categorico Clasificacion Reglas de asociacion

Continuo Regresion Clustering




Aprendizaje Supervisado para Clasiticacion

etiqueta de clase

caract. 2

color, forma, tamafio... caracteristicas / atributos
en sombrero, tallo...
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Aprendizaje Supervisado para Regresion
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Aprendizaje no Supervisado para

Segmentacion (Agrupamiento o Clustering)
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Aprendizaje no Supervisado para Asociacion
(Reglas de Asociacion)

Confianza
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Datos de
calidad para

decisiones
de calidad
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Modelizado
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Interpretabilicdad vs. Precision

e Una de las utilidades del modelizado predictivo es
comprender la logica que lleva a realizar una prediccion —
para ello, obtener modelos legibles es crucial

cons
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Interpretabilidad pobre Interpretabilidad buena choites

e Sin embargo, cuando se trata de aplicabilidad del modelo
para justificar el retorno de la inversion (ROI), es esencial
conseguir mayor precision en la prediccion



Interpretabilicacd vs. Precision

* Como es de esperar, la precision y la interpretacion no
siempre van de la mano. En la practica, se debe buscar
un equilibrio y entran en juego otras consideraciones a
la hora de seleccionar el mejor modelo




Interpretabilicdad vs. Precision

* A medida que aumenta la
interpretabilidad, se reduce |a
exactitud del modelo

A medida que aumenta la
calidad de los datos, aumenta
la precision

e Cuanto mejor sea la
experiencia en el campo, mejor
sera la calidad de los datos y la
interpretacion

Experiencia
en el
campo

Calidad de
los datos

Interpretacion

Precision

https://jbsimha.wordpress.com/2011/06/24/model-

performance-%E2%80%93-accuracy-vs-interpretability/
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Big Data



@ N Dan Ariely
2 January 6, 2013 at 6:17pm -

Big data is like teenage sex: everyone talks about
it, nobody really knows how to do it, everyone
thinks everyone else is doing it, so everyone
claims they are doing it...

i Like B Comment #» Share



Big Data

Big data es cualquier caracteristica sobre los
datos que represente un reto para las
funcionalidades de un sistema

Todeq ++ - Tomorvow + - °



Big Data

e “Big Data” son datos cuyo volumen, |
diversidad y complejidad requieren
nuevas arquitecturas, técnicas,
algoritmos y analisis para gestionar
y extraer valor y conocimiento
oculto en ellos ...

Normal
Processing

Activity: IOPS

Capabilities

File/Object Sze, Content Volume

Big Data = Transactions + Interactions + Observations

T T

y
- BIG DATA
.. .. .. .. [ ] -» B B B L] ° L PY - Sensors / RFID / Devices — User Generated Gontent
Pe s .
o @ ® o O - ®» ®» » o0 L 7 LEEIUED o Social Interactions & Feeds
o ©® ® @O o o o User Click Stream
® @ ® o o » ® ® - [ ] - Spatial & GPS Coordinates
o ®© 0 @ o o ° Web logs WEB AVB testing
o & o @ 0 @ @ Terabytes > | : External Demographics
e o 0 o - ®® B> o o Offer history : Dynamic Pricing
oo o0 oo e oo v & e Business Data Feeds
. . . ) M :
Data at rest Data in motion Data in many forms Gigabytes Segmentation Search Marketing I N T LT
Offer details Speech to Text
Terabytes to exabytes Streaming data, Structured, unstructured, o i CustomerTouches  [Iutatiaiia ProductSenie L
Y o . h chase de roduct/Service Logs
of existing data milliseconds to text and multimedia Megabytes T — Support Contacts Dynamic Funnels
to process seconds to respond e — SMS/MMS

Increasing Data Variety and

Source: Contents of above graphic creafed in partnership with Teradata, Inc.




Las tres ‘V’ del Big Data

Ej. Astronomia

Ej. Gendmica

Photo of the Hubble Space Telescope
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« 115 Terabytes of data transmitted
to VisaNet data processing center
in 2004



Las tres ‘V’ del Big Data
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Las tres 'V’ del Big Data

Ej. Huella digital de pasajeros

-~ Interior encarga un megacerebro capaz
— de localizar terroristas entre los

L pb—— pasajeros
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http://article.wn.com/view/2015/04/04/Interior encarga un megacerebro capaz de localizar terrorist 3/
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Application Delivery Strategies
AMETAGroup

File: 949

Date: 6 February 2001
Author: Doug Laney
3D Data Management: Controlling Data Volume, Velocity, and Variety. Current business conditions and
mediums are pushing traditional data management principles to their limits, giving risc to novel, more

formalized approaches.

data to define

META Trend: During 2001/02, leading will usea
a common business vocabulary that improves internal and external collaboration. Through 2003/04, data
quality and integration woes will be tempered by data profiling technologies (for generating metadata,
schemas, and logic) and logistics agents. By 2005/06, data, document,

ty.

y

Business Impact

Attention to data management, particularly in a
climate of e-commerce, and greater need for
collaboration can enable enterprises to achieve
greater returns on their information assets.

Bottom Line
In 2001/02, IT organizations must look beyond iti direct brute-fc physical app to data
management. Through 2003/04, for g data volume, velocity,
and variety issues will become more these involve tradeoffs
and that portfolios and business strategy decisions.

First Occurrence
2001

2012
2013
2014

http://blogs.gartner.com/doug-laney/files/2012/01/ad949-3D-Data-
Management-Controlling-Data-Volume-Velocity-and-Variety.pdf

Viability

Volume Value
Varie
Variability

Velocity

Veracity

Volatility

Validity

Fuente: https://www.elderresearch.com/blog/42-v-of-big-data



http://blogs.gartner.com/doug-laney/files/2012/01/ad949-3D-Data-Management-Controlling-Data-Volume-Velocity-and-Variety.pdf
https://www.elderresearch.com/blog/42-v-of-big-data
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Big Data, un universo a tu servicio

Inicio » Economia : INnovadores

‘Big data’, la nueva mater
EI 270/0 de Ios La privacidad gana importancia en un mundo

Big Data: la clave del futuro 0 e fin de a privacidad? El Big Data ha llegado a nuestras vidas para quedarse. Y
ya son renta b‘ ENLACES RELACIONADOS , :
¢qué es eso del Big Data? Pues grosso modo y con poco
Las 10 tendencias tecnicismo, es la forma de aprovechar y sacar partido de
. . tecnologicas para el 2016: f intell | d I d
* Un estug!o r:je {T‘apgem|n| elr del Big Data ala realidad orma Inteligente a los exagerados volumenes de
emprendiéndo fas empresas ¢ virtual (20/01) informacion que se producen a diario.

aun quedan muchos retos po

Cada vez son mas los organismos publicos, y privados, que
INNOVADORES

lo estan implantando para mejorar el servicio a la
21/06/2016 11:37 Uno de los debates del foro. /SANTI BURGOS . ; . )
ciudadania. En este post quiero referirme solo a dos de

Actualmente, mas de la mitad ¢
(concretamente, el 55%) tienen
el Big Data, ya sea de forma tra

ellos para ver los progresos que es capaz de conseguir en
que se quede embarazada?”, espeté. No1  nuestro dia a dia.

o Un patrén de compra y busqueda en la we
departamento individual. De el El primero de ellos viene de la mano del Cuerpo Nacional de Policia y de la Universidad de
de Big Data son actualmente re n . A . .

o La historia. relatad Charles Duhi Granada, con el desarrollo de un sistema informatico basado en algoritmos para predecir
se encuentra en posicién de eq @ Nistoria, relatada por Lharles Duhigg €

datos de un estudio de Capger  (Urano, 2012), hace énfasis en uno de los cuantos delitos y de qué tipo se van a producir en el préximo turno policial. Se trata de

cémo un 12% restante delosf Mundo digital: el manejo de datosagran¢ ~ Una aplicacién de métodos cientificos que combina métodos de policia predictiva con un

12% considera que atin es pre1  ¢oportunidades sin limites?, organizado f modelo matematico de patrullaje. La implantacion del sistema permitiria una

Data Pop Alliance. Lo que desconociael p  organizacion de patrullas y turnos policiales mucho mas eficiente, con lo que se evitaria

desarrollado un sistema, que predice, con  un gran numero de victimas de delitos, ademas del ahorro econémico.

embarazo de sus clientes en base a su his
que pedir disculpas a la compafiia. El segundo, con un tema muy habitual en estos dias de invierno, la temida gripe. ;Quién

de nosotros no ha realizado alguna vez una busqueda en Google para saber cuéles son

—

T— T ——
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¢Qué se pierden los partidos por no
utilizar el Big Data en sus campanas?

Nos enfrentamos a una jornada electoral caracterizada por

ENLACES RELACIONADOS . : . .
un gran numero de ciudadanos indecisos, en concreto,

Big Data, un universo a tu 1.357.997 de electores seran los responsables de decidir el
servicio (21/01) . .
' resultado en las Ultimas 24 horas. El Big Data puede ayudar

a los partidos politicos a rescatar adeptos de Ultima hora y

+ -
s & 4 A cambiar su intencidn de voto. La carrera ha comenzado.
Para Tinamica, compafiia espafiola especializada en H = —
soluciones tecnoldgicas del entorno Business Intelligence y Big Data, la clave estéa en <

conocer qué es exactamente lo que les haria apostar por uno u otro partido v, para ello,

las técnicas de Big Data permiten analizar las demandas y elaborar la mejor formula y

mensajes para acertar. UNIDOS POD.. T1

En paralelo a ganar indecisos, la compafifa también ha identificado una serie de practicas PP3T

CS 32
—

MAYORIA ~ ERC-CATSI 9
ABSOLUTA 176 4 cOC 8

cme. PNV S

N - EHBILDU 2
2016 2015 350 ESCANOS \ CoAPNG 5

que los partidos politicos espafioles estan o deberian estar realizando para aprovechar
esta tecnologia y sus ventajas. De este modo, el Big Data esta permitiendo o permitiria en

esta campana:

— *



lmpacto Economico

La demanda de profesionales
formados en Ciencia de Datos y
Big Data es enorme

Espafia necesitara para 2015
mas de 60.000 profesionales con
formacion en Ciencia de Datos y
Big Data

Se estima que la conversion de
datos en informacion util
generara un mercado de 132.000
millones de dolares en 2015y
gue se crearan mas de 4.4
millones de empleos

Espafia necesitara 60.000 y
profesionales de Big Data hasta
2015

18

‘Ezpafiava a necesitar
alrededor de sesenta mil

Analas Aal Oia Mats As

EL PAIS

® ESTAPASANDO Multaalabanca RevueloenHadenda  Elédricasyrenovables  Parc

El mana de los datos

Toledo. = |3 conversién de datos en informacién util para las empresas generara un mercado de 132.000
millones de délares en 2015. La herramienta ‘big data’ sacara del mercado a quien no la use

T —

SUSANA BLAZQUEZ | Madrid | 29 SEP 2013 - 01:00 CET 10
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lmpacto Economico

Las posiciones y las competencias mas demandadas

en el mercado laboral espanol Cin c OD i a S

Variacion

M POSICIONES MAS DEMANDADAS En 2015 sobre 2014 MANUEL G PASCUAL - MADRID 27052016 o

1 ‘Big data’ (tecnologia) 14 A

2 Gestor de cuentas (comercial) -1 Vv PROFE‘SIOTES pErUTORO )

T = El 'big data’ asalta el mercado laboral

P R S S— A It_;snciléictores de recursos humanos apuestan fuerte por las profesiones

5 Comerciales para nuevos mercados (comercial) 2 Vv

6 Ingeniero informatico (ingenieria) 24 A

T Somerial Sl [comersEl e W COMPETENCIAS MAS DEMANDADAS En 2015 anasion,

8 Técnico comercial (comercial) 4 A

9 1+D (tecnologia) T A Compromisa g

10 Delegados de venta (comercial) 4 A 2 Resilencia (inteligencia emocional) 5 A

3 Vision estratégica y orientacion estratégica 3 A

M POSICIONES DIFICILES DE CUBRIR A dos o tres afios. Frecuencia relativa 4 Liderazgo 2V
1 ‘Big data’ (tecnologia) 5,12% 5 |diomas y habilidades lingtisticas 2 Vv
2 14D (tecnologia) 5,12% 6 Gestion del cambio y adaptabilidad 2 Vv
3 Comerciales para nuevos mercados (comercial) 4,33% 7 Iniciativay proactividad L
4 Gestor de cuentas (comercial) 3,94% 8 Innovacion 2 A
5 Comercial digital (comercial) 3,15% 9 Flexibilidad sl
6 Comerciales de exportaciéon (comercial) 3,15% 10 Orientacion a resultados 1 A
7 Ingeniero informatico (ingenieria) 3,15%
8 Operadores de mantenimiento (operarios cualificados) 3,15%
9 Responsable de estrategia digital (marketing) 2,76%
10 Lider de proyecto (tecnologia) 2,76%

Fuente: Informe Epyce RAVIGLIA / CINCO DIAS




Impacto Economico

Figure 2: Technologies by proportion of companies likely to adopt them by 2022 (projected)

| user and entity big data anaytics | IEES

App- and web-enabled markets 75%

Internet of things 75%

I Machine Iearningl 73%

Cloud computing 2!

Digital trade

=

Augmented and virtual reality 58Y

]

Encryption

=

New materials 52
Wearable electronics 46%

Distributed ledger (blockchain) 459

B
jury

= W=
Bl B

3D printing

=

Autonomous transport 40%

Stationary robots

[~

o

)

Quantum computing

Non-humanaoid land robots o

]
=

I I ‘ ‘ ‘
2 2 Kl B

Biotechnology
Humaneid robots 23%

Aerial and underwater robots 19%

The Future of Jobs

‘
4

Emerging in-demand roles: Among the range of
established roles that are set to experience increasing
demand in the period up to 2022 are Data Analysts
and Scientists, Software and Applications Developers,
and Ecommerce and Social Media Specialists, roles
that are significantly based on and enhanced by the
use of technology. [...] Moreover, our analysis finds
extensive evidence of accelerating demand for a
variety of wholly new specialist roles related to
understanding and leveraging the latest emerging
technologies: Al and Machine Learning Specialists, Big
Data Specialists, Process Automation Experts,
Information Security Analysts, User Experience and
Human-Machine Interaction Designers, Robotics
Engineers, and Blockchain Specialists.

2015-2017 2018-2020
» New energy supplies and » Advanced robotics and
technologies autonomous transport
» The Internet of Things » Avrtificial intelligence and
» Advanced manufacturing and machine learning
3D printing » Advanced materials,

» Longevity and ageing societies biotechnology and genomics
» New consumer concerns about

ethical and privacy issues
» Women's rising aspirations and

economic power
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IBM SlamTracker
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WITH IBM BIG DATA AND ’.'.‘ PREDICTIVE ANALYTICS

GRAND SLAMS BY THE NUMBERS

128

O O O O

2005 2006 2007 2008 2008

(o]

IBM SlamTracker features "Keys to the Match,” built on IBM's predictive analytics
technology. Keys to the Match analyzes over 8 years of Grand Slam Tennis data
to understand the patterns and styles of play that will help players optimize their
performance against specific opponents on different playing surfaces.

SCORES SERVE SPEED
>l|.l M"_I_"]N DURATION = & SERVE %
DATA POINTS ANALYZED POINTS #OF SHOTS

FOR EACH MATCH WINNERS TYPE OF SHOT

http://IBM.com/Sports

MATCH AND PLAYER DYNAMICS

bx 234 -

KEYS ~ SINGLES MATCHES

R IRR R R IRIRIL
1'24 262622550 Whetetetetelel 5 EI]I]
[

KEYS PER GRAND SLAM PREDICTIVE MODELS

PER GRAND SLAM
[

3 KEYS SELECTED
FOR EACH PLAYER IN A MATCH

BIFENSVEREYS | 0 0000000 00000000000
9 DEFENSIVE KEYS

SENDURANCEKEYS | 0 O O 0 009 0 @
B STYLE KEYS 00000000

Keys to the Match demonstrates the power of predictive analytics that can be applied actoss
businesses and industries. Using insights from data to drive the best strategies and better predict
outcomes is central to IBM's smarter planet strategy. IBM believes that better insight into relicble
data reveals answers to some of the world's most intractable problems. By applying analytics
software (SPSS) to tennis data, we can demonstrate the potential for predictive analytics to help
businesses gain insight into their—and their opponent's—strategies, strengths and weaknesses.



http://ibm.com/Sports
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https://www.youtube.com/watch?v=ApJIH7dqhUo

#MovistarTeam2019



https://luca-d3.com/es/mundial-ciclismo-2018/

Google Flu Trends

”Google puede predecir la D?tectinginflue.nza epidemics

propagacion de la gripe analizando /' "® fszgcsh (ezr(‘)%'g)e 1%“1‘?182?
lo que la gente busca en internet”

queag nature

International journal of sc

* +30.000M de busquedas
 50M de términos de busqueda mas utilizados semanalmente

 Encontraron una combinacion de 45 términos de busqueda que
combinados con un modelo matematico presentaba una correlacion
fuerte entre su prediccion y las cifras oficiales de la enfermedad

* Podian decir, como los centros 2
. s 10F
de control y prevencion de § |

enfermedades, a donde se
habia propagado la gripe pero
casi en tiempo real, no una o . . . MRS et
, 2004 2005 2006 2007 2008

dos semanas después Year

ILI percentage

6
4t
2
0




Google Flu Trends

* En 2013 sobreestimé los niveles de gripe (dos veces CDC)

= La sobreestimacion puede deberse a la amplia cobertura mediatica de la
gripe que puede modificar comportamientos de busqueda

The Parable of Google Flu: Traps in Big Data Analysis

David Lazer>", Ryan Kennedy'>*, Gary King3, Alessandro Vespignani®t-

Science 14 Mar 2014

S . e e
Vol. 343, Issue 6176, pp. 1203-1205 Cl nC
DOI: 10.1126/science.1248506

* En 2014, Google cierra este proyecto (https://www.google.org/flutrends/about/)

* Eluso de Wikipedia parece mas estable y fiable

Wikipedia Usage Estimates Prevalence of Influenza-Like lliness in
the United States in Near Real-Time
David J. Mclver, John S. Brownstein, Harvard Medical School,
Boston Children’s Hospital, Plos Computational Biology, 2014.



https://www.google.org/flutrends/about/

Analisis de asociaciones

) ® TARGET

Modelo de prediccion de

Consumidora de Target ficticia: Jenny clientes embarazadas por
Ward, 23 anos, vive en Atlanta. En marzo medio de sus patrones de
compro locién de manteca de cacao, un compra

bolso grande para doblar, suplementos .

de zinc y magnesio y una alfombra azul f'g’
brillante. Existe, digamos, un 87% de

probabilidad de que esté embarazaday y

gue su fecha de parto sea en agosto \

3 Descubrimiento: Cremas
B Accion: Envio de sin perfume al tercer mes.

éi'l( ,

‘ < cupones para cada Con dos docenas de

¥ fase del embarazo productos, prediccion de
fecha parto

El poder de los habitos (2012) - Charles Duhigg

https://www.forbes.com/sites/kashmirhill/2012/02/16/how-target-figured-out-a-teen-girl-was-pregnant-before-her-father-did



https://www.forbes.com/sites/kashmirhill/2012/02/16/how-target-figured-out-a-teen-girl-was-pregnant-before-her-father-did

ldentificacion de personas a partir de
4 compras con tarjetas de crédito

Unique in the shopping mall: On the
reidentifiability of credit card metadata

Science...

http://www.sciencemag.org/content/347/6221/536

o o o
e D (03]

Unicity of traces [, ]

o
N

1l

Number of points [p]

Identificacion por nimero de compras

Los conjuntos de datos a gran escala del
comportamiento humano tienen el potencial de
transformar fundamentalmente la manera en que
luchamos contra las enfermedades, disenamos
ciudades o realizamos investigaciones. Los meta-
datos, sin embargo, contienen informacion sensible.
Comprender la privacidad de estos conjuntos de
datos es clave para su amplio uso y, en ultima
instancia, su impacto.

B 10

0.95
; Identificacién por
- (s e epe
900 1 poder adquisitivo
0.85
‘ A 100
0.80— oW Medium High
0.95
|
¥ 0.90 I
Identificacion por
género
0.80

Male Female




Herramientas



Herramientas, Lenguajes, Kaggle

» Software libre para Ciencia de Datos:
https://datafloq.com/big-data-open-source-tools/os-home/

- The Dataflog Open Source Landscape 2.0
Data Analysis & Platforms “gﬁﬂd t Do’robosei / Data warehousing €4 Grobalspe g‘ozifzﬁ%
—, HPcCsystems  [ETCT TN < ¥ store
@ Dremel INFOBRIGHT Cassandra 4 ‘ %QLt Gﬂdgam
- D e 1te l h
L faET e, g ) a hazelcast
; Spark InfmlDB riakR nfinisc.on oy | 15 2z0lcas
APACHE SAMOA I HyeerTaBLE Drlzzle cialn
HD/  DRILL M MorloDB
atao e ORACLE  HynerS@L 4 &) Mietory
IKANQW | BRILLANT DECISIONS |4~ s mvorks” e "BERKELEY DB yp S monetdb SORA.
: oran Big Data search || Multivalue database Programming
Business Intelliaence Data Mining E? g 2. REVELATION QM

OP‘::‘:‘“GVS d NANLIVEE b Bk .uli.a
[\ Tl 9 Jospersoft TN i) ropigminer . J"m Solr = tnorthgate . @J

~~~~~ | | |pata aggregation
wsoogon ‘@pentaho  [@OOX. @ BIRT @”gawa'e S0 | (8 easticsearch. | o7 .«

Raven DB

KeyValue : Document Store __ Graph databases Soorafonal NE.
BT leveldb | IR Couchpase m Woremt ¥ o £o 8
§@P redis Chordless 3 - TSARY RaptorDB tFhdjon™ ‘ , : £

F*i Iy | YOLTDB Multidimensional
. ” GraphBuilder *Sparksee ulfidimensiona
Tokyo JasDB : v CouchDB ve

Cabinet 33». d b ‘= lmlmtebraph Social 1S

SCALICN~N i
Project Violdemort dbsobjects Obiect doTobaseNsEOPPOD Neoa] geApache Kafka | | 2SCilIE
s s | | ¥ ThinkUp Corona| | r@sdaman |

@ZOPE m@bjeci FlockDB Graph Brlghtsmr : INKUD
Ql=a~(:'.¢:m'| Sl .

(%mm‘m Magma Picolisp siagodb | Multimodel XML Dafqbses Grid Solutions

S T.S 52 & HyperDex /@ (/ﬁ PERSEVERE & ArangoDB e. IStdb BASE Qizx

penLDAp @1 IQLECT

ioremap.net  @)ect., [ SEND r NDatabase [l 2/chemydatabase Sedna. g LIQUI&IIASE

C# Lightweight object Database
STORAGE AND BEYOND ATeRn ghtweight obj

Created by: www.Daraﬁoq:cV



https://datafloq.com/big-data-open-source-tools/os-home/

Welka

* Fue el primer software libre de aprendizaje automatico
en Java

e Desarrollado por The University of Waikato, Nueva
Zelanda. http://www.cs.waikato.ac.nz/ml/weka/

# Weka GUI Chooser = =

Program Visualization Tools Help
Applications

Explorer

The University

of Waikato Experimenter

Waikato Environment for Knowledge Analysis
Version 3.8.1
{c) 1999 - 2016

Warkbench

l J
l J
[ KnowledgeFlow J
l J
l J

The University of Waikato
Hamilton, Mew fealand

Simple CLI



http://www.cs.waikato.ac.nz/ml/weka/

KEEL

» Software en Java. Se caracteriza por tener una buena bateria de
algoritmos de preprocesado de datos y algoritmos de aprendizaje
basado en computacion evolutiva

* Desarrollado en la Universidad de Granada. http://www.keel.es

& Keel <] | = X

y KEEL Suite 3.0

Software

Data Management ®  Modules

Experiments

Educational

Help



http://www.keel.es/

KNIME

http://www.knime.com/

KNIME (o Konstanz Information Miner) es una
plataforma de mineria de datos que permite el
desarrollo de modelos en un entorno visual.
KNIME esta desarrollado sobre la plataforma
Eclipse y programado, esencialmente, en Java

Fue desarrollado originalmente en el
departamento de bioinformaticay mineria de
datos de la Universidad de Constanza, Alemania

Se integra con Weka, R, Python, Hadoop, Spark,
TensorFlow...

En 2017, KNIME agrego versiones en la nube de
su plataforma para AWS y Microsoft Azure,
caracteristicas mejoradas de calidad de datos 'y
capacidades ampliadas de deep learning

ABILITY TO EXECUTE

Open for Innovation @

KNIME

Anaconda @

Datawatch (Angoss)@

Alteryx @

@ RapidMiner
@ TIBCO Software
Dataiku @

@KNIME

@ sis
@ MathWorks

@ Databricks
@H20ai

@ BV
@ Google

@ Microsof ft
@ DataRobot

COMPLETENESS OF VISION

As of November 2018 © Gartner, Inc

Gartner 2018 Magic Quadrant for

Data Science

and Machine Learning Platforms


http://es.wikipedia.org/wiki/Miner%C3%ADa_de_datos
http://es.wikipedia.org/wiki/Eclipse_(software)
http://es.wikipedia.org/wiki/Lenguaje_de_programaci%C3%B3n_Java
https://www.knime.org/

scikit-learn (Phyton)

* http://scikit-learn.org/

scikit-learn

Machine Learning in Python

Classification

Identifying to which category an object
belongs to.
Applications: Spam detection, Image
recognition.
Algorithms: SVM, nearest neighbors,

random forest, __. — Examples

Dimensionality reduction

Reducing the number of random variables to
consider.
Applications: Visualization, Increased

efficiency
Algorithms: PCA, feature selection,

non-negative matrix factorization. — Examples

Regression

Predicting a continuous-valued attribute
associated with an object.

Applications: Drug response, Stock prices.
Algorithms: SVR, ridge regression, Lasso, ...
— Examples

Model selection

Comparing, validating and choosing
parameters and models.

Goal: Improved accuracy via parameter
tuning
Modules: grid search, cross validation,

metrics. — Examples

Clustering

Automatic grouping of similar objects into
sets.

Applications: Customer segmentation,
Grouping experiment outcomes
Algorithms: k-Means, spectral clustering,

mean-shift, ._ — Examples

Preprocessing

Feature extraction and normalization.

Application: Transforming input data such as

text for use with machine learning algorithms.

Modules: preprocessing, feature extraction.
— Examples


http://scikit-learn.org/

CRAN en R

CRAN: The Comprehensive R Archive Network

https://cran.r-project.org/web/views/MachinelLearning.html

CRAN
Mirrors
What's new?
Task Views
Search

About R

R Homepage
The R Journal

Software
R Sources
R Binaries

Packages
Other

Documentation
Manuals

FAQs
Contributed

Contributed Packages
Available Packages
Currently, the CRAN package repository features 13346 available packages.

Table of available packages. sorted by date of publication

Table of available packages. sorted by name

Installation of Packages

Please type help ("INSTALL") O help ("install.packages") in R for information on how to install
packages from this repository. The manual R Installation and Administration (also contained in the R base
sources) explains the process in detail.

CRAN Task Views allow you to browse packages by topic and provide tools to automatically install all
packages for special areas of interest. Currently, 37 views are available.

Package Check Results

All packages are tested regularly on machines running Debian GNU/Linux, Fedora, OS X, Solaris and
Windows.

The results are summarized in the check summary (some timings are also available). Additional details for
Windows checking and building can be found in the Windows check summary.

Writing Your Own Packages

The manual Writing R Extensions (also contained in the R base sources) explains how to write new
packages and how to contribute them to CRAN.



https://cran.r-project.org/web/views/MachineLearning.html

Encuestas sobre el uso de
herramientas de ciencia de datos

KDnuggets Analytics, Data
Science, Machine Learning Software
Poll, 2016-2018

0% 10% 20% 30% 40% 50% 60% 70%

Analytics, Data Science,

. Machine Learning 49%
P "™ | platforms, 2016 vs 2017
RapidMineRr Both Python
saL & R
—_ = 2018 %share 8.5%in 2016
m 2017 %share 12%in 2017

Anaconda

7S 38%

N ¢ @ python

0 34% in 2016
41% in 2017

Tensorflow W 2016|%share

Tableau
scikit-learn

Keras

Apache Spark

Ll

7 \

4% 1%

v

Python, R, Both, or Other platforms for
Analytics, Data Science, Machine Learning

50%

o 42% 41% Oth er . nuggesm
% - 16%in2016] )gob E
% — o 11%in 2017 Poll
20% +—— EmR
10% - ® Other
0% -

Share in 2016 Sharein 2017

Poll 2017

http://www.kdnuggets.com/2016/06/r-python-top-analytics-data-mining-data-science-software.html

https://www.kdnuggets.com/2017/08/python-overtakes-r-leader-analytics-data-science.html



http://www.kdnuggets.com/2016/06/r-python-top-analytics-data-mining-data-science-software.html
https://www.kdnuggets.com/2017/08/python-overtakes-r-leader-analytics-data-science.html

Kaggle: The Home of Data Science

http://www.kaggle.com/

* Es un portal web que ofrece competiciones, tutoriales,
actividades académicas...

Start competing Login

The Home of

Data Science

ENERGY INDUSTRY SPECIALISTS - PREDICTIVE MODELING SOLUTIONS -
COMPETITIONS FOR DATA SCIENTISTS - TUTORIALS -
UNIVERSITY COMPETITIONS

s
Berkeley oF :ucL) 8
COLUMBIA N\ /5
HARVARD SER
Erasmus il A THE UNIVERSITY OF M Ef
oA MELBOURNE
\IEL/ UNIVERSITY OF UNIVERSITY OF
A MIcHIcAN OXFORD
Stanford UNIVERSITY OF
TORONTO

University


http://www.kaggle.com/

Competiciones activas en Kaggle

Two Sigma: Using News to Predict Stock Movements
Use news analytics to predict stock price per[ormance
Featured - news ag

@

Jigsaw Unintended Bias in Toxicity Classification
Detect toxicity across a diverse range of conversations
Featured - biases, nlp

LANL Earthquake Prediction
Can you pred|ct upcoming laboratory earthquakes'r‘

signal processing, physics, earth scie

Google Landmark Recognition 2019
Label famous (and not-so-famous) landmarks in images

Google Landmark Retrieval 2019

Given an image, can you find all of the same landmarks in a datas._..

Data Science for Good: City of Los Angeles

Help the C|t1.r of Los Angeles to structure and analyze its job descr...

employment, text data, image data

Instant Gratification
A synchronous Kernels-only campentlon
Featured - - W% tabular data

Freesound Audio Tagging 2019
‘#\utamatlcallg.r recognize sounds and apply tags of varying natures

sound techn

Digit Recognizer
Learn computer vision fundamentals with the famous MNIST data
Getting Started - - % object identification, multiclass c

Titanic: Machine Learning from Disaster

Start herel Predict survival on the Titanic and get familiar with M...

Getting Started - - W tabular data, binary classification

$100,000
2,927 teams

$65,000
2,303 teams

$50,000
4,337 teams

$25,000
274 teams

$25,000
141 teams

$15,000

$5,000
696 teams

$5,000
739 teams

Knowledge
3.049 teams

Knowledge
11,436 teams

|

House Prices: Advanced Regression Techniques
Predict sales prices and practice feature engineeri
Getting Started - - W tabular data, reg

ImageNet Object Localization Challenge
Identify the objects in images

object detection, image data

Predict Future Sales

Final project for "How to win a data science competition™ Courser...

Playground -

iMaterialist (Fashion) 2019 at FGVC6
Fine-grained segmentation task for fashion and apparel

iNaturalist 2019 at FGVC6
Fine-grained classification spanning a thousand species

iWildCam 2019 - FGVC6
Categorize animals in the wild
Playground - multiclass classification, image da

iMet Collection 2019 - FGVC6
Recogmze artwork attributes from The Metropolitan Museum of __.
image data, v

Northeastern SMILE Lab - Recognizing Faces in the W...

Can you determine if two individuals are related?
Playground - relationships, image data

Aerial Cactus Identification
Determine whether an image contains a columnar cactus
Playground - ma

TMDB Box Office Prediction
Can you predict a movie's worldwide box office revenue?
Playground - - % film, tabular data

RFs, and gra...

Knowledge
4,616 teams

Knowledge
38 teams

Kudos
3.217 teams

Kudos
157 teams

Kudos
195 teams

Kudos
287 teams

Kudos
472 teams

Knowledge
181 teams

Knowledge
669 teams

Knowledge
1,317 teams



Ejemplo de competicion

!ﬁ CIFAR-10 - Object Recognition in Images 55 days
B Identify the subject of 60,000 labeled images 190 te=m=

’ku Knowledge

60,000 32x32 color
images containing

e e el P R one of 10 object
§é==: classes, with 6000
Tml V8N YEEE

. ‘ a . - . ' . q ! Dashboard Leaderboard - CIFAR-10 - Object Recognition in Images
A . g m This leaderboard is calculated on all of the test data. See someone using multiple
| L

images per class.

- ‘ ﬂ a n u E A‘ . # Alw Team Name Score @ Entries  Last Submission UTC (Best - Last Submission)
> 1 Raillou 092610 7 Ved, 16 Apr 2014 14:45:45
: 4 B 2 DeepCNet 091820 1 fon, 20 Jan 2014 12:12:53
& | ra £
\ —

n

ST - P P ST
- ke - 4 PP
h ﬁ 11 fastml.com/dropconnect 0.90660 4 Sun, 22 Dec 2013 15:08:58

Yan 0.90530 13 Fri. 29 Nov 2013 05:33:2¢

o
=




Comunidad Kaggle

Es una muy buena
oportunidad para
practicar en la
resolucion de problemas
reales y la adquisicion
de habilidades en
Ciencia de Datos

o2 1034
= Masters

Rank  Tier User

W Giba

L]
a3 bestfitting

k.-";ffr,;_. Mapiog Miyanhitng KazAnova  joined 5years ago

4 Little Boat

3.7 (_,;“—Jh 44,376
Experts o~ Contributors

Medals
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@14
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@20

@30

@30

@18
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DRIVENBATA

DrivenData

https://www.drivendata.org/

DengAl: Predicting Disease
Spread

1 MONTH LEFT

Using environmental data collected by US. Federal
Government agencies, can you predict the number of
dengue fever cases reported each week in San Juan,
Puerto Rico and Iquitos, Peru?

LuShaofeng

COMPETE 9

Richter's Predictoer: Modeling
Earthquake Damage

7 MONTHS, 1 WEEK LEFT

Can you predict the level of damage to buildings caused
by the 2015 Gorkha earthquake in Nepal based on
aspects of building location and construction?

* Gillesvdw

COMPETE 9

Pump it Up: Data Mining the
Water Table

1 MONTH LEFT

Can you predict which water pumps are faulty to
promote access to clean, potable water across
Tanzania? This is an intermediate-level practice
competition.

. smw012

COMPETE 2

United Nations Millennium
Development Goals

10 MONTHS LEFT

The UN's Millennium Development Goals provide the
big-picture perspective on international development.
Using indicators aggregated and collected by the World
Bank, try to predict progress towards select MDGs

@

COMPETE 9

Warm Up: Machine Learning
with a Heart

5 MONTHS LEFT

Can you predict the presence or absence of heart
disease in patients given basic medical information?
This is the smallest, least complex dataset on
DrivenData, and a great place to dive into the world of
data science competitions.

unknow
S~ CURRENT LEADER

COMPETE 9

Reboot: Box-Plots for
Education

10 MONTHS LEFT

We're rebooting our first prized competition for fun and
education! Tag school budgets automatically to help
districts get a better grasp of their spending and how to
improve the impact of their scarce resources

S NQD,TTDl,NQ,ZH"' COMPETE 3


https://www.drivendata.org/

Conclusiones



No todo en la vida es big data

tflix Prize l:OM,’LETE"

sllVAS

Home Rules Leaderboard Update  Download

Le a d erbo a rd Showing Test Score. Click here 10 show quiz score

Displaytop| 20 4] leaders.

Rank Team Name Best Test Score % Improvement Best Submit Time

BelKor's Pragmatic Chaos 0.8567 10.06 2009-07-26 18:18:28
The Ensemble 0.8567 10.06 2009-07-26 18:38:22

0.8582 9.90 2009-07-10 21:24:40
0.8588 9.84 2009-07-10 01:12:31
0.8591 9.81 2009-07-10 00:32:20

(S R

* El sistema de recomendacion de Netflix le proporciona 75% de las ventas, asi
qgue en 2009 ofrecid un premio de 1 millén de ddlares a quien mejorara en un
10% su sistema. Luego comprendieron que al final era una mejora marginal

 Asi que usaron Thick Data (datos gruesos) para mejorar la experiencia.
Contrataron al etndgrafo Grant McCraken, que entréo en los salones de
usuarios de TV en EE.UU. y Canada para conocer su nuevos habitos

* Se observd que los usuarios demandaban ver series completas del tiron en
lugar de esperar al siguiente episodio cada semana

https://media.netflix.com/en/press-releases/netflix-declares-binge-watching-is-the-new-normal-migration-1
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Thick Data (datos gruesos)

' 3
e Paraformar unaimagen completa, tanto el big .. BIG DATA
. sy . ® e’ oo INSIGHTS FROM THE SCALE OF
data como el thick data son criticos porque eleL e CUETUS
producen diferentes tipos de informacion a i
diferentes escalas y profundidades o
. . ., o INSIGHTS FROM THE DEPTH
* No todo es observable cuantitativamente, también et e memcn
hay factores cualitativos que no recoge el big data e ’
DEPTH OF INSIGHTS
* Nokia ignoro este aspecto e hizo \
caso a sus datos que indicaban { %; TRICIA NOKIA
gue era mejor orientar sus ' [ 1,000,000,000
.. OF CUSTOMERS VS OF CUSTOMERS
productos a la exclusividad en
lugar de hacer el mévil accesible
a todos como concluia su

etnografa Tricia Wang

* Ya sabemos como acabd Nokia...

@TRICIAWANG
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Errores comunes

Evitar aprender de cosas que no son ciertas
= Patrones que no representan ninguna regla subyacente
= Datos que no reflejan lo relevante

= Datos con un nivel de detalle erroneo m&é‘a
NO!
Evitar aprender cosas ciertas, pero inutiles \

= Aprender informacién ya conocida g
= Aprender cosas que no se pueden utilizar

Evitar usar un algoritmo/método para todos los problemas

Evitar sesgos que surgen en distintas fases del proceso:
recoleccion de datos, preparacion de datos, modelizado,
evaluacion e implementacion



Tipos cde sesgo en aprendizaje automatico

e El sesgo de muestreo puede producir modelos entrenados
en datos que no son totalmente representativos de casos
futuros

* El sesgo de rendimiento puede exagerar las percepciones de
poder predictivo, generalizacion y homogeneidad de
rendimiento en todos los segmentos de datos

* El sesgo de confirmacion puede hacer que la informacion
sea buscada, interpretada, enfatizada y recordada de una
manera que confirma los preconceptos

e El sesgo de anclaje puede llevar a un exceso de confianza en
la primera informacion examinada

https://hbr.org/2018/08/make-fairness-by-design-part-of-machine-learning
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¢Como evitar el sesgo?

1. Unir cientificos de datos con expertos en ciencias sociales para
introducir una perspectiva humanista a los datos y a la solucion a
implementar

2. Anotar los datos con precaucion. Hacer que los responsables de
anotar los datos que van a alimentar un modelo de aprendizaje
automatico sean conscientes de sus posibles sesgos

3. Medir la equidad. Utilizando métricas para medir la imparcialidad que
ayuden a corregir el sesgo

4. No concentrarse solo en la representatividad. Una vez que se hayan
establecido las medidas de equidad, encontrar un equilibrio entre la
representatividad de los casos futuros y la infrarrepresentacion de las
minorias

5. Tener en cuenta la eliminacion del sesgo vy, si es necesario, evitar la
categorizacion basada principalmente en variables sociodemograficas

https://hbr.org/2018/08/make-fairness-by-design-part-of-machine-learning
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Evolucion de la popularidad de
ciencia de datos y otros conceptos atines

machine learning
Busquedas web en Google ﬂ
http://www.google.com/trends f-' data science

v

deep learning
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Primeros pasos en aprendizaje automatico

Nivel principiante:
A visual introduction to machine learning
http://www.r2d3.us/visual-intro-to-machine-learning-part-1/

Si entendiste el tutorial anterior, continua con este otro:
Intro to Machine Learning
https://www.kaggle.com/learn/intro-to-machine-learning

éEstas pillando la idea, mas o menos? Genial, intenta este video para convertirte en experto:
Complete Data Science Course | What is Data Science? | Data Science for Beginners | Edureka
https://www.youtube.com/watch?v=aGuOfbkHhek

¢Te has perdido en el segundo tutorial? No te agobies, olvida el video anterior y mejor mira
esto:

What is Data Science? | Introduction to Data Science | Data Science for Beginners | Simplilearn
https://www.youtube.com/watch?v=KxryzSO1Fjs

éSabias que aprendizaje automatico puede ser sexista y racista? ¢Por qué? Lee esto:
A Tutorial on Fairness in Machine Learning
https://towardsdatascience.com/a-tutorial-on-fairness-in-machine-learning-3ff8ba1040cb

Mis videos ©:
http://decsai.ugr.es/~casillas/videos.html
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