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Técnicas de pruebas automáticas para
algoritmos evolutivos

Daniel Molina Juan Manuel Dodero

Resumen—El uso de pruebas automáticas es una he-
rramienta muy útil para detectar errores en el código,
pero el comportamiento no-determinista de ciertos
operadores de los algoritmos evolutivos impide que
los resultados sean repetibles, con lo que se suele con-
siderar que no son aplicables. En este trabajo se pro-
ponen nuevas estrategias de pruebas espećıficas para
estos casos. Las estrategias propuestas permiten com-
probar las caracteŕısticas de los operadores, y hacer
pruebas de bajo nivel sobre los operadores a pesar del
uso de números seudoaleatorios. Para demostar el uso
estas estrategias, se aplican a un algoritmo genético
estacionario, comprobando cómo se pueden realizar
pruebas automáticas sobre los algoritmos evolutivos.

Palabras clave— algoritmos evolutivos, tests, prue-
bas automáticas, no determinismo, behavior driven
development

I. Introducción

Los algoritmos evolutivos [1], AEs, son algoritmos

no deterministas que han demostrado obtener muy

buenos resultados en todo tipo de problemas com-

plejos [2].

Como todo programa, las implementaciones de los

AEs son susceptibles de tener errores en su progra-

mación, errores que pueden reducirse por medio de

técnicas como el uso de pruebas automáticas [3].

Especialmente interesante es el uso de Test-Driven
Development que planea desarrollar el software par-

tiendo de la especificación de los tests [4], [5]. Este

enfoque parece permitir obtener una mejora visible

en el ratio de errores [6].

Lamentablemente, el carácter no determinista

(por el uso de operadores seudoaleatorios) de los AEs

impiden que los resultados sean repetibles, dificul-

tando las pruebas [7], [8], lo que conduce a una falta

de pruebas en partes del algoritmo que pueden ser

cŕıticas.

Sin embargo, en los últimos años han surgido nue-

vos enfoques, técnicas y herramientas que abren nue-

vas posibilidades. Uno de estos nuevos enfoques es

la metodoloǵıa Behavior Driven Development, BDD,

que predica especificar las pruebas desde el punto de

vista del cliente, describiendo las funcionalidades re-

queridas en vez de detalles de implementación [9].

A la hora de probar una clase, hay que valorar las

dependencias con otras, ya que la parte que se desea

probar puede llamar a su vez a clases auxiliares, lo

cual dificulta las pruebas. Para resolver este proble-

ma, ha surgido la técnica de definir objetos mocks
que mantienen el mismo interfaz de las clases auxi-

liares, y que permiten probar la clase cuando aún
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no se han terminado de implementar las auxiliares,

aśı como comprobar sus interacciones [10].

En este trabajo planteamos cómo dichas nuevas

técnicas pueden ser utilizadas de forma conjunta pa-

ra realizar un modelo de pruebas automáticas sobre

un algoritmo evolutivo. En concreto, se aplican sobre

un algoritmo genético con codificación real [11], aun-

que el enfoque planteado puede extenderse a otros

AEs.

En nuestro trabajo abordamos la problemática del

no-determinismo por medio de dos v́ıas. Por un lado,

aplicamos el enfoque BDD para poder definir com-

probaciones sobre el comportamiento deseado en vez

de sobre la implementación; y, por otro lado, defini-

mos tests de caja blanca mediante el uso de objetos

mocks para simular la generación de números seudo-

alealeatorios.

II. Entorno BDD

El enfoque BDD plantea la idea de realizar tests

que no dependen de la estructura interna del código a

probar, sino de la funcionalidad que debe ofrecer. De

esta manera, se pueden plantear tests que pueden ser

comprendidos por el cliente. En nuestro caso, pueden

ser entendibles por otro investigador que conozca la

descripción del algoritmo pero no la implementación.

Para hacer esa separación aún más clara las li-

breŕıas más modernas que siguen el enfoque BDD

separan los tests en dos partes bien diferenciadas.

Por un lado, una descripción que permite indicar por

medio de frases en lenguaje natural tanto las con-

diciones como los resultados esperados; y por otro,

ficheros que asocian las expresiones anteriores con

código ejecutable que realiza las tareas a probar y la

comprobación de la condición.

Hay múltiples herramientas BDD, y para los dis-

tintos lenguajes: En Ruby, Cucumber1 es la más po-

pular, en Java JBehave2, y en Python, hay otros

como Lettuce3. En este trabajo hemos usado Lettu-
ce bajo Python. En todas ellas se trabaja de igual

forma, y admiten el mismo formato de definición de

tests.

En el directorio tests/features se crean distintos

ficheros tests con extensión .feature en el que cada

uno contiene los tests asociados a una caracteŕıstica

del algoritmo.

En cada uno de estos ficheros se define una serie

de escenarios, con el formato indicado en la Figu-

1http://cukes.info/
2http://jbehave.org/
3http://lettuce.it/
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Scenario : <Desc r i p c i ón>
Given <s e n t e n c e i n i t>
When <s en t ence cond i t i on>
Then <sentence expected>

Fig. 1. Formato de un escenario

ra 1, en donde la sección Given describe el estado
del sistema antes de un evento, When describe las
condiciones del evento que se quiere probar, y Then
indica el resultado esperado tras el evento. La Figura
2 muestra, como ejemplo, una definición de pruebas
sobre el operador factorial.

Feature : Compute f a c t o r i a l
In order to play with BDD
As beg inner s
We’ l l implement f a c t o r i a l

Scenario : F a c t o r i a l o f 0
Given I have the number 0
When I compute i t s f a c t o r i a l
Then I s e e the number 1

Scenario : F a c t o r i a l o f 1
Given I have the number 1
When I compute i t s f a c t o r i a l
Then I s e e the number 1

Scenario : F a c t o r i a l o f 2
Given I have the number 2
When I compute i t s f a c t o r i a l
Then I s e e the number 2

Scenario : F a c t o r i a l o f 5
Given I have the number 5
When I compute i t s f a c t o r i a l
Then I s e e the number 120

Fig. 2. Definición de los tests sobre el operador factorial

También se puede indicar de forma más concisa,
tal y como se ve en la Figura 3.

Feature : Compute f a c t o r i a l
In order to play with BDD
As beg inner s
We’ l l implement f a c t o r i a l

Scenario : F a c t o r i a l o f s e v e r a l numbers
Given I have the number <number>
When I compute i t s f a c t o r i a l
Then I s e e the number <expe c t ed r e su l t>

Examples :
| number | e xp e c t ed r e s u l t |
| 0 | 1 |
| 1 | 1 |
| 2 | 2 |
| 5 | 120 |

Fig. 3. Definición concisa de tests sobre factorial

Una vez definidos los tests, es necesario un fichero
que asocia cada expresión en lenguaje natural de las
secciones Given, When y Then con el código asocia-
do de test. Dicha asociación se realiza por medio del
fichero steps situado en el mismo directorio.
Por ejemplo, la Figura 4 muestra el contenido del

fichero tests/features/steps.py, que contiene el códi-
go de las pruebas asociado a los casos de tests de las
Figuras 2 ó 3. Se puede observar que se definen tres

funciones, y por medio del decorador step se asocian
a la frase correspondiente. En dos funciones se utiliza
en step una expresión regular, que permite al siste-
ma llamar a la función utilizando el valor numérico
indicado en la frase. Una función recupera el valor
numérico y lo guarda en la variable world.number
(world es un almacén de datos para compartir va-
riables entre funciones); otra realiza la operación a
probar; y la última comprueba, mediante una sen-
tencia assert, el resultado obtenido con el esperado.

from l e t t u c e import ∗

@step ( ’ I have the number (\d+) ’)
de f have the number ( step , number ) :

world . number = in t (number )

@step ( ’ I compute i t s f a c t o r i a l ’ )
de f c ompu t e i t s f a t o r i a l ( s tep ) :

world . number = f a c t o r i a l ( world . number )

@step ( ’ I s ee the number (\d+) ’)
de f check number ( step , expected ) :

expected = in t ( expected )
a s s e r t world . number == expected

Fig. 4. Fichero steps.py

Para hacer la prueba se usa el programa BDD aso-
ciado (lettuce en este caso). En la Figura 5 se obser-
va la salida cuando no hay error, y en la Figura 6 la
salida cuando el test detecta un error. Se puede ob-
servar que indica la comprobación concreta que no
se cumple.

$ l e t t u c e −v 2 .
Fa c t o r i a l o f s e v e r a l numbers . . .
1 f e a tu r e (1 passed )
4 s c ena r i o s (4 passed )
12 s t ep s (12 passed )

Fig. 5. Salida por pantalla si no hay error

$ l e t t u c e −v 3 .
Feature : Compute f a c t o r i a l
# t e s t s / f e a t u r e s / f a c t o r i a l . f e a tu r e : 1
. . .

Traceback (most r e cent c a l l l a s t ) :
F i l e ” . . . / l e t t u c e / core . py” , l i n e 113 , in \

c a l l
r e t = s e l f . f unc t i on ( s e l f . step , ∗args , ∗∗kw)

F i l e ” . . . / t e s t s / f e a t u r e s / s t ep s . py” , l i n e 15 \
in check number

a s s e r t world . number == expected
Asse r t i onErro r

1 f e a tu r e (0 passed )
4 s c ena r i o s (3 passed )
12 s t ep s (1 f a i l e d , 11 passed )

Fig. 6. Salida por pantalla en caso de error

III. Algoritmo de referencia

Vamos a describir el algoritmo sobre el que se van
a definir las comprobaciones 4.

4Tanto el código del algoritmo como el de
los tests está libremente disponible en la url
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Feature : SSGA I n i t
In order to t e s t SSGA we t e s t that the i n i t
populat ion has the r i g h t pops ize ,
dimension , and that i n i t i a l f i t n e s s between
the i n d i v i d u a l s are d i f f e r e n t .

Scenario : I n i t Populat ion
Given I have an SSGA algor i thm \

f o r dimension <dimension>
When I i n i t the populat ion with \

<pops ize> i n d i v i d u a l s
Then the populat ion s i z e i s <pops ize>
Then dimension f o r each i nd i v i dua l \

i s <dimension>
Then f i t n e s s i s i n i t i a l i z e d

Fig. 7. Fichero init.feature

El algoritmo elegido es un algoritmo genético es-
tacionario, SSGA, que hace uso del operador de cru-
ce BLX − α [12]. Como mecanismo de selección de
padres, se aplica el criterio Negative Assortative Ma-
ting, NAM. El primer padre es elegido de forma alea-
toria de la población, y para calcular el segundo pa-
dre se seleccionan aleatoriamente Nnum soluciones
y se elige la solución más alejada del primer padre.
Como mecanismo de reemplazo se elige el Replace-
ment Worst, en el que el nuevo individuo reemplaza
al peor individuo de la población, si lo mejora. Se
ha demostrado que esta combinación de selección y
reemplazo permite un adecuado equilibrio entre ex-
ploración y explotación [13].
Se puede observar que es un algoritmo que aun-

que simple posee caracteŕısticas t́ıpicas de un algo-
ritmo evolutivo t́ıpico: Es un algoritmo poblacional,
elitista, y con distintas operaciones con componente
aleatorio: cruce, y selección.

IV. Pruebas de comportamiento

El uso de pruebas BDD permite establecer prue-
bas de los distintos elementos del algoritmo como la
inicialización, selección, y cruce, en un formato le-
gibles por alguien experto en el algoritmo. En este
apartado se mostrarán las definiciones de los tests,
el fichero steps.py asociado se incluye en el apéndice,
en las Figuras 13, 14, y 15.

A. Inicialización

Para comprobar la inicialización hemos definido
unos tests que comprueben el estado de la población
inicial. La Figura 7 muestra la especificación de los
tests. Este test es relativamente sencillo, pero permi-
te comprobar la coherencia de la población inicial.

B. Selección

Para probar la selección NAM, un primer intento
seŕıa crear un test a bajo nivel que probase que cada
elección de padre siguiese el criterio indicado. Este
enfoque tiene dos graves inconvenientes. Por un lado,
el comportamiento aleatorio del operador impide que
los resultados sean repetibles. Además, en este caso

https://github.com/dmolina/ssgatests

el código del test seŕıa una repetición del original,
por lo que si hubiese un error en su implementación,
dicho error se trasladaŕıa al test, no detectándose.
Por tanto, no es un modelo recomendable.
El enfoque que proponemos es el siguiente: apro-

vechar que el resultado del operador define una serie
de caracteŕısticas que se deben cumplir si está im-
plementado de forma correcta. Por tanto, nos cen-
tramos en comprobar el comportamiento esperado
en vez del código. Evidentemente, no es una prue-
ba completa, pero śı nos puede ser de utilidad para
detectar errores.

Feature : SSGA NNAM
In order to t e s t the NAM s e l e c t i o n we check
that the two parents a r r e not the same one ,
and than c r i t e r i o n between the the f i r s t
parent and the second parent i s r g i h t .

Scenario : NAM s e l e c t s d i f f e r e n t parents
Given I have an SSGA algor i thm f o r \

dimension 10
Given I i n i t the populat ion with \

<pops ize> i n d i v i d u a l s
When I s e l e c t parents with tournament \

s i z e <tournament s ize>
Then the parents are d i f f e r e n t \

a f t e r <numruns> t e s t s

Examples :
| pops i ze | tournament s i ze | numruns |
| 50 | 3 | 300 |
. . .

Scenario : NAM Se l e c t the f a r away parent
Given I have an SSGA algor i thm f o r \

dimension 10
Given I i n i t the populat ion with \

50 i nd i v i d u a l s
When I s e l e c t parents with tournament \

s i z e 49
Then the d i s t ance between parents i s \

the l ong e s t

Fig. 8. Fichero selection.feature

En este caso, nos podemos basar en el requisito
que ambos padres sean siempre diferentes y; por otro
lado, si el grupo de torneo incluyese al resto de la po-
blación, el segundo padre debe ser el individuo más
distante al primero. La Figura 8 muestra la especifi-
cación de dichos tests.

C. Cruce

Para probar el algoritmo BLX − α, aplicamos el
mismo enfoque que en el anterior. En este caso, nos
centramos en el comportamiento con α = 0. Los
comportamientos que queremos probar son que el
cruce de un individuo consigo mismo devuelve ese
mismo individuo, y que el cruce de dos padres gene-
ra un hijo que está entre dichos padres. La Figura 9
muestra la especificación.

D. Ejecutando el Algoritmo

Para que el algoritmo sea correcto, existen dos
comportamientos que debe de cumplir: que el algo-
ritmo sea elitista; y que el número de evaluaciones
que realmente realice sea el que se le indica. La Fi-
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Feature : SSGA Crossover

Check f o r BLX−0 that c r o s s i n g a s o l u t i o n

with i t s e l f g i v e s the same so lu t i on ,

and that o f f s p r i n g are always between

t h e i r parents

Scenario : Crossover with i t s e l f

Given I have an SSGA algor i thm

When I i n i t the populat ion with \
50 i nd i v i d u a l s

When I s e t the same parent as mother

When I c r o s s with alpha 0

Then the ch i l d r en i s the same

Scenario : O f f sp r ing i s between t h e i r parents

Given I have an SSGA algor i thm

When I i n i t the populat ion with \
50 i nd i v i d u a l s

When I s e t randomly two parents

When I c r o s s with alpha 0

Then the ch i l d r en i s between them

Fig. 9. Fichero crossover.feature

Feature : SSGA run

Check two f e a t u r e s o f the a lgor i thm . F i r s t ,

the r e a l eva lua t i on s number i s r i ght , and

the e l i t i sm o f the a lgor i thm .

Scenario : SSGA ac tua l l y use the \
maximum eva lua t i on number

Given I have a SSGA algor i thm

When I i n i t the populat ion \
with <popu l a t i on s i z e>

When I run the a lgor i thm during \
<num itera> i t e r a t i o n s

Then they were eva luated \
<num eval> s o l u t i o n s

Examples :
| popu l a t i o n s i z e | num itera | num eval |
| 50 | 1000 | 1000 |
. . .

Scenario : SSGA i s e l i t i s t

Given I have a SSGA algor i thm

When I i n i t the populat ion with \
50 i nd i v i d u a l s

When I study the evo lu t i on o f the \
<i nd iv idua l> i n d i v i dua l

When I run the a lgor i thm during \
<num itera> i t e r a t i o n s

Then i t s f i t n e s s i s always be t t e r

Examples :
| i n d i v i dua l | num itera |
| best | 1000 |
| worst | 1000 |
| mean | 1000 |

Fig. 10. Fichero run.feature

gura 10 muestra la especificación de dichas compro-

baciones.

V. Pruebas con números seudoaleatorios

Hasta ahora hemos abordado el problema del no-

determinismo por medio de pruebas sobre carac-

teŕısticas que debe cumplir un algoritmo, en vez de

sobre los resultados concretos, es decir, tests de ca-

ja negra. Sin embargo, seŕıa deseable poder comple-

mentarlo con tests de caja blanca.

Para conseguir hacer tests de caja blanca más cer-

canos al código seŕıa necesario que el resultado fuese

reproducible, pero el uso de número seudoaleatorios

lo impide. En la práctica, seŕıa posible hacerlo mo-

dificando el código para que en vez generar números

aleatorios utilizase un conjunto de números genera-

dos inicialmente. Sin embargo, este enfoque reque-

riŕıa una modificación del código para las pruebas,

lo que no es deseable.

Una alternativa es utilizar herramientas que per-

mitan sustituir de forma dinámica las clases que rea-

lizan una determinada tarea por objetos mocks que

simulan dicho comportamiento. Un ejemplo, es la li-

breŕıa mocks
5
de Python.

Con una herramienta como ésta, se puede modifi-

car el comportamiento de un método o función para

que, durante el test, cuando se vaya a llamar a una

determinada función, su ejecución se sustituya por

otra (usando mocks) con el mismo interfaz y que si-

mula su comportamiento.

En nuestro caso, podemos reemplazar durante el

test el código que realiza la generación de números

aleatorios por código que devuelve números previa-

mente fijados en el test. De esta manera, se puede

simular el comportamiento del código ante distintas

secuencias de número seudoaleatorios sin tener que

cambiar el código original.

Scenario : Checking c r o s s ov e r with \
seudorandoms and alpha=0

Given I have a SSGA algor i thm

When I i n i t the populat ion \
with 50 i nd i v i d u a l s

When I s e t randomly two parents

When I use pseudorandoms=<seudo random>
When I c r o s s with alpha 0

Then the ch i l d r en i s equa l s to \
the <c r i t e r i o n > o f i t s parents

Examples :
| seudo random | c r i t e r i o n |
| 0 | minimum |
| 1 | maximum |
| 0 .5 | mean |

Fig. 11. Escenario de cruce usando seudoaleatorios

from mock import patch , Mock

@step ( ‘When I use pseudorandoms=([\d . ]+ ) ’ )

de f set pseudorandoms ( step , expected random ) :

# Change the random genera t i on in to the t e s t

world . newRandom = patch ( ‘ earandom . randrea l ’ ,

spec=True )

# Set the r e tu rn s when i t i s c a l l e d

world . random = world . newRandom . s t a r t ( )

expected random = f l o a t ( expected random )

re tu rn s = expected random∗np . ones (dim)

world . random . r e tu rn va lu e = re tu rn s

Fig. 12. Código que modifica los números seudoaleatorios

Como ejemplo, podemos complementar los tests

anteriores sobre el operador de cruce con el test in-

dicado en la Figura 11, en donde la asignación de

generación de números aleatorios se realiza de forma

sencilla al interpretar la sentencia ‘I use pseudoran-

doms. . . ’ con el código asociado indicado en la Figu-

ra 12 del fichero steps.py. En dicho código se indica,

5http://www.voidspace.org.uk/python/mock/
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por medio de la función patch que cuando durante el
test se desee llamar a la función erandom.randreal,
se llame, en cambio, al objeto mock newRandom. Y
luego se configura la salida que devuelve cuando se
realicen dichas llamadas. Puede consultarse una ex-
plicación mucho más detallada en la documentación
oficial de la libreŕıa mocks.
El uso de pruebas automáticas es una herramienta

muy útil para detectar errores en el código, pero el
comportamiento no-determinista de los AEs se suele
ver como un impedimento para poder realizarlas.
En este trabajo se plantean dos estrategias para

aplicar pruebas automáticas sobre AEs, a pesar del
uso de números seudoaleatorios, que hace que los
resultados no sean repetibles.
En la primera, en vez de aplicar tests sobre resul-

tados concretos de un operador, se propone realizar
comprobaciones sobre el comportamiento que dichos
operadores deben ofrecer. Se muestra el uso de esta
estrategia aplicándola a los operadores de inicializa-
ción, cruce y ejecución de un SSGA.
La otra estrategia propuesta es utilizar libreŕıas

que permiten reemplazar durante los tests el código
de generación de números seudoaleatorios por códi-
go que devuelve secuencias de números definidos de
antemano, para hacer comprobaciones de más bajo
nivel, o de caja blanca. Se ha mostrado el uso de esta
estrategia para tests adicionales sobre el operador de
cruce BLX − α.
En conclusión, en este trabajo se proponen estra-

tegias que permiten aplicar pruebas automáticas a
las implementaciones de AEs, con lo que se puede
detectar más fácilmente errores de implementación,
al mismo tiempo que son entendibles por cualquier
investigador en AEs sin necesidad de conocer los de-
talles concretos de su implementación. Por tanto, se
prueba que los AEs pueden (y debeŕıan) incorporar
pruebas automáticas para mejorar la confianza en la
implementación de los algoritmos.
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Apéndice

Las Figuras 13, 14 y 15 muestran el código de test
asociado a las definición de las pruebas del art́ıcu-
lo. El código está libremente disponible en la url
https://github.com/dmolina/ssgatests.
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Inicialización

@step ( ’ I have a SSGA algor i thm f o r dimension (\d+) ’)
de f have con f i gu ra t i on ( step , dim ) :

dim = in t (dim)
world . s sga = SSGA( f i t n e s s , domain , dim , s i z e=pops i ze )

@step ( ’ I i n i t the populat ion with (\d+) ind i v i dua l s ’ )
de f i n i t p opu l a t i o n ( step , pops i z e ) :

world . pops i ze = in t ( pops i ze )
world . s sga . i n i tPopu l a t i on ( i n t ( pops i ze ) )

@step ( ’ populat ion s i z e i s (\d+) ’)
de f p op s i z e r i g h t ( step , pops i z e expec t ed ) :

pops i z e expec t ed = in t ( pops i z e expec t ed )
( v a l u e s s i z e , va lues dim)=world . s sga . populat ion ( ) . shape
a s s e r t v a l u e s s i z e == pops i z e expec t ed

@step ( ’ f i t n e s s i s i n i t i a l i z e d ’ )
de f f i t n e s s r i g h t ( s tep ) :

f i t s = world . s sga . p o pu l a t i o n f i t n e s s ( )
a s s e r t f i t s . s i z e == world . pops i ze

@step ( ’ a l l f i t n e s s va lue s are d i f f e r e n t ’ )
de f f i t n e s s no t s ame ( step ) :

f i t s = world . s sga . p o pu l a t i o n f i t n e s s ( )
# Check the s i z e o f removing equa l s f i t n e s s
a s s e r t np . unique ( f i t s ) . s i z e == world . pops i ze

Selección

@step ( ’ I s e l e c t parents with tournament s i z e (\d+) ’)
de f s e t p a r en t s ( step , t s i z e ) :

world . nam ts ize=in t ( t s i z e )

@step ( ’ the parents are d i f f e r e n t a f t e r (\d+) t e s t s ’ )
de f mo th e r pa r en t d i f f e r en t ( step , t e s t s ) :

t e s t s = in t ( t e s t s )

f o r i in range ( t e s t s ) :
[ mother , parent ]=world . s sga . getParents ( world . nam ts ize )
a s s e r t mother != parent

@step ( ’ the d i s t ance between parents i s the longes t ’ )
de f be s t pa r en t ( s tep ) :

s sga = world . s sga
[ motherId , parentId ]= ssga . getParents ( world . nam ts ize )
populat ion = ssga . populat ion ( )
mother = populat ion [ motherId ]
parent = populat ion [ parentId ]
d i s t an c e s = [ u t i l s . d i s t anc e ( populat ion [ i ] , mother ) f o r i in range ( world . pops i z e ) ]
max distances = np . array ( d i s t an c e s ) .max( )
d i s t ance = u t i l s . d i s t ance ( parent , mother )
a s s e r t d i s t ance == max distances

Fig. 13. Fichero steps.py (Parte 1)
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Cruce

@step ( ’ I s e t the same parent as mother ’ )
de f s e t parent s same ( s e l f ) :

populat ion = world . s sga . populat ion ( )
motherId = random . rand int (0 , world . s sga . pops i ze )
world . mother = populat ion [ motherId ]
world . parent = world . mother

@step ( ’ I s e t randomly two parents ’ )
de f c ro s s s e t random ( step ) :

populat ion = world . s sga . populat ion ( )
[ motherId , parentId ] = random . rand int (0 , world . s sga . pops ize , 2)
world . mother = populat ion [ motherId ]
world . parent= populat ion [ parentId ]

@step ( ’ I c r o s s with alpha ( [\ d . ]+ ) ’ )
de f app l y c r o s s ( s e l f , alpha ) :

alpha = f l o a t ( alpha )
world . ch i l d r en = world . s sga . c r o s s ( world . mother , world . parent , alpha )

@step ( ’The ch i l d r en i s the same ’ )
de f has same ch i ld r en ( s e l f ) :

a s s e r t u t i l s . d i s t ance ( world . ch i ld ren , world . parent)==0

@step ( ’The ch i l d r en i s between them ’ )
de f i s be tween then ( s e l f ) :

parents = np . array ( [ world . mother , world . parent ] )
min parent = np . amin ( parents , ax i s =0)
max parent = np . amax( parents , ax i s =0)
a s s e r t ( world . ch i l d r en >= min parent ) . a l l ( ) , ”Brokes i n f e r i o r l im i t ”
a s s e r t ( world . ch i l d r en <= max parent ) . a l l ( ) , ”Brokes supe r i o r l im i t ”

@step ( ’ the parents are d i f f e r e n t a f t e r (\d+) t e s t s ’ )
de f mo th e r pa r en t d i f f e r en t ( step , t e s t s ) :

t e s t s = in t ( t e s t s )

f o r i in range ( t e s t s ) :
[ mother , parent ]=world . s sga . getParents ( world . nam ts ize )
a s s e r t mother != parent

@step ( ’ the d i s t ance between parents i s the longes t ’ )
de f bes t ! ! parent ( s tep ) :

s sga = world . s sga
[ motherId , parentId ]= ssga . getParents ( world . nam ts ize )
populat ion = ssga . populat ion ( )
mother = populat ion [ motherId ]
parent = populat ion [ parentId ]
d i s t an c e s = [ u t i l s . d i s t anc e ( populat ion [ i ] , mother ) f o r i in range ( world . pops i z e ) ]
max distances = np . array ( d i s t an c e s ) .max( )
d i s t ance = u t i l s . d i s t ance ( parent , mother )
a s s e r t d i s t ance == max distances

Fig. 14. Fichero steps.py (Parte 2)
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Ejecución

\begin { l s t l i s t i n g }
de f measureFitness (∗ args , ∗∗kwargs ) :

i f world . f i t Ev a l == [ ] :
world . f i t Ev a l . append ( world . g e t f i t n e s s ( world . s sga . p o pu l a t i o n f i t n e s s ( ) ) )

y i e l d a spec t s . proceed
world . f i t Ev a l . append ( world . g e t f i t n e s s ( world . s sga . p o pu l a t i o n f i t n e s s ( ) ) )

@step ( ’ I study the evo lu t i on o f the (\w+) ind iv idua l ’ )
de f s tudy popu lat ion ( s e l f , i n d i v i dua l ) :

i f i n d i v i dua l == ’ best ’ :
world . g e t f i t n e s s = np . min

e l i f i n d i v i dua l == ’ worst ’ :
world . g e t f i t n e s s = np .max

e l i f i n d i v i dua l == ’mean ’ :
world . g e t f i t n e s s = np .mean

e l s e :
a s s e r t False , ”Error , i nd i v i dua l ’%s ’ i s not known” %ind i v i dua l

world . wrap id = aspec t s . with wrap ( measureFitness , SSGA. updateWorst )

@step ( ’ I run the a lgor i thm during (\d+) i t e r a t i o n s ’ )
de f r u n i t e r a t i o n s ( s e l f , numevals ) :

numevals = in t ( numevals )
world . f i t Ev a l = [ ]
world . numevals = 0
world . s sga . run (maxeval=numevals )

@step ( ’ they were eva luated (\d+) so lu t i on s ’ )
de f check eva l ( s e l f , s o l u t i o n s ) :

a s s e r t world . numevals == in t ( s o l u t i o n s )

@step ( ’ i t s f i t n e s s i s always better ’ )
de f c h e c k f i t n e s s ( s e l f ) :

s i z e = len ( world . f i t Ev a l )
f i tEv a l = world . f i tEv a l

f o r eva l in xrange ( s i z e −1):
b e f o r e = f l o a t ( f i tEv a l [ eva l ] )
a f t e r = f l o a t ( f i tEv a l [ eva l +1])
a s s e r t a f t e r <= be fo r e

a spec t s . without wrap ( measureFitness , world . s sga . updateWorst )

Fig. 15. Fichero steps.py (Parte 3)


