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Resumen—Los algoritmos evolutivos han demostra-
do ser una técnica de optimización muy potente para
un gran conjunto de problemas de optimización que
los métodos anaĺıticos no pueden abordar. Concre-
tamente, para problemas con variables reales pode-
mos destacar a los algoritmos basados en nubes de
part́ıculas y evolución diferencial como aquellos que
están tomando mucha importancia en la literatura.

En este trabajo se realiza un estudio de estos méto-
dos, incluyendo las versiones originales y las variantes
más relevantes propuestas en la literatura. Este estu-
dio permite analizar las distintas técnicas en función
de sus caracteŕısticas. Además, se compara el rendi-
miento de estos algoritmos sobre el conjunto de fun-
ciones de prueba desarrolladas para la sesión de opti-
mización continua del CEC’2005. Los resultados ob-
tenidos, contrastados mediante técnicas estad́ısticas,
ponen de manifiesto la necesidad de realizar experi-
mentos más rigurosos, incluyendo aquellos algoritmos
que han destacado por su buen rendimiento.

Palabras clave— Evolución diferencial, nubes de
part́ıculas, algoritmos evolutivos, optimización numéri-
ca/continua, CEC’2005

I. Introducción

En muchos problemas de ingenieŕıa se encuentran
problemas de optimización de diversa ı́ndole. Den-
tro de estos problemas, un grupo importante, por
sus aplicaciones, es el que forman aquellos cuya so-
lución pasa por encontrar el valor máximo o mı́nimo
de una función real. Los llamados problemas de op-
timización continua.

La resolución de este tipo de problemas se puede
abordar desde un enfoque puramente anaĺıtico, des-
de el que se obtiene la solución exacta. Sin embargo,
requiere que la función objetivo cumpla determina-
das caracteŕısticas de continuidad y derivabilidad,
además de ser excesivamente costoso cuando aumen-
ta la complejidad de la función. Por otra parte, estos
problemas también pueden resolverse desde un enfo-
que aproximado donde se sacrifica precisión en aras
de reducir el coste de la obtención de la solución.

En la actualidad, los algoritmos evolutivos y de
inteligencia de enjambre destacan por su buen ren-
dimiento en este ámbito. Concretamente, muchos es-
fuerzos en investigación se centran en la optimización
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basada en Nubes de Part́ıculas (Particle Swarm Op-
timzation, PSO) [7] y la Evolución Diferencial (ED)
[8]. Ambas técnicas han sido ampliamente estudia-
das en la literatura [9], [10], y lo siguen siendo en
la actualidad [11],[12]. La primera se basa en el mo-
vimiento de los bancos de peces y las bandadas de
aves mientras que la segunda realiza una evolución
que otorga una gran importancia a la mutación.

En este trabajo se estudian en profundidad los
métodos de PSO y ED, incluyendo las propuestas
clásicas y las versiones más relevantes de la litera-
tura. El estudio realizado nos permite analizar ca-
da uno de los métodos en función de sus carac-
teŕısticas, estableciendo una taxonomı́a de méto-
dos de PSO y ED, respectivamente. Para contras-
tar el rendimiento de estas técnicas, se lleva a cabo
un estudio experimental sobre el conjunto de fun-
ciones de prueba propuestas en la sesión especial
del IEEE Congress of Evolutionary Computation de
2005 (CEC’2005) [13], usando las condiciones esta-
blecidas en éste para realizar una comparación justa
de técnicas. Además, se realiza una comparación con
el método ganador de esta competición, G-CMA-ES
[14] propuesto en 2005, con el fin de comprobar el
rendimiento de las técnicas estudiadas. Los resul-
tados completos y el código fuente de los algorit-
mos analizados pueden encontrarse en el sitio web
temático del grupo SCI2S sobre optimización conti-
nua http://sci2s.ugr.es/EAMHCO.

El resto del trabajo se organiza como sigue: La
Sección II presenta el problema y las técnicas em-
pleadas. La Sección III describe la taxonomı́a reali-
zada clasificando diferentes propuestas existentes en
la literatura. La Sección IV muestra el estudio ex-
perimental y presenta los resultados. Por último, la
Sección V destaca las conclusiones del trabajo.

II. Preliminares

Esta sección repasa algunos conceptos preliminares
necesarios. La Sección II-A define formalmente el
problema de la optimización continua. La Sección
II-B define el algoritmo básico de PSO básico y sus
variantes implementadas. Finalmente, la Sección II-
C explica el algoritmo de ED y sus variantes.



A. La Optimización Continua

Como ya se ha comentado, los problemas de optimi-
zación continua son aquellos en los que la función que
se quiere optimizar, función objetivo, es una función
de variable real. Formalmente, se puede definir el
problema como sigue: Dada una función f : S −→ ℜ,
encontrar un punto x∗ ∈ S tal que f(x∗) ≤ f(x)
∀x ∈ S, donde S ⊂ ℜD. Esta definición responde a
la minimización de la función, la definición para el
problema de maximización es análoga.

B. Nubes de Part́ıculas

Los métodos de PSO [7] mantienen una población
de individuos, en este caso llamados part́ıculas, que
se desplazan por el espacio de búsqueda inspirándo-
se en como se mueven las bandadas de aves y los
bancos de peces. Inicialmente, las part́ıculas se dis-
tribuyen aleatoriamente por el espacio de búsque-
da. Las generaciones siguientes se denotan como:
G = 0, 1, . . . , Gmax. Denotamos pi,G a la i-ésima par-
ticula en la generación G. Cada una de las part́ıculas
explora el espacio de búsqueda desplazándose en una
dirección determinada por su velocidad:

pi,G+1 = pi,G + vi,G (1)

donde vi,G representa la velocidad de la part́ıcula i.
El cálculo de la velocidad depende de la experiencia
de la propia part́ıcula, en base a su recorrido por el
espacio de búsqueda (su mejor posición a lo largo de
dicho recorrido) y del conocimiento que le aportan
las part́ıculas de su entorno:

vi,G+1 =vi,G + ϕ1 · rnd() · (pBesti,G − pi,G)

+ ϕ2 · rnd() · (envBesti,G − pi,G)
(2)

Donde pBesti,G es la mejor posición de la part́ıcu-
la, envBesti,G la mejor posición del entorno, rnd()
representa un número generado aleatoriamente en
el intervalo [0,1] y ϕ1 y ϕ2 son los parámetros que
controlan el uso de la propia experiencia y de del
entorno, respectivamente.

No obstante, la implementación habitual del PSO
incluye un factor de inercia [15], ω, que multiplica a
la velocidad para evitar que crezca de forma excesi-
va. De este modo la Ecuación 2 queda como sigue:

vi,G+1 =ω · vi,G + ϕ1 · rnd() · (pBesti,G − pi,G)

+ ϕ2 · rnd() · (envBesti,G − pi,G)

(3)

El entorno de una part́ıcula se puede definir de di-
versas formas. El más sencillo se denomina entorno
global, es aquel en el que todas las part́ıculas forman
parte del entorno. De este modo a la hora de actua-
lizar la velocidad con el entorno global se utiliza la
mejor solución encontrada. Por otro lado, los entor-
nos locales utilizan un número limitado de part́ıcu-
las en el entorno. Existen dos tipos de entorno local:

social y geográfico. En los entornos de tipo social
las part́ıculas que forman parte del entorno de otra
están definidas previamente. Por otra parte, en los
entornos geográficos las part́ıculas pertenecientes al
entorno se determinan en función de la distancia que
las separa de la part́ıcula para la que se genera di-
cho entorno, seleccionando, habitualmente, las más
cercanas. No obstante, este tipo de entorno no sue-
le utilizarse debido a que produce que las part́ıculas
se estanquen en óptimos locales con facilidad. Tam-
bién se pueden definir entornos que modifican sus
caracteŕısticas a lo largo de la ejecución, pero este
tipo suele estar ligado a variantes concretas de estos
métodos.

B.1 Propuestas Avanzadas para Nubes de Part́ıcu-
las

En la literatura, se puede encontrar un gran núme-
ro de modificaciones del PSO en distintos aspectos,
desde cambios en el cálculo de la velocidad hasta hi-
bridaciones con otras técnicas bioinspiradas. A con-
tinuación, se comentan las principales caracteŕısticas
de cada una de las variantes seleccionadas.

PSO con Selección (SePSO) [16]: Incorpora el uso
de un operador de selección, similar al que usan otras
técnicas como los algoritmos genéticos, para mejorar
el rendimiento explotando los resultados de las me-
jores part́ıculas.

PSO con Constricción (CPSO) [9]: Reemplaza el
factor de inercia por un factor de constricción χ mo-
dificando el cálculo de la velocidad de la siguiente
forma:

vi,G+1 =χ · (vid,G + ϕ1 · rnd() · (pBesti,G − pi,G)

+ ϕ2 · rnd() · (envBestid,G − pi,G))

(4)

PSO con Stretching (StPSO) [17]: Utiliza una
técnica de stretching que modifica la función objeti-
vo cuando la búsqueda se estanca en un óptimo local.
Esta modificación incrementa el valor de la función
objetivo (fitness) de la zona donde se ha producido
el estancamiento manteniendo la función original en
las zonas donde esta mejora al óptimo local.

PSO Compuesto (CoPSO) [17]: Se puede conside-
rar una hibridación de PSO y ED, que utiliza a esta
última para calcular los valores de ϕ1, ϕ2 y ω de
forma adaptativa en cada iteración.

PSO Completamente Informado (Fully Informed
Particle Swarm, FIPSO) [18]: Consiste en una va-
riación sobre el modelo de factor de constricción,
Ecuación 4, que hace uso de todas las part́ıculas del
entorno para calcular la velocidad.

PSO Jerárquico (Hierachical Particle Swarm Op-
timization, HPSO) [19]: Esta variante organiza las
part́ıculas en una jerarqúıa en forma de árbol. Ca-
da part́ıcula utiliza, como entorno para calcular su
velocidad, a su ṕadré. De esta forma las part́ıculas
localizadas en la parte más alta del árbol influyen di-
recta o indirectamente sobre el resto. La jerarqúıa se



actualiza durante la ejecución para llevar a la parte
más alta a las mejores part́ıculas.

PSO Frankenstein (Frankenstein PSO, FPSO)
[20]: Esta técnica combina distintas partes de otras
variantes de PSO en un único algoritmo. Incluye un
modelo en el que la inercia disminuye de forma lineal
durante cierto número de iteraciones, un cálculo de
la velocidad completamente informado y una topo-
loǵıa adaptativa.

PSO con Aprendizaje Ortogonal (Orthogonal
Learning Particle Swarm Optimization, OLPSO)
[11]: Esta variante crea una part́ıcula artificial que
usa para actualizar la velocidad. Esta part́ıcula se
genera combinando la part́ıcula original y la selec-
cionada del entorno mediante una técnica de apren-
dizaje ortogonal, que da nombre al algoritmo.

La mayoŕıa de estos métodos pueden utilizar en-
tornos locales y globales. Las que no lo permiten sue-
len presentar diferentes topoloǵıas para los entornos,
como los completamente informados, o variantes que
siguen la misma filosof́ıa, como los jerárquicos.

C. Evolución diferencial

El algoritmo de ED [8] comienza con una pobla-
ción de NP individuos. La población inicial distri-
buye a los individuos aleatoriamente por el espacio
de búsqueda. Las generaciones siguientes se denotan
como: G = 0, 1, . . . , Gmax. En ED es usual denomi-
nar a cada individuo como un vector D-dimensional
Xi,G = {x1

i,G,..., xD
i,G}, llamado vector objetivo.

Tras la inicialización se inicia un proceso iterativo
en el que se aplican a cada individuo los operadores
de mutación, cruce y selección. El algoritmo ED apli-
ca, en primer lugar, un operador de mutación para
generar un vector mutado Vi,G respecto a cada indi-
viduo Xi,G, de la población actual. Para cada vector
objetivo Xi,G, su vector mutado asociado es Vi,G=
{V 1

i,G,..., V D
i,G}.

El operador de mutación conocido como ED/Rand/1
es uno de los más sencillos y habituales. Genera un
vector mutado de la siguiente forma:

Vi,G = Xri

0
,G + F (Xri

1
,G − Xri

2
,G) (5)

Donde los ı́ndices ri
0, ri

1 y ri
2 son enteros mutuamen-

te exclusivos y generados aleatoriamente en el rango
[1, NP ], y son también diferentes del ı́ndice base i. El
factor de escala F es un parámetro de control positi-
vo para escalar la diferencia entre vectores. Existen
otros operadores de mutación habituales, que intro-
ducen un mayor número de individuos en el cálculo,
que parten del propio individuo o hacen uso del me-
jor individuo de la población.

Tras la fase de mutación, el operador de cruce se
aplica para cada vector objetivo Xi,G y su corres-
pondiente vector mutado Vi,G, generando un nuevo
vector, denominado vector de prueba Ui,G. Aunque

existen otros, el operador de cruce binomial es uno
de los más sencillos y empleados [21]. Inicializa su
resultado con los valores del vector objetivo, y com-
prueba si cada componente, j, se modifica con los va-
lores del vector mutado generando un número alea-
torio, rnd(), en el intervalo [0, 1], si éste es menor o
igual que un ratio de cruce, RC, se reemplaza dicha
componente:

U
j
i,G =

{

V
j
i,G Si rnd() ≤ RC

X
j
i,G Si rnd() > RC

(6)

Finalmente, se selecciona que individuo pasa a la
siguiente generación G + 1. Si el vector de prueba
obtiene una solución igual o mejor que el vector ob-
jetivo, este reemplaza a su correspondiente vector
objetivo en la siguiente generación; en otro caso, el
vector objetivo se mantiene en la población:

Xi,G+1 =

{

Ui,G Si f(Ui,G) es mejor que f(Xi,G)

Xi,G En otro caso

(7)

C.1 Propuestas Avanzadas para Evolución Diferen-
cial

En la literatura se pueden encontrar un gran
número de propuestas avanzadas del algoritmo de
ED. Los parámetros de control (F y RC) determi-
nan, en gran medida, la calidad del algoritmo por
lo que muchas de estos métodos incluyan técnicas
de adaptación de parámetros. A continuación se co-
mentan las principales caracteŕısticas de las varian-
tes utilizadas en este estudio:

ED Basada en Oposición (Opposition-Based Diffe-
rential Evolution, OBDE) [10]: Esta técnica utiliza
información de la posición opuesta de cada indivi-
duo, que tiene un 50% de probabilidad de ser mejor
que la del propio individuo. Cuando el opuesto es
mejor se descarta al actual y se toma el opuesto,
saltando aśı a una zona más prometedora.

ED Auto Adaptativa (Self Adaptative Differen-
tial Evolution, SADE) [22]: Esta variante utiliza un
mecanismo de auto-adaptación de los parámetros de
control, aśı como de los operadores utilizados para
generar el vector de prueba. Mantiene un conjunto
de operadores de mutación y cruce que se aplican
en distintos momentos de la evolución en base a los
resultados obtenidos hasta el momento.

ED con Vecinos Locales y Globales (Differential
Evolution with Global and Local neighborhoods,
DEGL) [23]: Este método introduce el uso de entor-
nos en la mutación generando el vector mutado como
combinación lineal de una mutación en un entorno
global con otra de un entorno local. La mutación de
entorno global se calcula en la forma habitual, con
todas las part́ıculas, mientras que la local se calcula
con las part́ıculas pertenecientes a un entorno social
de topoloǵıa en anillo.

ED Adaptativa con Archivo Opcional Externo
(Adaptative Differential Evolution with Optional



External Archive, JADE) [24]: Esta variante auto
adapta los parámetros de control y hace uso de un
archivo en el que se almacenan individuos que son
reemplazados en la selección. Estos individuos se uti-
lizan como candidatos a individuos aleatorios en el
operador de mutación, introduciendo mayor diversi-
dad en generación del vector mutado.

ED con Búsqueda Local para el Factor de Esca-
la (Scale Factor Local Search in Differential Evolu-
tion, SFLSDE) [12]: Este algoritmo puede conside-
rarse un ED memético. Realiza una adaptación de
los parámetros durante la evolución, haciendo hin-
capié en factor de escala F , para el que utiliza dos
algoritmos de búsqueda local.

III. Taxonoḿıa de métodos basados en

Nubes de Part́ıculas y Evolución

Diferencial

En esta sección se propone una taxonomı́a para
los algoritmos que se han estudiado en función de
sus caracteŕısticas. En la Sección III-A se presenta la
clasificación de los métodos PSO. A continuación, la
Sección III-B muestra la taxonomı́a de los métodos
de ED.

A. Clasificación de los métodos de Nubes de
Part́ıculas

Fig. 1. Taxonomı́a de los métodos de PSO

La clasificación de las variantes de PSO, que se
puede ver en la Figura 1, tiene en cuenta tres aspec-
tos importantes de estos algoritmos:

La topoloǵıa del entorno.
La part́ıcula que utiliza a la hora de calcular la

velocidad.
La hibridación con otras técnicas bioinspiradas.
Dentro de la topoloǵıa del entorno se pueden dis-

tinguir dos grupos de forma clara: los que mantienen
la topoloǵıa fija durante la ejecución y los que la mo-
difican durante la misma. De este modo se observa
como la mayor parte de los métodos utilizan una to-
poloǵıa fija. No obstante, las variantes que optan por
topoloǵıas dinámicas se corresponden con algunas de
las más recientes.

En un segundo nivel, dentro de cada grupo, el tipo
de part́ıcula utilizada para el cálculo de la velocidad

permite distinguir entre métodos que usan una úni-
ca part́ıcula, que pertenece al entorno, métodos que
utilizan todas las part́ıculas que pertenecen al en-
torno y métodos que crean una part́ıcula que puede
o no pertenecer al entorno o a la población. Se ob-
serva que la mayor parte de los métodos utilizan una
part́ıcula del entorno, mientras que solo dos métodos
siguen el enfoque alternativo.

Por último, dentro del grupo más amplio (topo-
loǵıa fija y una part́ıcula del entorno) se puede dis-
tinguir entre métodos h́ıbridos y los que no lo son
(básicos).

B. Clasificación de los métodos de Evolución dife-
rencial

Fig. 2. Taxonomı́a de los métodos de ED

La clasificación de las variantes de ED, que se pue-
de ver en la Figura 2, es sencilla pero permite identi-
ficar claramente los algoritmos. Tiene en cuenta dos
aspectos de estos algoritmos:

La adaptación de parámetros.
La hibridación con otras técnicas.

El valor de los parámetros en los algoritmos de
ED tiene mucha importancia, la clasificación entre
métodos adaptativos y no adaptativos permite dis-
tinguir de forma muy clara el planteamiento de cada
variante en este aspecto.

La distinción de la hibridación permite conocer
que tipo de adaptación realiza cada uno de los méto-
dos.

IV. Estudio experimental y análisis de

resultados

Para determinar el rendimiento de los algoritmos,
se ha realizado un estudio experimental sobre el con-
junto de funciones diseñadas para el CEC’2005 [13].
La Sección IV-A describe brevemente estas funcio-
nes. La Sección IV-B muestra los parámetros em-
pleados para las distintas técnicas. La Sección IV-C
presenta y analiza los resultados obtenidos, junto con
un estudio estad́ıstico para contrastarlos.



A. Funciones de prueba

En este estudio, se han empleado las 25 funcio-
nes diseñadas para la sesión especial del CEC’2005.
Este conjunto presenta una serie de funciones de di-
ficultad creciente que engloba funciones unimodales
conocidas, funciones multimodales también conoci-
das y funciones extendidas e h́ıbridas generadas a
partir de las anteriores.

Además se incluyen funciones con discontinuida-
des, rotadas, escalables, separables y no separables,
representando de este modo un conjunto amplio de
las caracteŕısticas que pueden tener las funciones de
problemas reales.

B. Parámetros de los algoritmos estudiados

Todos los algoritmos se han ejecutado con los
parámetros estándar propuestos en los art́ıculos que
los presentan. No obstante, en el caso de los algorit-
mos de PSO, al permitir la mayor parte de los mis-
mos el uso de entornos locales y globales, aśı como
presentar distintas topoloǵıas y configuraciones se ha
optado por seleccionar la mejor configuración dentro
de cada algoritmo para su análisis. En la Tabla I se
indica la configuración seleccionada para cada méto-
do.

TABLA I

Parámetros empleados

Método Parámetros
PSO ϕ1 = 2, ϕ2 = 2, ω desciende de 0,9 a 0,4 linealmente

Población = 40, Entorno global
SePSO ϕ1 = 2, ϕ2 = 2, ω desciende de 0,9 a 0,4 linealmente

Población = 40, Entorno global
CPSO χ = 0,7298, Población = 40,

Entorno local social con dos vecinos en topoloǵıa de anillo
StPSO ϕ1 = 0,5, ϕ2 = 0,5, ω desciende de 1 a 0,4 linealmente

Población = 40, Entorno local social con dos vecinos
en topoloǵıa de anillo

CoPSO ϕ1 = [4, 0,1], ϕ2 = [4, 0,1], ω = [1,2, 0,4]
Población = 40, Entorno global

F = 0,5, RC = 0,9, Población ED = 5, IteracionesED = 15
FIPSO χ = 0,7298, Población = 20, Topoloǵıa Square,

Esquema de pesos lineal en función de la calidad de la solución
HPSO ϕ1 = 1,7, ϕ2 = 1,7, ω desciende de 0,9 a 0,4 linealmente

Población = 40, d = 5, h = 3
FPSO ϕ1 = 2, ϕ2 = 2, ω desciende de 0,9 a 0,4 linealmente

Población = 40, toptype = 3, inetype = 2
OLPSO c = 2, ω desciende de 0,9 a 0,4 linealmente

Población = 40, Entorno global
ED F = 0,5, RC = 0,9, Población = 50

OBDE F = 0,5, RC = 0,9, TasaSalto = 0,4, Población = 50
SADE Periodo de Aprendizaje = 50, Población = 50
DEGL F = 0,8, RC = 0,9, Población = 50, Vecinos = 2,

Esquema de peso exponencial
JADE p = 0,5, c = 0,1, Población = 50

SFLSDE Fl = 0,1, Fu = 0,9, Población = 50, τ1 = 0.1,
τ2 = 0.1, τ3 = 0.03, τ4 = 0.07,
iterSFGSS = 8, iterSFHC = 20

Los criterios de evaluación establecidos en el
CEC’2005 son los siguientes. Los métodos deben eje-
cutarse en dimensiones 10, 30 y 50, realizando 25
ejecuciones de cada función, tomando su media y
desviación t́ıpica. Como criterio de parada, se esta-

blece el ĺımite de evaluaciones de la función objetivo
como 1000 ·Dimension, o alcanzar un error inferior
a 10−8.

C. Resultados obtenidos y estudio estad́ıstico

En este estudio experimental se analizan los resul-
tados en términos de error medio obtenido en las 25
ejecuciones por cada función. Debido a limitaciones
de espacio, las tablas con los resultados completos
se encuentran en el sitio web http://sci2s.ugr.

es/EAMHCO/srcnew/cec2005results_DEs.zip. Co-
mo resumen, la Tabla II presenta los resultados me-
dios y desviación t́ıpica obtenidas en las 25 funciones
por cada uno de los algoritmos, en dimensiones 10,
30 y 50. Además, se ha remarcado en negrita el mejor
resultado obtenido por cada dimensión y familia.

Para contrastar los resultados experimentales se
van a emplear tests no paramétricos de comparacio-
nes múltiples. Su empleo en mineŕıa de datos está re-
comendado en los casos en que se intenten comparar
los resultados de un nuevo algoritmo con respecto a
varios métodos simultáneamente [25].

Para determinar las mejores propuestas en cada
una de las familias, se ha seleccionado el test de
Friedman como método para detectar la existencia
de diferencias significativas entre los resultados, y el
método de Holm como test post-hoc para caracteri-
zar las diferencias encontradas [26] 1. Las Tablas III
y IV presentan una comparativa entre los métodos
de PSO y ED respectivamente. En cada una de las
tablas se han realizado tres test estad́ısticos, uno por
dimensión, anotando el rango obtenido por el test de
Friedman, y el p-valor ajustado con el test de Holm.
Además se ha señalado en negrita el rango del méto-
do que se toma como control (aquel que obtiene el
rango más bajo), y aquellos p-valores < 0,05 indi-
cando que el método es estad́ısticamente superado
por el método de control. Por otro lado, el p-valor
asociado al test de Friedman se presenta en la última
fila de cada tabla.

A partir de las Tablas II, III y IV se pueden extraer
las siguientes conclusiones:

Atendiendo a la familia de algoritmos PSO, des-
tacamos SePSO y FIPSO como aquellos algoritmos
que obtienen los mejores resultados en media. No
obstante, los resultados medios pueden llevarnos a
una conclusión errónea. En la Tabla III podemos
observar como el test de Friedman destaca a FP-
SO, HPSO y SePSO como los mejores algoritmos en
dimensiones 10, 30 y 50 respectivamente.

En referencia a los algoritmos de ED, podemos
señalar a SADE, JADE y SFLSDE como los más
destacados. A partir del test estad́ıstico obtenemos
esta misma conclusión, sin encontrar diferencias sig-
nificativas entre estos tres.

La dimensionalidad de la función a optimizar tiene
una gran influencia en el comportamiento de todos

1Más información en el sitio web temático de SCI2S sobre
Statistical Inference in Computational Intelligence and Data
Mining http://sci2s.ugr.es/sicidm/



TABLA II

Tabla resumen de los resultados obtenidos

10 30 50

Algoritmo Media Desv. Tı́pica Media Desv. Tı́pica Media Desv. Tı́pica
PSO 7,87E+003 3,13E+004 2,15E+005 9,24E+005 2,33E+006 8,69E+006

SePSO 4,70E+003 2,19E+004 1,56E+005 6,22E+005 6,55E+005 2,25E+006
CPSO 8,80E+003 4,28E+004 7,09E+005 3,52E+006 3,20E+006 1,59E+007
StPSO 7,34E+003 3,53E+004 3,54E+005 1,74E+006 1,73E+006 8,52E+006
CoPSO 1,60E+004 7,79E+004 8,77E+005 3,08E+006 2,28E+006 8,03E+006
FIPSO 4,83E+002 7,64E+002 7,95E+005 2,78E+006 1,34E+007 4,95E+007
HPSO 2,11E+004 1,05E+005 5,81E+005 2,90E+006 1,02E+006 5,08E+006
FPSO 6,62E+002 2,01E+003 2,68E+005 1,18E+006 1,84E+006 7,12E+006

OLPSO 1,22E+005 5,49E+005 1,03E+007 3,74E+007 1,98E+007 6,86E+007
ED 4,74E+002 8,95E+002 1,12E+004 5,01E+004 2,30E+004 1,04E+005

ODBE 3,81E+002 6,86E+002 2,16E+006 1,08E+007 8,44E+006 4,22E+007
SADE 3,33E+002 4,74E+002 7,88E+003 3,59E+004 2,16E+004 9,79E+004
DEGL 7,28E+002 1,60E+003 4,32E+004 2,06E+005 1,22E+005 5,83E+005
JADE 1,01E+004 4,89E+004 1,35E+004 6,18E+004 4,24E+003 1,04E+004

SFLSDE 3,82E+002 6,62E+002 2,86E+004 1,38E+005 6,38E+004 3,10E+005

TABLA III

Test de Friedman+Test de Holm para los métodos de PSO

10 30 50

Algoritmo Rango p-valor Rango p-valor Rango p-valor
PSO 5,48 0,0098 4,70 0,8162 4,08 0,3934

SePSO 4,04 0,3934 3,72 0,9177 3,08∗ –
CPSO 3,96 0,3934 4,28 0,8173 4,82 0,1007
StPSO 5,30 0,0176 4,72 0,8162 4,88 0,1007
CoPSO 6,44 0,0000 5,32 0,1806 5,04 0,0683
FIPSO 4,96 0,0527 6,36 0,0031 7,24 0,0000

HPSO 4,94 0,0527 3,64∗ – 3,64 0,4697
FPSO 3,04∗ – 4,54 0,8162 4,64 0,1320

OLPSO 6,84 0,0000 7,72 0,0000 7,58 0,0000

p-valor de Friedman Dimensión 10 = 0.000005
p-valor de Friedman Dimensión 30 = 0
p-valor de Friedman Dimensión 50 = 0

∗ Método de control.

TABLA IV

Test de Friedman+Test de Holm para los métodos de ED

10 30 50

Algoritmo Rango p-valor Rango p-valor Rango p-valor
ED 3,64 0,0690 3,30 0,7240 3,30 0,6794

ODBE 3,18 0,3019 3,74 0,1806 3,82 0,1135
SADE 2,42∗ – 2,92 1,0000 2,82 0,8547
DEGL 5,32 0,0000 5,42 0,0000 5,32 0,0000

JADE 3,68 0,0690 2,94 1,0000 3,08 0,8547
SFLSDE 2,76 0,5205 2,68∗ – 2,66∗ –

p-valor de Friedman Dimensión 10 = 0.000001
p-valor de Friedman Dimensión 30 = 0.000001
p-valor de Friedman Dimensión 50 = 0.000002

∗ Método de control.

los algoritmos. En general, el test de Holm detecta
más diferencias significativas cuando la dimensiona-
lidad es baja. Sin embargo, cuando tratamos proble-

mas con alta dimensionalidad la mayoŕıa de algorit-
mos obtienen resultados similares.

Comparando ambas familias de métodos, pode-



TABLA V

Comparativa con G-CMA-ES: Test de Wilcoxon

10 30 50

G-CMA-ES Vs R+ R- p-valor R+ R- p-valor R+ R- p-valor
SePSO 311,0 14,0 6,55E-6 258,0 67,0 0,0088 226,0 99,0 0,0903
HPSO 304,0 21,0 2,66E-5 247,0 78,0 0,0219 198,0 127,0 0,3311
FPSO 278,0 22,0 6,39E-5 286,5 38,5 4,03E-4 276,0 24,0 9,08E-5

SADE 263,0 37,0 6,49E-4 217,0 83,0 0,0564 205,0 120,0 0,2457
JADE 298,0 27,0 7,49E-5 216,5 108,5 0,1524 217,0 108,0 0,1485

SFLSDE 286,0 39,0 4,29E-4 235,0 90,0 0,0516 231,5 68,5 0,0187

mos decir que en general los algoritmos de ED son
más robustos que los algoritmos de PSO. Los resulta-
dos medios obtenidos por los mejores algoritmos de
ED difieren en gran medida de los mejores obtenidos
por los PSO, especialmente cuando la dimensionali-
dad del problema es alta.

Analizando globalmente estas tres tablas, pode-
mos decir que no hay ningún algoritmo que destace
sobre el resto para todas las dimensiones.

Una vez realizado el estudio por familias, seleccio-
namos los tres mejores métodos de PSO y ED, con el
fin de compararlos con el algoritmo con mejor com-
portamiento de la sesión del CEC’2005, G-CMA-ES
[14]. Para ello, usamos el test de Wilcoxon [25], com-
parando G-CMA-ES con los mejores métodos anali-
zados en este trabajo. La Tabla V recoge los resulta-
dos de aplicar el test de Wilcoxon en dimensiones 10,
30 y 50. Esta tabla muestra para cada dimensión los
rangos positivos (R+) y negativos (R-) conseguidos
y su p-valor asociado. Aquellos p-valores remarca-
dos en negrita señalan los métodos mejorados por
G-CMA-ES, con un nivel de significancia α = 0,05.

Los resultados de esta tabla reflejan como en baja
dimensionalidad, G-CMA-ES es el mejor algoritmo
con diferencias significativas. Conforme aumenta la
dimensionalidad G-CMA-ES no consigue que sus di-
ferencias sean estad́ısticamente significativas respec-
to del resto de técnicas. Sin embargo, con los rangos
obtenidos, podemos afirmar que este algoritmo su-
pera en gran medida a propuestas posteriores a su
publicación.

V. Conclusiones

En este trabajo se ha realizado un estudio de los
principales algoritmos de PSO y ED propuestos en
la literatura. En base a ese estudio se ha propuesto
una taxonomı́a para cada familia que destaca sus ca-
racteŕısticas principales. En el estudio experimental
se ha observado como, por lo general, las propues-
tas avanzadas mejoran los resultados de los méto-
dos básicos. Sin embargo, como indica en el estu-
dio estad́ıstico, estos métodos están, en general, lejos
respecto a G-CMA-ES. Estas propuestas avanzadas
aportan ideas interesantes, pero limitan sus compa-
raciones a los métodos de una misma familia. En este
trabajo se muestra que es necesario comparar con el
mejor algoritmo conocido en la temática.

Como trabajo futuro, se plantea llevar un estudio
emṕırico con funciones de alta dimensionalidad, con
el fin de comprobar si estos métodos son o no compe-
titivos respecto de G-CMA-ES cuando la dimensión
del problema crece.
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rigo, Frankenstein’s PSO: A Composite Particle Swarm
Optimization Algorithm. IEEE Transactions on Evolutio-
nary Compututation 13 (5) 1120–1132, 2009.
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