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Resumen Las técnicas de generacién de prototipos han demostrado ser muy
competitivas mejorando el rendimiento del clasificador del vecino mds cercano.
Dentro de la metodologia de generacion de prototipos, cabe destacar los métodos
de posicionamiento de prototipos como aquellos que poseen una mayor eficacia. En
la literatura se han usado distintos algoritmos evolutivos para optimizar la posicién
de los prototipos con resultados prometedores. No obstante, estos resultados
pueden ser mejorados si otras técnicas de reduccion de datos, tales como los
esquemas de pesos, son consideradas.

En este trabajo se propone un enfoque hibrido para integrar un esquema de pesos
con una de las técnicas mas prometedoras en generacion de prototipos. Concre-
tamente, se aplicard una técnica auto-adaptativa de evolucién diferencial con el
fin de optimizar la ponderacién dada a cada caracteristica y la localizacién de
los prototipos. Los resultados obtenidos, contrastados mediante técnicas estadisti-
cas, avalan la utilidad de este enfoque hibrido para mejorar el rendimiento del
clasificador del vecino mds cercano.

Keywords: Generacién de prototipos, evolucién diferencial, esquema de pesos,
clasificacién

1. Introduccion

La regla del vecino mas cercano (Nearest Neighbor, NN) [1] es una técnica de
clasificacion supervisada, caracterizada por su simplicidad y efectividad, que pertenece a
la familia de los métodos de aprendizaje basado en instancias [2]]. EI NN es un clasificador
no paramétrico que requiere que todos los datos de entrenamiento estén almacenados.
Los ejemplos no conocidos son clasificados en base a la clase de las instancias mas
cercanas a ellos, en términos de distancia. A pesar de su simplicidad y eficacia, esta
técnica tiene algunas debilidades como el tiempo de respuesta, la tolerancia al ruido y
el coste de almacenamiento. Ademads, este clasificador realiza sus predicciones en base
a los datos de entrada, asumiendo que estos definen perfectamente la distribucién de
clases.

Estas debilidades han sido abordadas por diferentes enfoques. Entre ellos, una buena
solucién que podemos encontrar en la literatura consiste en reducir el conjunto de datos



usados para clasificar. Estas técnicas tratan de reducir el conjunto de entrenamiento, con
el objetivo de eliminar ejemplos ruidosos, redundantes e irrelevantes. Desde el punto
de vista del espacio de las caracteristicas/atributos, podemos destacar la seleccién de
caracteristicas [4] como una de las técnicas mds importantes, que consiste en elegir un
subconjunto representativo de atributos. Por otro lado, desde el punto de vista de las
instancias, los métodos de reduccion de datos se dividen en dos enfoques, conocidos
como seleccién de prototipos (SP) [5] y generacién/abstracciéon de prototipos (GP)
[8] . EI primero consiste en seleccionar un subconjunto de los datos de entrenamiento
originales, mientras que la GP puede generar nuevos datos artificiales si los necesita.
De este modo, la GP no supone que los datos originales delimitan perfectamente las
fronteras de decision entre clases.

Otra propuesta interesante es el empleo de esquemas de pesos aplicados a las carac-
teristicas (Feature Weighting, FW) [[10] que permite asignar un peso a cada caracteristica
del dominio del problema para modificar el modo en que las distancias entre ejemplos
son calculadas. Esta técnica puede verse como una generalizacién de los métodos de
seleccion de caracteristicas, permitiendo dar un grado de relevancia a cada atributo del
problema mediante un valor real.

En los tdltimos afios han aparecido una gran cantidad de propuestas evolutivas aplica-
das a problemas de mineria de datos. Debido a que los problemas de GP y FW pueden
ser vistos como problemas de optimizacién continua, también pueden ser abordados
mediante algoritmos evolutivos. Los algoritmos evolutivos para GP se basan en técnicas
de ajuste del posicionamiento de prototipos [6], que es una metodologia adecuada para
optimizar la localizacién de los prototipos. Especificamente, el algoritmo de Evolucién
Diferencial (ED) [[11] y sus propuestas avanzadas [12]] han demostrado ser las técnicas de
posicionamiento mds efectivas. Respecto a los métodos de FW,se ha propuesto muchas
técnicas evolutivas aplicadas al algoritmo NN.

Habitualmente, los métodos de ajuste de la localizacién de los prototipos [[6] se
centran en el proceso de optimizar la posicion, sin tomar en consideracion la seleccién
mads apropiada del nimero de prototipos por clase. Recientemente, en [[7l9], este pro-
blema se aborda con un proceso de adicién iterativo, en el que se determina qué clases
necesitan mas prototipos para ser representada. Este algoritmo se conoce con el nombre
de IPADECS.

En este trabajo, se propone un método hibrido que combina IPADECS con un
esquema de FW. En este esquema, los pesos de cada caracteristica y la localizacion de
los prototipos se determinan mediante un método auto-adaptativo de ED, conocido con el
nombre de SFLSDE [12]. Este método se emplea para abordar los problemas de FW y GP
simultaneamente. Los algoritmos de GP evolutivos tienden a sobre-entrenar los datos de
entrenamiento, en pocas iteraciones, por lo que la modificacién de la funcién de distancia
mediante FW puede evitar este problema, determinando ademds un grado de relevancia
para cada caracteristica. Tras su descripcion, se presenta un estudio experimental en el
que se muestran las mejoras significativas en comparacién con la técnica original de GP
y otras técnicas de FW.

El resto del trabajo se organiza como sigue: La Seccion 2] presenta algunos conceptos
preliminares sobre las técnicas empleadas. La Seccion [3|describe el modelo propuesto.



La Seccién [4| define el estudio experimental y presenta los resultados. Por dltimo, la
Seccién [5|concluye el trabajo.

2. Preliminares

Esta seccion repasa algunos conceptos preliminares necesarios. La Seccién 2.1 define
formalmente el problema de la generacién de prototipos. La Seccién comenta el
empleo de esquemas de pesos aplicados a las caracteristicas. Finalmente, la Seccién[2.3]
explica el algoritmo de ED.

2.1. Generacion de prototipos

La generacién de prototipos [8] tiene como objetivo obtener un conjunto de entrenamien-
to lo més reducido posible que permita al NN clasificar con la misma o mds calidad que
con el conjunto de entrenamiento original. Esto permite reducir la complejidad espacial
del método y reducir su coste computacional. Ademads, en ocasiones puede mejorar su
precision, mediante la eliminacién de ruido.

Su definicién formal es la siguiente: Sea X una instancia donde X = (xi,Xy,
-+, Xy, ¢), con X perteneciendo a la clase ¢ y un espacio M-dimensional donde x;
es el i-ésimo valor de la instancia X. Asumamos que existe un conjunto de entrenamiento
CE compuesto por N instancias, y un conjunto de test CT compuesto por 7 instancias.
El propésito de la GP es obtener un conjunto generado de prototipos (CGP), que consiste
en r, r < N, prototipos P donde P = (p;, p,, ..., Pys> €), que son generados a partir de
los ejemplos de CE. El CGP debe representar eficientemente la distribucion de clases y
su tamaiio debe ser lo suficientemente pequefio para mejorar el tiempo y necesidad de
almacenamiento del clasificador NN.

2.2. Esquemas de pesos

El objetivo de los métodos de FW es reducir la sensibilidad a caracteristicas redun-
dantes, irrelevantes o ruidosas en el clasificador NN, mediante la modificacion de la
medida de distancia con pesos, para mejorar su precision en clasificacion.

Normalmente se usa la distancia euclidea (Ecuacién (1)) en el clasificador NN, donde
P and Q son dos ejemplos y M es el nlimero de caracteristicas de estos. Durante este
estudio se usard dicha medida, dada su simplicidad, facilidad para optimizarla y su
amplio uso en el campo del aprendizaje basado en instancias [2].

M=

DistanciaEuclidea(P, Q) = (pi — ai)? M

Il
—_

Lo métodos de FW suelen extender dicha ecuacién aplicando diferentes pesos a cada
caracteristica (W;) que modifica la forma en que la medida de distancia es calculada
(Ecuacion[2)).

M
DistanciaFW (P, Q) = Z Wi« (pi — qi)? (@)
i=1



Esta técnica ha sido ampliamente usada en la literatura. En [10] podemos encontrar
un estudio completo sobre dichos métodos.

2.3. Evolucion diferencial

El algoritmo de ED comienza con una poblacién de NP individuos. La poblacién
inicial debe cubrir el espacio de biisqueda tanto como sea posible. En algunos pro-
blemas esto se consigue inicializando los individuos aleatoriamente, pero en otros
problemas, como en la GP, existe un conocimiento base que estd disponible para ser
usado en los mecanismos de inicializacion. Las generaciones siguientes se denotan
como: G = 0,1,...,G,.. En ED es usual denominar a cada individuo como un vector
D-dimensional X; g = {xil’G,..., fo}, llamado vector objetivo.

Después de la inicializacion, el algoritmo ED aplica un operador de mutacién para
generar un vector mutado V; s respecto a cada individuo X; g, en la poblacién actual.
Para cada vector objetivo X; ¢, su vector mutado asociado es V;g= {‘/i{G,..., Vl%)G}.

En este trabajo nos centramos en el uso de la estrategia RandToBest/I que genera un
vector mutado de la siguiente forma:

Vic = Xig + F* (Xnejorc — Xig) + F - (Xu 6 — X1 6) €)

Donde los indices r’i, ré son enteros mutuamente exclusivos y generados aleatoria-
mente en el rango [1, NP], y son también diferentes del indice base i. El factor de escala
F es un pardmetro de control positivo para escalar la diferencia entre vectores.

Tras la fase de mutacidn, el operador de cruce se aplica para cada par, vector objetivo
X; ¢ y su correspondiente vector mutado V; g, para generar un nuevo vector, denominado
vector de “’prueba” U; . Nos centraremos en el uso del operador de cruce binomial,
inicializado con los valores del vector objetivo, y en el cual cada componente del vector
de prueba se modifica con los valores del vector mutado si al generar un nimero aleatorio
entre 0y 1, éste es menor o igual que un ratio de cruce RC. Finalmente, debemos decidir
qué individuo pasa a la siguiente generacion G + 1. Si el vector de prueba obtiene una
solucién igual o mejor que el vector objetivo, este reemplaza su correspondiente vector
objetivo en la siguiente generacidn; en otro caso, el vector objetivo se mantiene en la
poblacién.

3. Un modelo hibrido que integra un esquema de pesos con
generacion de prototipos

En esta seccidn se describe el modelo hibrido propuesto y sus principales compo-
nentes. En la Seccion [3.1] se presenta el modelo propuesto como esquema de pesos. A
continuacidn, la Seccién 3.2 presenta el modelo hibrido en detalle.

3.1. Evolucion diferencial como un esquema de pesos

Como se dijo anteriormente, los esquemas de pesos aplicados a las caracteristicas
se pueden entender como un problema de biisqueda en un espacio continuo en el cual



necesitamos determinar la ponderacién mds apropiada para cada caracteristica con el fin
de mejorar el clasificador NN. Especificamente, se propone el uso de un algoritmo de ED
para obtener los mejores pesos que permitan, a un conjunto reducido CG P, incrementar
su precision en clasificacion sobre el conjunto CE. Denominamos a este algoritmo con
las siglas "EDFW” (Evolucién Diferencial para FW).

El EDFW comienza con una poblacién de NP individuos X;s. Este algoritmo
codifica un vector de pesos en cada individuo, como un vector M-dimensional de
nimeros reales, que contiene la ponderacién de cada caracteristica mediante un valor
comprendido en en el intervalo [0,1]. Esto implica, que cada individuo de la poblacién
codifica una solucién completa para el problema de FW. Siguiendo las ideas establecidas
en [12], la poblacién inicial se genera de forma aleatoria dentro del rango definido
anteriormente.

Después del proceso de inicializacion, el metodo EDFW entra en un bucle en el cual
los operadores de mutacién y cruce guian el proceso de optimizacién de los pesos en las
caracteristicas generando nuevos vectores U; . Tras aplicar dichos operadores, como se
explicaba en la Seccién debemos verificar si los valores generados pertenecen al
rango [6, 1]. Si el valor es mayor que uno, este se truncard a uno. Ademds, basandonos en
el trabajo de Kira y Rendell [[15], si este valor es menor que un umbral 6, se considera que
esta caracteristica es irrelevante, y por tanto se establece a 0. En nuestros experimentos,
este umbral se ha establecido empiricamente en 0,2.

Por ultimo, el operador de seleccién decide si el vector generado debe entrar en la
siguiente generacion G + 1. La regla del NN guia este operador para cubrir nuestros
propésitos. Los ejemplos de CE son clasificados con los prototipos de un CGP dado,
pero en este caso, la medida de distancia usada en el clasificador NN es modificada de
acuerdo con la Ecuacién[Z], donde los pesos W; son obtenidos de X; s y U; . La precision
o acierto en clasificacién se mide como el niimero de éxitos de clasificacion dividido
entre el nimero total de clasificaciones realizadas. Nuestro objetivo es maximizar dicho
valor, por ello, el operador de seleccién se puede ver como:

U,c if Precision(CGP,U;g)
XiGgr1 = >= Precision(CGP, X; ;) 4)
X;c Enotro caso

En caso de empate entre los valores de precision obtenidos, seleccionamos el vector
Ui con el fin de dar al individuo mutado la posibilidad de entrar en la poblacién. Para
evitar que los pardmetros mas importantes en ED, (F'y RC), provoquen una convergencia
lenta o prematura, usamos las ideas propuestas en [[12] para implementar un esquema
auto-adaptativo de ED.

3.2. Hibrido IPADECS y esquema de pesos

El algoritmo IPADECS [9]] sigue un enfoque iterativo de ajuste del posicionamiento
de los prototipos, con un modelo incremental. En cada paso, se aplica un procedimiento
de optimizacion para ajustar la localizacién de los prototipos, afiadiendo nuevos si
los necesita. El objetivo de este algoritmo es determinar el nimero mas adecuado de
prototipos por clase y ajustar su posicién durante el ciclo evolutivo. IPADECS usa el



algoritmo SFLSDE como técnica para optimizar, pero en este caso, cada individuo se
codifica como una solucién completa, es decir un CGP. Al final del algoritmo, éste
devuelve el mejor CGP encontrado.

El modelo hibrido que compone IPADECS y EDFW puede ser descrito basicamente
como la combinacién de una etapa IPADECS con una etapa EDFW para determinar los
mejores pesos. La Figura[[| muestra el pseudo-c6digo de esta propuesta. Inicialmente, se
aplica el algoritmo IPADECS en el que todas las caracteristicas tienen el mismo grado de
relevancia 1.0 (Instrucciones 1-4). La funcién "EvaluarConPesos” obtiene la precision en
clasificacién obtenido al clasificar el CE con el CGP como conjunto de entrenamiento
y usando los “Pesos” asociados para modificar la funcién de distancia. Después, este
modelo entra en un ciclo en el cual se intenta encontrar la ponderacién méas apropiada
para cada atributo y el mejor posicionamiento para cada prototipo. La instruccién 6
aplica un optimizacion basada en ED de los pesos de las caracteristicas, esto es, tomando
el mejor CGP generado hasta el momento con IPADECS, aplicamos dicho algoritmo
para determinar los pesos mas apropiados. Los pesos actuales son introducidos como
un individuo de la poblacién del método EDFW para asegurar que el método de FW no
degrada en ningtin momento el rendimiento de CGP. A continuacién, la instruccién 7
genera un nuevo CGP, con IPADECS, pero en este caso, el proceso de optimizacién
toma en consideracién los nuevos pesos para calcular las distancias entre prototipos
(Ver Ecuacion 2). La idea subyacente de esta instruccién es que el algoritmo IPADECS
deberia generar un CGP diferente debido al hecho de que la medida de distancia ha
cambiado, por lo tanto, el espacio de biisqueda se ha modificado. Después de este
proceso, debemos asegurar que la nueva localizacién de los prototipos (CGP,,;) con sus
respectivos pesos han conseguido mejorar la precision de clasificacion respecto de CGP.
Si el valor calculado para el nuevo CGP,,, es mayor que el mejor encontrado hasta el
momento, se almacena dicho conjunto como el CGP encontrado. De cualquier modo,
los pesos obtenidos se almacenan y serdn usados en la siguiente iteracion para impedir
que los resultados puedan empeorar. Finalmente, tras un nimero previamente fijado de
iteraciones, el modelo devuelve el mejor CGP con sus respectivos pesos, que esta listo
para ser usado como conjunto de referencia por el clasificador NN.

4. Estudio experimental y analisis de resultados

Para tratar de caracterizar el rendimiento del hibrido IPADECS-EDFW, se ha realiza-
do un estudio experimental sobre diferentes problemas de clasificacion. La Seccién4.1]
describe los conjuntos de datos utilizados. La Seccién 4.2 enumera los algoritmos de
comparaci6n considerados y describe sus pardmetros. La Seccién[.3|presenta y analiza
los resultados obtenidos, junto con un estudio estadistico para contrastar los resultados.

4.1. Conjuntos de datos

En este estudio, se han empleado 30 conjuntos de datos representando problemas de
clasificacién. Han sido tomados del repositorio KEEL-dataset Repositoryﬂ La Tabla
describe sus principales caracteristicas: Nombre, nimero de instancias (#In), nimero de
atributos (#At) y nimero de clases (#Cl).

3http://www.keel.es/datasets.php
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Figura 1. Hibrido IPADECS-EDFW
1: Pesos[1..N]=1.0
2: mejoresPesos [1..D]= Pesos[1..N]
3: CGP = IPADECS(Pesos);
4: Precision = EvaluarConPesos(CGP, CE, Pesos)
5: fori = 1to MAXITER do
6 nuevosPesos[1..D] = EDFW(CGP, Pesos)
7 CGP,,, = IPADECS(nuevosPesos)
8 Accuracyyg,, = EvaluarConPesos(CGP,,,, CE, nuevosPesos)

9. if Precision,,, > Precision then
10: Precision = Precision g,

11: CGP =CGP,,,

12: end if

13: Pesos = nuevosPesos

14: end for

15: return CGP, Pesos

Cuadro 1. Conjuntos de datos utilizados

Conjunto #In ||#At.|#Cl.||Conjunto #In ||#At.||#CL
abalone 4.174 || 8 | 28 |monks 432 6 2
banana 5300 2 | 2 ||newthyroid|| 215 5 3
bands 539 || 19 | 2 ||nursery 12.690|| 8 5
breast 286 9 | 2 ||pima 768 8 2
bupa 345 6 | 2 ||ring 7.400 || 20 || 2
chess 3.196 || 36 | 2 ||saheart 462 9 2
cleveland 297 13 | 5 ||spambase || 4.597 || 57 || 2
contraceptive 1473 || 9 | 3 ||splice 3.190 || 60 || 3
dermatology 366 || 33 | 6 [[taec 151 5 3
glass 214 9 | 7 ||thyroid 7200 || 21 || 3
housevotes 435 || 16 | 2 ||titanic 22011 3 2
iris 150 4 | 3 |[{twonorm || 7.400 || 20 || 2
lymphography 148 || 18 | 4 ||wisconsin || 683 9 2
magic 19.020|| 10 | 2 ||yeast 1.484 || 8 || 10
mammographic|| 961 5 | 2 ||zoo 101 16 || 7

Todos los conjuntos han sido particionados, empleando la técnica de validacion
cruzada de 10 campos. Ademds, sus valores han sido normalizados en el intervalo [0, 1],
para igualar la influencia de todos los atributos con respecto a la medida de distancia del
clasificador.

4.2. Algoritmos y parametros

Se han empleado tres métodos de comparacion para realizar un estudio completo de
nuestra propuesta. El primero de ellos es el algoritmo base IPADECS, y dos algoritmos
bien conocidos en el dmbito de los esquemas de pesos: TS/KNN [16] y ReliefF [17].
Ademas, se ha considerado también el clasificador 1-NN como referencia basica. La



Cuadro 2. Parametros empleados

Meétodo Parametros
IPADECS-DEFW MAXITER = 20, PoblaciénIPADECS = 10, Iteraciones ED = 50
PoblacionEDFW=25 , Iteraciones EDFW=200, iterSFGSS=8, iterSFHC=20, F1=0.1, Fu=0.9
IPADECS Poblacién=10, Iteraciones ED = 500, iterSFGSS=38, iterSFHC=20, F1=0.1, Fu=0.9
TSKNN Evaluaciones = 10000, M= 10, N= 2, P= ceil( \/#Features)
ReliefF K valor para contribuciones= El mejor en [1,20]
Clasificador base: 1-NN

Tabla 2] muestra los pardmetros empleados. Aquellos métodos que son estocdsticos se
han ejecutado tres veces por particion.

4.3. Resultados obtenidos y estudio estadistico

En este estudio experimental, analizamos los resultados en términos de precisiéon o
acierto obtenido durante la clasificacion de los datos de test. La Tabla 3] muestra los
resultados obtenidos. Para cada conjunto se muestra el valor medio obtenido en cada
conjunto por cada algoritmo (Ac.) y su correspondiente desviacion tipica (Des.). Ademas,
se ha remarcado en negrita el mejor resultado en acierto obtenido en cada conjunto.

Se van a emplear tests no paramétricos de comparaciones multiples para contrastar
los resultados experimentales. Su empleo en mineria de datos estd recomendado en los
casos en que se intenten comparar los resultados de un nuevo algoritmo con respecto a
varios métodos simultineamente [[13]].

Especificamente, se ha seleccionado el test de Friedman como método para detectar
la existencia de diferencias significativas entre los resultados de acierto, y el método de
Holm como test post-hoc para caracterizar las diferencias encontradas [14]] El

El test de Friedman detecta diferencias significativas (p — valor < 107%) sobre los
resultados. A partir de los rangos obtenidos, se selecciona a IPADECS-EDFW como
método de control (aquel que obtiene el rango mds bajo), y se aplica el test post-hoc. La
Tabla ] resume los resultados del estudio estadistico.

A partir de los resultados, se pueden extraer las siguientes conclusiones:

= [PADECS-EDFW obtiene mejor acierto medio que el resto. Ademas, obtiene el
mejor resultado en 17 de los 30 problemas considerados.

= Comparando IPADECS-EDFW con IPADECS, se aprecia una buena sinergia entre
GP y FW, ya que los resultados medios han aumentado considerablemente, siendo
un algoritmo mads robusto ante diferentes tipos de problemas.

= JPADECS-EDFW mejora estadisticamente los resultados obtenidos por el resto, con
un nivel de significancia @ = 0,05. Por tanto, contrastan la afirmacioén de que la
mejora obtenida en precision de clasificacién por IPADECS-EDFW sobre el resto
de métodos es significativa.

4Mis informacion en el sitio web temiético de SCI2S sobre Statistical Inference in Compu-
tational Intelligence and Data Mining http://sci2s.ugr.es/sicidm/
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Cuadro 3. Resultados obtenidos

IPADECS-

1-NN IPADECS EDFW TS/KNN ReliefF
Conjunto Ac. Des. Ac. Des. Ac. Des. Ac. Des. Ac. Des.
abalone 19,91 1,60 22,21 2,34 2547 239 24,65 143 14,71 1,85
banana 87,51 1,03 84,09 4,38 89,70 0,97 89,51 0,84 68,53 2,76
bands 63,09 4,65 67,15 5,91 69,97 5,89 73,67 8,33 70,15 6,38
breast 65,35 6,07 7091 7,1571,00 8,52 72,02 6,45 62,47 9,71
bupa 61,08 6,88 65,67 8,48 67,25 527 62,44 790 56,46 4,37
chess 84,70 2,36 80,22 3,81 94,52 1,03 95,94 0,40 96,09 0,57
cleveland 53,14 7,45 52,49 4,48 54,14 6,20 56,43 6,84 55,10 8,62
contraceptive 42,77 3,69 48,54 4,67 54,79 3,61 42,70 0,22 39,99 6,05
dermatology 95,35 3,45 96,18 3,01 96,73 2,64 96,47 4,01 9592 2,77
glass 73,61 11,91 69,09 11,13 71,45 11,94 76,42 13,21 80,65 12,04
housevotes 92,16 5,41 92,64 3,71 94,00 4,76 95,16 3,34 94,00 3,48
iris 93,33 5,16 94,67 4,00 94,67 4,00 94,00 4,67 94,00 5,54
lymphography 73,87 8,77 78,41 9,31 80,66 14,74 74,54 8,95 70,43 22,52
magic 80,59 0,90 80,23 1,47 83,17 1,01 83,25 0,68 76,68 5,46
mammographic 73,68 5,59 79,71 4,41 83,67 5,55 82,62 4,776 70,76 4,28
monks 77,91 5,42 91,20 4,76 96,10 2,48 100,00 0,00 100,00 0,00
newthyroid 97,23 2,26 98,18 3,02 97,71 3,07 93,48 295 97,25 4,33
nursery 82,67 0,92 64,79 4,58 85,10 1,42 82,67 0,88 78,94 32,09
pima 70,33 3,53 76,84 4,67 71,63 7,35 75,53 5,85 70,32 5,65
ring 75,24 0,82 89,70 1,03 91,22 0,94 84,23 1,17 73,08 1,11
saheart 64,49 3,99 70,36 3,07 71,21 3,37 68,22 11,35 60,83 9,15
spambase 89,45 1,17 90,89 0,95 92,50 1,38 92,54 1,21 60,58 0,08
splice 74,95 1,1579,78 3,99 88,53 1,99 71,72 1,72 78,24 1,30
tae 40,50 8,43 57,71 11,11 58,33 12,04 30,54 2,56 49,12 3,77
thyroid 92,58 0,81 93,99 0,36 94,28 0,58 95,87 0,61 92,57 0,26
titanic 60,75 6,61 78,19 292 79,01 2,11 77,78 2,79 61,33 7,90
twonorm 94,68 0,73 97,66 0,69 97,76 0,72 96,96 0,87 94,65 1,01
wisconsin 95,57 2,59 96,42 1,94 96,28 1,72 96,00 3,61 96,28 2,14
yeast 50,47 3,91 57,35 3,13 59,17 3,61 55861299 51,55 4,97
200 92,81 6,57 96,33 8,23 96,67 6,83 66,25 8,07 96,83 2,78
Promedio 73,99 19,13 77,39 17,78 80,22 17,40 76,92 19,69 73,58 20,39

Cuadro 4. Test estadistico no paramétrico

Método Rangos|p-valor de Holm
IPADECS-EDFW | 1,7500 -
TSKNN 2,5833 0,0412
IPADECS 2,8500 0,0141
ReliefF 3,7333 0,0000
1-NN 4,0833 0,0000

5. Conclusiones

En este trabajo se ha presentado una propuesta de hibridacién de generacién de
prototipos y esquemas de pesos para mejorar la regla del vecino mds cercano. De esta
forma el modelo hibrido propuesto supera a los métodos de forma aislada. Los resultados
obtenidos muestran que esta combinacidon mejora significativamente al modelo original
y a otras propuestas anteriores.
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