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Resumen

El ruido está presente en cualquier conjunto
de datos real y su presencia afecta a la preci-
sión, tiempo de construcción y complejidad de
los modelos extraídos en el ámbito del apren-
dizaje automático. Estos problemas se pueden
ver ampli�cados cuando el conjunto de datos
contiene múltiples clases. Una forma habitual
de afrontar los problemas multi-clase son las
técnicas de binarización.
El objetivo de esta contribución es analizar

el comportamiento de los sistemas de clasi�-
cación en el ámbito de múltiples clases ante la
presencia de ruido en los conjuntos de datos.
Por ello, se considera el análisis de la estra-
tegia de binarización uno-contra-uno. Nuestra
intención es estudiar la robustez dicha estra-
tegia en presencia de ruido y contrastarla con
la de los clasi�cadores base. Para ello emplea-
mos tres clasi�cadores (C4.5, SVM y kNN) con
buen comportamiento en un gran abanico de
problemas reales. Perturbamos los conjuntos
de datos con diferentes niveles de ruido y ana-
lizamos apoyados por test estadísticos no pa-
ramétricos la conveniencia de las técnicas de
binarización.

1. Introducción

En el ámbito del aprendizaje automático su-
pervisado, los sistemas de clasi�cación [6] son
una de las técnicas más utilizadas por su capa-
cidad para ser aplicadas en problemas reales.
Muchos de estos problemas reales contienen

más de dos clases, se suelen denominar multi-
clase [18]. Los problemas multi-clase son en
general más difíciles de resolver que los bina-
rios, dado que las fronteras son más complejas
y el solapamiento entre clases suele ser ma-
yor. Por esta razón surgieron las técnicas de
binarización (una revisión muy completa pue-
de verse en [11]) que tratan de reducir el pro-
blema multi-clase original en problemas de dos
clases más sencillos de resolver. Así, cada pro-
blema binario es afrontado por un clasi�cador
que trata de distinguir entre el par de clases
consideradas. Estos clasi�cadores suelen deno-
minarse clasi�cadores base [7]. Finalmente, la
salida de cada uno de ellos ante una nueva ins-
tancia debe ser agregada o combinada para
decidir cual es la clase a la que pertenece el
ejemplo.

Por otro lado, la presencia de ruido en los
conjuntos de datos afecta directamente a los
modelos extraídos. Los datos reales recopila-
dos nunca son perfectos y pueden estar suje-
tos a errores de medición (humanos o por fal-
ta de precisión), corrupciones etc. El concepto
de ruido engloba a todas esas imperfecciones
en los datos. Se distinguen principalmente dos
tipos de ruido: de clase o de atributos, depen-
diendo de las características afectadas [21]. La
presencia de ruido en problemas reales es ha-
bitual y su tratamiento es actualmente un pro-
blema abierto [20]. Además, este tipo de me-
canismos no se pueden aplicar de manera ge-
neral ya que pueden producir imperfecciones
en los datos e incluso, pueden producir pér-
didas importantes de información. Por ello, es



importante conocer la robustez de los sistemas
de clasi�cación ante la presencia de ruido en
los datos.

Los problemas multi-clase, al igual que los
problemas binarios, están afectados general-
mente por la presencia de ruido. Por esta ra-
zón, es interesante extender el análisis sobre la
presencia de diferentes niveles de ruido en los
sistemas de clasi�cación al ámbito de los pro-
blemas multi-clase. En esta contribución, ana-
lizaremos el comportamiento de las técnicas
de binarización frente al de los algoritmos ori-
ginales que soportan varias clases de manera
nativa. Mostraremos la bondad del las prime-
ros en el manejo de datos con ruido en cuanto
a robustez y precisión.

Para llevar a cabo el análisis, realizaremos
un estudio experimental con clasi�cadores ba-
se provenientes de diferentes paradigmas, ta-
les como, máquinas vector soporte (SVM) [19],
árboles de decisión [14] y aprendizaje basado
en instancias [1]. Trataremos con 11 conjun-
tos de datos con múltiples clases obtenidos del
repositorio UCI [3]. Perturbaremos estos con-
juntos con diferentes niveles de ruido siguien-
do las pautas presentadas en [21]. Apoyados
por test estadísticos tal y como se sugiere en
la literatura [5, 9, 8], analizaremos la robustez
de la estrategia uno-contra-uno ante el ruido
frente a la de los métodos base y métodos de
ensemble [15].

El resto de la contribución está organiza-
da como sigue. En la Sección 2 describimos la
estrategia de binarización utilizada. Introdu-
cimos el concepto de ruido en los conjuntos
de datos en la Sección 3. Presentamos el mar-
co experimental utilizado en el análisis en la
Sección 4. En la Sección 5 mostramos los re-
sultados obtenidos en el estudio experimental
y analizamos la presencia de ruido tanto de
clases, como de atributos. Finalmente, en la
Sección 6 señalamos las conclusiones obteni-
das.

2. Problemas Multi-clase con Téc-

nicas de Binarización

En la literatura existen diferentes formas de
descomponer un problema multi-clase en pro-

blemas binarios a priori más sencillos de re-
solver [11]. Las estrategias más comúnmen-
te utilizadas son las denominadas uno-contra-
uno (�One-vs-One�, OVO) y uno-contra-todos
(�One-vs-All�, OVA).

• OVO divide el problema en tantos proble-
mas binarios como enfrentamientos entre
clases podamos realizar. Cada clasi�cador
aprende a discriminar entre un par de cla-
ses. Luego, las salidas de todos los clasi-
�cadores son combinadas para obtener la
clase �nal.

• OVA aprende un clasi�cador para distin-
guir a cada clase frente al resto de las cla-
ses. El clasi�cador que muestre la mayor
con�anza en la predicción de la clase que
intenta discriminar, señala la clase �nal.

En este trabajo hemos optado por la pri-
mera descomposición dadas las ventajas que
ofrece respecto a la segunda [7]:

• Mayor precisión.
• Produce fronteras más simples.
• Menor tiempo de entrenamiento (aunque
hay más clasi�cadores, son más sencillos).

• Tiene menor tendencia a crear conjuntos
de datos no balanceados [17] que pueden
resultar contraproducentes.

En la literatura existen diferentes métodos
para combinar las salidas de cada clasi�cador.
En este trabajo, consideramos la estrategia de
voto simple [7], donde cada clasi�cador da un
voto a la clase que predice y la clase con más
votos es la elegida como salida. Los empates
se decantan por la clase mayoritaria, en caso
de continuar se resuelven de manera aleatoria.

3. Presencia de Ruido en los Con-

juntos de Datos

El ruido es un problema que afecta a cualquier
conjunto de datos real [21]. Cuando está pre-
sente en los conjuntos de entrenamiento afec-
ta directamente a la precisión del clasi�cador
construido, también, el tiempo de construc-
ción, el tamaño y por consiguiente su compren-
sión pueden verse afectados. Por otro lado,
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conjuntos de test perturbados provocan cla-
si�caciones erróneas. Aunque existen métodos
para el �ltrado de ruido [4], es una línea de in-
vestigación abierta y con futuro principalmen-
te en cuanto al ruido en atributos. En todo ca-
so, estas técnicas deben aplicarse teniendo en
cuenta que no se obtienen datos equivalentes
a los originales [20]. Por este motivo resulta
interesante conocer de antemano la robustez
que ofrecen los métodos de clasi�cación frente
a datos imprecisos, imperfectos o erróneos.

El ruido en clases se produce cuando la eti-
queta de clase de alguna instancia no es la ade-
cuada, puede ocurrir por ejemplos mal etique-
tados o contradictorios (instancias que apare-
cen más de una vez con diferentes etiquetas
de clase). El ruido en clases solo tiene senti-
do en el conjunto de entrenamiento. Existen
diversas aproximaciones para reducirlo [4] y
han demostrado que en muchos casos su eli-
minación mejora la precisión obtenida por los
clasi�cadores construidos.

El manejo de ruido sobre atributos es más
complejo [20]. Además, Quinlan en [13] con-
cluyó que la precisión en test de los árboles
de decisión tras la eliminación del ruido en
atributos en el conjunto de entrenamiento era
menor que la obtenida sobre el árbol imperfec-
to construido a partir de los datos con ruido.
De esa manera indicaba que podía ser contra-
producente su eliminación si los datos de test
también iban a contener el mismo ruido en los
atributos. En cualquier caso, el ruido en atri-
butos suele estar mucho más presente en los
conjuntos de datos. La clase se de�ne con una
única característica, mientras que los atributos
suelen corresponderse con varias, por lo que
es más fácil encontrar información incomple-
ta, errónea o no disponible. La presencia de
ruido en atributos debe estudiarse desde tres
puntos de vista atendiendo al lugar donde está
presente [21]:

• LR: Conjunto de entrenamiento libre de
ruido y el de test perturbado.

• RL: Conjunto de entrenamiento con ruido
pero las muestras de test libres de él.

• RR: Ruido presente en ambos conjuntos.

4. Marco Experimental

En esta sección, comenzamos mostrando en la
Subsección 4.1 los conjuntos de datos reales
escogidos para la experimentación. En la Sub-
sección 4.2 damos los detalles correspondien-
tes a la inserción de ruido tanto de clases como
de atributos. Indicamos los clasi�cadores base
utilizados para el estudio junto con los pará-
metros utilizados en su ejecución en la Sub-
sección 4.3. En la Subsección 4.4 introducimos
los test estadísticos aplicados para la compara-
ción de resultados a lo largo del estudio expe-
rimental. Finalizamos la sección describiendo
la metodología utilizada para el análisis de la
robustez de los métodos en la Subsección 4.5.

4.1. Conjuntos de Datos

En el Cuadro 1 mostramos las propiedades de
los conjuntos de datos seleccionados para la
experimentación. Para cada conjunto presen-
tamos el número de ejemplos (#Ej.), el nú-
mero de atributos (#Atrs.) junto al número
de cada tipo, numéricos (#Num.) o nominales
(#Nom.), y el número de clases (#Cl.).

La estimación de la precisión (porcentaje de
acierto) de cada clasi�cador la obtenemos por
medio de una validación cruzada de 5 parti-
ciones. Dividimos el conjunto de datos en 5
partes, cada una con el 20% de las instancias
del conjunto y manteniendo la proporción en-
tre clases. Para cada partición, se aprende el
clasi�cador con el resto de las particiones y se
utiliza la primera para validar el modelo ob-
tenido. En el análisis únicamente considerare-
mos la precisión en test.

Cuadro 1: Descripción de los conjuntos de da-
tos.
Conjunto #Ej. #Atrs. #Num. #Nom. #Cl.

Contraceptive 1473 9 9 0 3

Iris 150 4 4 0 3

Thyroid 7200 21 6 15 3

Wine 178 13 13 0 3

Page-blocks 5472 10 10 0 5

Glass 214 9 9 0 6

Satimage 6435 36 36 0 7

Segment 2310 19 19 0 7

Ecoli 336 7 7 0 8

Penbased 10992 16 16 0 10

Yeast 1484 8 8 0 10
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4.2. Perturbación de los Conjuntos de Da-
tos con Ruido

La inserción de ruido en los conjuntos de
datos la hemos realizado de acorde con el mo-
delo presentado en [21] para el análisis de su
in�uencia en los sistemas de clasi�cación. Así
pues, introducimos ruido de la siguiente forma,
dependiendo del tipo de ruido:

• Ruido en clases: Siendo X la clase ma-
yoritaria e Y la segunda clase con mayor
número de instancias, �jamos un nivel de
ruido x, como la probabilidad de que una
instancia de X sea incorrectamente eti-
quetada como perteneciente a la clase Y .
Por tanto, el x ·100% de las instancias de
X pasan a ser instancias de Y de manera
aleatoria.

• Ruido en atributos: Insertamos un nivel
de ruido x en cada atributo de manera
aleatoria. Cada atributo de una instancia
tiene una probabilidad x·100% de ser mo-
di�cado. Para los nominales intercambia-
mos la etiqueta por otra elegida de mane-
ra aleatoria, en el caso de los numéricos,
modi�camos el valor por uno aleatorio en
el rango del atributo.

Tanto las probabilidades como los nuevos
valores introducidos de manera aleatoria los
obtenemos mediante una distribución unifor-
me. En este trabajo consideramos niveles de
ruido x = 5%, 10% y 20%. Para realizar una
estimación de la pérdida (P ) producida en un
clasi�cador ante la presencia de ruido, utiliza-
mos la siguiente medida:

P =
Prec0% − Precx%

Prec0%

(1)

donde Precx% es la precisión media del cla-
si�cador sobre los conjunto de datos con un
nivel de ruido x. Construiremos los clasi�ca-
dores sobre los diferentes niveles sin considerar
la utilización de técnicas de �ltrado o limpieza
de ruido.

4.3. Clasi�cadores base y con�guración de
parámetros

Para el estudio empírico hemos seleccionado
una serie de clasi�cadores de diferentes para-

digmas muy utilizados en el ámbito del apren-
dizaje automático:

• SVM [19] trasladan el espacio de entra-
das original en un espacio de característi-
cas de mayores dimensiones. En el nue-
vo espacio de características, buscan el
hiperplano de separación óptimo con un
margen de separación máximo entre cla-
ses, mejorando la generalización.

• C4.5 [14] es un algoritmo de generación
de árboles de decisión. El árbol se cons-
truye descendentemente utilizando la ga-
nancia de información normalizada (dife-
rencia en entropía) que se obtiene al ele-
gir un atributo para dividir el árbol en el
siguiente nodo. El atributo con la mayor
ganancia de información es el elegido para
dividir el árbol (tomar la decisión).

• kNN [12] k−Nearest Neighbours o
k−Vecinos más cercanos, busca las k ins-
tancias más próximas en el conjunto de
entrenamiento respecto al nuevo patrón
de test. Elige la clase predominante en
ese vecindario. La distancia utilizada y el
número de vecinos considerados resultan
clave para este algoritmo.

Hemos realizado esta selección en base al
buen comportamiento de estos algoritmos en
un amplio número de problemas reales. Ade-
más, remarcar que en el caso de las SVM, ori-
ginalmente no tiene soporte para problemas
multi-clase, por lo que en ese caso, la utiliza-
ción de técnicas de binarización es obligada.

Por último, además de los tres algoritmos
mencionados, queremos estudiar el comporta-
miento y la robustez de ensembles [15] forma-
dos por estos tres clasi�cadores. Utilizaremos
por tanto una combinación de clasi�cadores
basada al igual que la estrategia OVO, en el
método de voto simple. En caso de empate,
consideraremos el patrón como mal clasi�ca-
do.

Los algoritmos han sido ejecutados haciendo
uso de la herramienta KEEL1 [2] utilizando los
parámetros mostrados en el Cuadro 2 siguien-
do las con�guraciones por defecto de la herra-

1
www.keel.es
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mienta, obtenidas por recomendación del au-
tor para C4.5 y ajustadas experimentalmente
para un buen comportamiento global en SVM.

Cuadro 2: Especi�cación de parámetros utili-
zada en la fase de aprendizaje.
Algoritmos Parámetros

SVM C = 1.0

Tolerance Parameter = 0.001

Epsilon = 1.0E-12

Kernel Type = Polynomial

Polynomial degree = 1

Fit Logistic Models = True

C4.5 Prune = True

Con�dence level = 0.25

Minimum number of item-sets per leaf = 2

1NN k = 1
Distance metric = HVDM

3NN k = 3

Distance metric = HVDM

5NN k = 5
Distance metric = HVDM

4.4. Test Estadísticos

En esta contribución, utilizamos las técnicas
de contraste de hipótesis para dar un sopor-
te estadístico al análisis de los resultados [16].
Utilizaremos los test estadísticos no paramé-
tricos, dado que las condiciones iniciales que
garantizan la �abilidad de los test paramé-
tricos pueden no satisfacerse [5, 9]. Concreta-
mente, utilizaremos el test de Iman-Davenport
[16] para detectar diferencias signi�cativas en-
tre grupos de resultados y el test post-hoc de
Holm [10] para encontrar qué algoritmos re-
chazan la hipótesis de igualdad con respecto
al método de control seleccionado.

4.5. Metodología de análisis de la robustez
de los sistemas de clasi�cación

Para el análisis de la robustez hemos con-
siderado una metodología guiada por los re-
sultados de pérdida y precisión. Nos basamos
en el uso de test estadísticos no paramétricos
para la comparativa de resultados. Queremos
analizar la robustez de cada método de apren-
dizaje respecto a su variante OVO y a su vez
observar el comportamiento de la combinación
de los tres algoritmos mediante técnicas de en-
semble.

Por esta razón, realizamos el análisis de los
resultados por grupos o conjuntos de méto-
dos. Un grupo está formado por todos aquellos
algoritmos que utilizan un mismo clasi�cador
base. Incluimos en un grupo el algoritmo con
y sin la utilización de OVO en sus cuatro eje-
cuciones sobre diferentes niveles de ruido. Es-
ta división forma 8 grupos (SVM, C4.5, 1NN,
3NN y 5NN, y los tres ensembles), con 8 méto-
dos cada uno (niveles de ruido de 0%,5%,10%
y 20% para OVO y sin OVO), salvo para SVM
que son 4 ya que no dispone de versión multi-
clase. Así, queremos analizar estadísticamente
tres aspectos:

1. El nivel de ruido a partir del cual encon-
tramos diferencias estadísticas signi�cati-
vas en la precisión de los clasi�cadores res-
pecto al mejor caso sin ruido.

2. Contrastar la robustez de la estrategia
OVO frente a la de los algoritmos base.

3. Observar comportamiento de los ensem-
bles ante el ruido.

En cada grupo, utilizamos el test de Iman-
Davenport para identi�car diferencias signi�-
cativas entre los resultados. En caso de que
existan, aplicamos el test post-hoc de Holm
para conocer el nivel de ruido a partir del
cual se encuentran estas diferencias. Compa-
raremos la robustez de los métodos originales
y la estrategia OVO en base a esos niveles.

5. Análisis del comportamiento de

las técnicas OVO frente al ruido.

En esta sección analizamos la robustez de
los algoritmos de aprendizaje frente al ruido.
En él, apoyados por diversos test estadísti-
cos, nuestra intención es estudiar el comporta-
miento de la estrategia de binarización OVO
respecto a los algoritmos de aprendizaje ba-
se. Comenzamos estudiando el ruido en clases
en la Subsección 5.1. Posteriormente, analiza-
mos los tres casos de ruido en atributos. En
la Subsección 5.2 analizamos la situación de
ruido únicamente en test. Estudiamos el caso
de ruido en el conjunto de entrenamiento en la
Subsección 5.3. Finalizamos analizando en la
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Subsección 5.4 el caso más general con ruido
en ambos conjuntos.

5.1. Ruido en Clases

Iniciamos el análisis mostrando en el Cuadro
3 los resultados obtenidos para las ejecucio-
nes de cada caso. En él mostramos la pérdi-
da (Ecuación (1)) junto a la precisión (tasa
de aciertos) obtenida por el clasi�cador de la
�la, con el nivel de ruido indicado en la co-
lumna. Las columnas marcadas como (Med.)
muestran la media del método en todos los ni-
veles de ruido. Los métodos EN corresponden
a los ensembles, indicando el número que lo si-
gue la cantidad de vecinos utilizados en kNN.
Por último, cuando el clasi�cador es construi-
do mediante la estrategia de binarización, al
clasi�cador base le sigue la extensión ovo.

Cuadro 3: Pérdida y tasa de aciertos para ni-
veles de ruido en clases de 5, 10 y 20%.
Método

Pérdida Precisión

5% 10% 20% Med. 0% 5% 10% 20% Med.

SVMovo 0,79 1,53 3,33 1,88 82,72 82,06 81,45 79,96 81,55

C4.5 0,78 1,18 2,78 1,58 83,44 82,79 82,45 81,12 82,45

C4.5ovo 0,18 0,77 2,74 1,23 83,98 83,83 83,33 81,68 83,20

1NN 2,13 3,30 7,65 4,36 82,82 81,05 80,08 76,49 80,11

1NNovo 2,03 3,45 7,81 4,43 83,08 81,40 80,22 76,60 80,32

3NN 0,63 1,27 4,85 2,25 83,62 83,10 82,57 79,57 82,21

3NNovo 0,32 1,07 4,87 2,09 83,93 83,66 83,03 79,84 82,61

5NN 0,14 0,60 3,26 1,33 83,72 83,61 83,22 80,99 82,88

5NNovo 0,17 0,73 3,21 1,37 84,18 84,04 83,57 81,48 83,32

EN1 0,70 0,90 2,72 1,44 84,83 84,24 84,06 82,52 83,91

EN1ovo 0,21 0,53 2,09 0,95 84,67 84,49 84,22 82,90 84,07

EN3 0,61 0,94 2,15 1,23 84,67 84,15 83,88 82,85 83,89

EN3ovo -0.03 -0.09 1.64 0.51 84,63 84,65 84.71 83,24 84,31

EN5 0,22 0,83 2,12 1,06 84,77 84,58 84,06 82,97 84,10

EN5ovo 0,32 0,41 1,99 0,91 85.00 84.73 84,66 83.31 84.42

Cabe destacar que el ruido en clases, sal-
vo para un clasi�cador como 1NN que depen-
de directamente de la clase a la que pertene-
ce el ejemplo más cercano, el ruido en clases
no produce grandes pérdidas a niveles bajos
de ruido. Además, la utilización de OVO es
bene�ciosa, ya que en la gran mayoría de los
casos la pérdida obtenida es menor y la preci-
sión �nal aumenta respecto al caso sin OVO.
Resaltar también la capacidad de los ensem-
bles para soportar el ruido, obteniendo pér-
didas muy reducidas y una precisión superior
a los clasi�cadores base que los forman. Esta
mejora queda todavía más patente en los en-
semble formados por los OVO. Para realizar

un análisis más exhaustivo sobre los resulta-
dos y siguiendo la metodología propuesta, he-
mos llevado a cabo el test no paramétrico de
Iman-Davenport para cada grupo.
En la Figura 1 mostramos los rangos me-

dios obtenidos para cada caso, necesarios para
la ejecución del test. Para calcularlos en ca-
da conjunto de métodos, a cada clasi�cador le
asignamos la posición respecto a su rendimien-
to en cada conjunto de datos y a continuación
obtenemos el valor medio sobre todos los con-
juntos. Observando la �gura, vemos que los
rankings más bajos vienen dados por niveles
de ruido menores. Es interesante observar la
diferencia entre los OVO y su clasi�cador ba-
se, ya que en todos los casos (salvo para 1NN
con niveles bajos de ruido) la aproximación
OVO es mejor. En los 8 casos, el test de Iman-
Davenport rechaza la hipótesis de igualdad y
por tanto realizamos el test post-hoc de Holm
para cada conjunto.

Figura 1: Rangos para ruido en clases.

En el Cuadro 4 mostramos los resultados de
estos test. Cada columna representa a un gru-
po y por tanto un test. Cada �la representa el
nivel de ruido y la técnica utilizada (agrega-
mos ovo para indicar el caso con la estrategia
de binarización). Hemos realizado el test para
niveles de signi�cancia α = 0,05 y α = 0,1.
De este cuadro destacamos cuatro puntos:

1. Inicialmente OVO tiene mejor comporta-
miento (es elegido generalmente como mé-
todo de control).

2. Niveles de ruido en clases de hasta 5%
pueden ser soportados por la mayoría de
los clasi�cadores sin que su pérdida sea
estadísticamente signi�cativa (aunque el
comportamiento sí se ve afectado).

3. Las técnicas OVO soportan mejor el ruido
de clases. Observamos los niveles del 5% y
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Cuadro 4: Test post-hoc de Holm para ruido
en clases. Casilla vacía: método de control por
columna; �+�: hipótesis de igualdad rechazada;
�=�: no rechazada; (�= /+�: no se rechaza la
hipótesis para α = 0,05 y sí para α = 0,1).
Método SVM C45 1NN 3NN 5NN EN1 EN3 EN5

0% × = = = = = =

0% ovo =

5% × = = + = = = =

5% ovo = = = = = = = =

10% × + + = /+ + = + +

10% ovo = /+ = + = = = = =

20% × + + + + + + +

20% ovo + + + + + + + +

10% de ruido, donde en la mayoría de los
casos sus diferencias no son signi�cativas
estadísticamente, mientras que la de los
algoritmos originales si lo son.

4. Las técnicas de ensemble permiten amor-
tiguar el ruido. Mantienen sin diferencias
signi�cativas los resultados hasta niveles
del 10% (considerándolas junto con OVO
y sin él para EN1).

5.2. Ruido en Atributos en el Conjunto de
Test (LR)

El Cuadro 5 muestra los resultados de pérdi-
da y precisión para el caso en el que perturba-
mos los atributos en el conjunto de test (LR).
Al igual que en el caso de ruido en clases, los
métodos OVO mejoran a sus algoritmos base
como se observa en la tabla. Destaca 5NNovo

en el manejo de este tipo de ruido al superar al
resto tanto en pérdida como en precisión. Al
5% 1NN tiene menor pérdida, pero es debi-
do a que parte de una precisión inicial menor.
Por otro lado, los ensembles frente a este tipo
de ruido no destacan como lo hacían ante el
ruido de clases. Mejoran a C4.5 y SVM, pero
no a kNN. Esto ocurre debido a que la tole-
rancia de C4.5 y SVM al ruido en atributos en
el conjunto de test es reducida y provoca que
estrategia de voto no sea bene�ciosa.

En la Figura 2 se presentan los rangos me-
dios para cada grupo de métodos. Se observa
que vuelven a vuelven a sobresalir los méto-
dos OVO frente a los clasi�cadores base obte-
niendo mejores rangos. La ejecución del test de

Cuadro 5: Pérdida y tasa de aciertos con ruido
en atributos LR de 5%, 10% y 20%.
Método

Pérdida Precisión

5% 10% 20% Med. 0% 5% 10% 20% Med.

SVMovo 6,76 14,65 24,59 15,33 82,68 77,09 70,57 62,35 73,18

C4.5 5,87 11,44 21,15 12,82 83,44 78,54 73,89 65,79 75,42

C4.5ovo 5,64 9,82 19,88 11,78 83,98 79,24 75,73 67,28 76,56

1NN 2.44 7,41 13,69 7,85 82,85 80,82 76,71 71,50 77,97

1NNovo 2,54 6,76 12,36 7,22 83,13 81,01 77,51 72,85 78,62

3NN 2,68 6,18 11,33 6,73 83,63 81,40 78,47 74,16 79,42

3NNovo 2,56 5,20 10,56 6,10 83,95 81,80 79,58 75,09 80,10

5NN 2,77 5,01 11,21 6,33 83,73 81,41 79,54 74,34 79,76

5NNovo 2,54 4.55 9.45 5.51 84,17 82.04 80.34 76.22 80.69

EN1 4,82 10,97 19,49 11,76 84,78 80,69 75,48 68,26 77,31

EN1ovo 4,50 9,52 17,97 10,66 84,67 80,86 76,61 69,46 77,90

EN3 4,58 10,03 17,98 10,86 84,68 80,81 76,19 69,45 77,78

EN3ovo 4,18 8,76 16,85 9,93 84,68 81,14 77,27 70,41 78,38

EN5 4,79 9,85 17,90 10,85 84,72 80,66 76,37 69,56 77,83

EN5ovo 4,17 8,70 16,57 9,81 84.99 81,45 77,59 70,90 78,73

Iman-Davenport rechaza la hipótesis de igual-
dad para los 8 casos, por lo que realizamos el
test post-hoc de Holm para cada uno de ellos.
En el Cuadro 6 mostramos los resultados de
los test. En este caso, la técnica OVO vuelve
a destacar (especialmente en los casos 3NN y
EN5). En el resto, es aproximadamente igual
al algoritmo original.

Figura 2: Rangos para ruido en atributos LR.

Cuadro 6: Test de Holm para ruido en atribu-
tos LR. Casilla vacía: método de control por
columna; �+�: hipótesis de igualdad rechaza-
da; �=�: no rechazada; (�= /+�: no se rechaza
la hipótesis para α = 0,05 y sí para α = 0,1).
Método SVM C45 1NN 3NN 5NN EN1 EN3 EN5

0% × = = = = =

0% ovo = =

5% × = /+ = = /+ = /+ = = +

5% ovo = /+ = /+ = = = /+ = = = /+

10% × + + + + + + +

10% ovo + + + + + + + +

20% × + + + + + + +

20% ovo + + + + + + + +
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5.3. Ruido en Atributos en el Conjunto de
Entrenamiento (RL)

En el Cuadro 7 mostramos los resultados pa-
ra el caso en el que añadimos ruido únicamente
en el conjunto de entrenamiento (RL). La Fi-
gura 3 muestra los rangos medios para cada
grupo. Se observa un comportamiento similar
al caso de ruido en clases y ruido en atributos
LR respecto a las estrategias OVO. En este
caso, las mejoras son más destacadas. Destaca
la gran capacidad de C4.5ovo para soportar el
ruido en el entrenamiento, dadas las caracte-
rísticas de C4.5 en la elección de los atribu-
tos (sin alcanzar el mismo nivel, la versión sin
OVO también obtiene buenos resultados). Por
otro lado, la precisión obtenida por los ensem-
bles de clasi�cadores a niveles bajos de rui-
do no puede ser superada por ninguno de los
clasi�cadores base. Al contrario que en el ca-
so LR, ahora sí permiten manejar el ruido de
manera adecuada siempre que los clasi�cado-
res base no vean signi�cativamente afectados
sus resultados.

Cuadro 7: Pérdida y tasa de aciertos con ruido
en atributos RL de 5%, 10% y 20%.
Método

Pérdida Precisión

5% 10% 20% Med. 0% 5% 10% 20% Med.

SVMovo 1,74 3,20 6,71 3,88 82,68 81,24 80,04 77,14 80,28

C4.5 1,83 1,51 4,09 2,48 83,44 81,91 82,18 80,03 81,89

C4.5ovo 0.72 0.94 2.44 1.36 83,98 83,38 83,19 81.93 83,12

1NN 1,77 3,31 6,10 3,73 82,85 81,38 80,11 77,79 80,53

1NNovo 1,97 3,81 6,55 4,11 83,13 81,48 79,96 77,68 80,56

3NN 1,55 2,04 5,18 2,92 83,63 82,34 81,93 79,30 81,80

3NNovo 1,36 2,06 4,54 2,65 83,95 82,81 82,22 80,14 82,28

5NN 1,07 2,22 3,91 2,40 83,73 82,84 81,87 80,46 82,23

5NNovo 1,48 2,74 4,23 2,82 84,17 82,93 81,87 80,61 82,40

EN1 1,88 2,34 5,48 3,23 84,78 83,19 82,79 80,14 82,73

EN1ovo 0,95 1,72 4,09 2,26 84,67 83.86 83,21 81,20 83,23

EN3 1,72 2,46 4,94 3,04 84,68 83,23 82,60 80,50 82,75

EN3ovo 1,29 1,51 3,61 2,14 84,68 83,59 83.40 81,63 83,33

EN5 1,85 2,68 4,29 2,94 84,72 83,15 82,45 81,08 82,85

EN5ovo 1,69 2,17 3,78 2,55 84.99 83,55 83,14 81,78 83.36

Figura 3: Rangos para ruido en atributos RL.

La ejecución del test de Iman-Davenport re-

chaza las hipótesis de igualdad en todos los
casos, por lo que realizamos el test post-hoc
de Holm para cada grupo. El Cuadro 8 mues-
tra los resultados del test. Podemos observar
como para este tipo de ruido, los algoritmos
originales soportan peor el ruido respecto a la
estrategia de binarización. Para los clasi�cado-
res base, un ruido del 10% provoca diferencias
signi�cativas en todos los casos y un 5% en
varios de ellos. Para OVO la hipótesis se re-
chaza en menos ocasiones. Con 5% de ruido
y con α = 0,1 nunca se rechaza. Con un 10%
de ruido, la mitad de los casos tampoco la re-
chazan. En general, debemos destacar que el
ruido únicamente en test frente al ruido solo
en entrenamiento es mucho menos perjudicial.
Las diferencias signi�cativas en la mayoría de
los métodos se dan a partir del 10%.

Cuadro 8: Test de Holm para ruido en atribu-
tos RL. Casilla vacía: método de control por
columna; �+�: hipótesis de igualdad rechaza-
da; �=�: no rechazada; (�= /+�: no se rechaza
la hipótesis para α = 0,05 y sí para α = 0,1).
Método SVM C45 1NN 3NN 5NN EN1 EN3 EN5

0% × = = = = =

0% ovo = =

5% × + = /+ = = = /+ = /+ +

5% ovo + = = /+ = = = = = /+

10% × + + + + + + +

10% ovo + = /+ + = = /+ + = +

20% × + + + + + + +

20% ovo + + + + + + + +

5.4. Ruido en Atributos en Ambos Con-
juntos (RR)

Finalizamos el estudio analizando la última
casuística de ruido en atributos que considera
el ruido en ambos conjuntos de datos (RR).
En el Cuadro 9 mostramos los resultados de
pérdida y precisión. La Figura 4 muestra los
rangos obtenidos en cada conjunto de algorit-
mos. De nuevo la metodología OVO obtiene
menores pérdidas y mejores rangos salvo para
1NN. Los ensembles a niveles altos de ruido
empeoran considerablemente su rendimiento.
A niveles bajos, cuando SVM todavía no está
afectado por el ruido, son realmente competi-
tivos, siendo los métodos que mayor precisión
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obtienen.

Cuadro 9: Pérdida y tasa de aciertos con ruido
en atributos RR de 5%, 10% y 20%.
Método

Pérdida Precisión

5% 10% 20% Med. 0% 5% 10% 20% Med.

SVMovo 6,15 9,73 17,09 10,99 82,68 77,60 74,64 68,55 75,87

C4.5 5,79 8,44 15,08 9,77 83,44 78,60 76,39 70,86 77,32

C4.5ovo 3,69 6,84 12,87 7,80 83,98 80,87 78,23 73,17 79,06

1NN 4,47 8,36 14,60 9,15 82,85 79,14 75,92 70,75 77,17

1NNovo 4,90 8,90 15,14 9,65 83,13 79,05 75,72 70,54 77,11

3NN 4,14 6,93 12,11 7,73 83,63 80,17 77,84 73,50 78,79

3NNovo 3,83 6,63 11,74 7,40 83,95 80,73 78,38 74,09 79,29

5NN 3.59 6,68 10.58 6.95 83,73 80,73 78,14 74,88 79,37

5NNovo 3,93 6.55 10,64 7,04 84,17 80,87 78,66 75.22 79,73

EN1 5,04 8,58 15,74 9,79 84,78 80,51 77,51 71,44 78,56

EN1ovo 4,13 7,81 14,40 8,78 84,67 81.17 78,05 72,47 79,09

EN3 4,91 8,33 14,68 9,31 84,68 80,53 77,63 72,25 78,77

EN3ovo 4,16 7,50 12,93 8,20 84,68 81,16 78,34 73,74 79,48

EN5 4,80 8,31 14,20 9,10 84,72 80,66 77,67 72,69 78,93

EN5ovo 4,51 7,18 12,73 8,14 84.99 81,15 78.88 74,17 79.80

Figura 4: Rangos para ruido en atributos RR.

Aplicamos el test post-hoc de Holm para ob-
servar las diferencias entre cada grupo de mé-
todos, ya que la hipótesis de igualdad de los
test de Iman-Davenport se rechaza para to-
dos los grupos. Aquí queda patente la bondad
de los métodos OVO ante este caso más gene-
ral de ruido. Los algoritmos originales reducen
signi�cativamente su rendimiento con un 5%
de ruido. Los que utilizan la binarización en la
mayoría de los casos no muestran diferencias
signi�cativas con α = 0,05 y nunca α = 0,1.

6. Conclusiones

En esta contribución hemos estudiado la in-
�uencia del ruido en los sistemas de clasi�ca-
ción cuando consideramos múltiples clases. Pa-
ra ello, hemos llevado a cabo un análisis em-
pleando tres algoritmos clásicos (SVM, C4.5
y kNN) y hemos utilizado una de las técni-
cas de binarización más comunes a la hora de
afrontar los problemas multi-clase como es la
estrategia OVO. Hemos realizado un análisis

Cuadro 10: Test de Holm para ruido en atribu-
tos RR. Casilla vacía: método de control por
columna; �+�: hipótesis de igualdad rechaza-
da; �=�: no rechazada; (�= /+�: no se rechaza
la hipótesis para α = 0,05 y sí para α = 0,1).
Método SVM C45 1NN 3NN 5NN EN1 EN3 EN5

0% × = = = = = =

0% ovo =

5% × = /+ = + = /+ + + +

5% ovo = /+ = = = = /+ = = = /+

10% × + + + + + + +

10% ovo + + + + + + + +

20% × + + + + + + +

20% ovo + + + + + + + +

desde el punto de vista de ruido en clases y en
atributos, perturbando los conjuntos de datos
originales con niveles de ruido de 5%,10% y
20%.

A partir de los resultados y de su análisis
hemos obtenido tres conclusiones principales.
Primero, la bondad de utilizar los métodos
OVO en presencia de ruido frente a los clasi�-
cadores base. En segundo lugar, destacar que
en general, un 5% de ruido es su�ciente para
que los clasi�cadores sean signi�cativamente
afectados por el ruido. Aunque, dependiendo
del tipo de ruido, el nivel soportado varia. Por
último, hemos visto que el comportamiento de
los ensembles de clasi�cadores ante el ruido es
mejor que el de los clasi�cadores base. Per-
miten amortiguar el ruido, logrando en algu-
nos casos mantenerse sin diferencias signi�ca-
tivas hasta niveles de ruido del 10%. Logran
mantener una buena precisión hasta que el rui-
do afecta a los clasi�cadores base signi�cativa-
mente, perjudicando la estrategia de voto.
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