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Obtencién de los dominios de competencia de C4.5 por medio de medidas de
separabilidad de clases

Julidn Luengo

Francisco Herrera

Dept. Ciencias de la Computacion e Inteligencia Artificial

CITIC-Universidad de Granada, 18071 Granada

julianlm@decsai.ugr.es

Resumen

Cuando se trata con problemas usando algo-
ritmos de aprendizaje automatico es dificil de-
terminar a priori si éstos son adecuados para
un problema concreto. En esta contribucién se
presenta un nuevo enfoque hacia este objetivo,
basado en medidas de complejidad de datos
para problemas de clasificacién, extrayendo
los dominios de competencia del algoritmo de
aprendizaje.

Empleando medidas de complejidad de
datos los dominios de competencia asociados
al método de aprendizaje pueden ser extraidos
describiendo las regiones en las cuales este al-
goritmo funciona adecuadamente o no en me-
dia. En esta contribucién se extraen los domi-
nios de competencia de C4.5 usando una cate-
goria en particular de medidas de complejidad
conocidas como medidas de separabilidad de
clases. Estos dominios de competencia se de-
finen por medio de reglas que describen tanto
el buen como el mal comportamiento de C4.5
sobre un amplio conjunto de bases de datos
obtenidas a partir de datos reales. La mayoria
de las bases de datos son caracterizadas por
estos dominios de competencia, mostrando las
buenas capacidades descriptivas de las medi-
das consideradas.

1. Introduccion

El estudio del rendimiento de algoritmos de
Machine Learning (ML) no es una tarea re-
ciente. Ha sido tratada tanto empiricamente
como teodricamente [24, 16, 22]. Con el aumen-

herrera@decsai.ugr.es

to de aplicaciones de ML y Mineria de Datos
y la creciente complejidad de los datos mane-
jados, es util conocer a prior:t si un algorit-
mo dado funcionara satisfactoriamente para
un problema en concreto. Por tanto, uno de
los temas de investigacion actuales més impor-
tantes es identificar los dominios de competen-
cia de un esquema de clasificacion particular.
Uno de los mayores obstaculos en este tipo de
investigacion es la dificultad en caracterizar las
diferencias entre varios problemas del mundo
real, y relacionar el comportamiento del clasifi-
cador con estas diferencias. Con esta informa-
cién, seria posible por ejemplo estimar para
bases de datos reales de gran tamaio si es in-
teresante aplicar el método de aprendizaje (en
bioinformaética), o elegir los clasificadores rele-
vantes de un ensemble de cara a una base de
datos concreta.

La tarea de elegir el mejor algoritmo en
funciéon de un problema dado ha sido una
cuestion clave en las tltimas décadas. El pro-
blema del Meta-Aprendizaje (Meta-Learning -
MetaL-) formalizo este proceso [10, 18, 6], pero
se han encontrado algunos inconvenientes [14].
Una aproximaciéon alternativa al Metali es el
paradigma de Transicion de Fase (Phase Tran-
sition -PT-) [8]. Ha sido usado para estudiar
la escalabilidad y el impacto de la barrera de
complejidad en los rendimientos de aprendiza-
je [9]. Baskiotis y Sebag investigan el uso del
paradigma PT para construir mapas de prin-
cipios de competencia asignados al algoritmo
de aprendizaje C4.5 en [3], caracterizando las
regiones en las cuales este algoritmo funciona
adecuadamente o no en promedio. Aquellos
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problemas que son dificiles de caracterizar son
descritos también, en la denominada region de
transiciéon de fase.

Esta contribucién presenta una alternativa
a las aproximaciones anteriores, empleando las
medidas de complejidad de datos prupuestas
por Ho y Basu [13]| para analizar a priori el
rendimiento de los algoritmos de aprendizaje.
Estas medidas cuantifican aspectos particula-
res del problema que se consideran relevantes
para la tarea de clasificacion [4]. El estudio
de las medidas de complejidad y sus aplica-
ciones se encuentra muy activo actualmente
[7, 5, 12, 20, 17].

El objetivo de esta contribucién es investi-
gar el uso de las medidas de complejidad de
datos para construir los dominios de compe-
tencia de algoritmos de aprendizaje de reglas,
en particular el algoritmo de aprendizaje C4.5.
Tales dominios de competencia tratan de car-
acterizar los problemas en los cuales C4.5 fun-
cionard adecuadamente o no en promedio.

Para definir los dominios de competencia de
C4.5 en esta propuesta emplearemos una ca-
tegoria particular de medidas de complejidad
de datos, formalmente conocidas como “Me-
didas de Separabilidad de Clases”, las cuales
han demostrado ser las mas informativas para
los algoritmos de aprendizaje de reglas [17].
Los dominios de competencia seran construi-
dos a partir de un conjunto extenso de bases de
datos, teniendo en cuenta dos conceptos clave:

e La precision del modelo, considerando la
precisiéon media en entrenamiento y en
test, y la diferencia de cada una con el
comportamiento global del método.

e La presencia de sobre-aprendizaje, obser-
vada en la diferencia entre la precision en
entrenamiento y en test del modelo.

Definiremos los dominios de competencia co-
mo reglas. Estas pueden ser explotadas indi-
cando el o los algoritmos més adecuados para
un problema a priori. Pueden ser usadas tam-
bién para determinar los dominios probleméti-
cos de un algoritmo, caracterizando sus limita-
ciones en los datos.

El resto de la contribucién estd organiza-
da como sigue. La Seccién 2 presenta el en-

foque de la complejidad de datos y define los
dominios de competencia de un algoritmo de
aprendizaje. En la Seccién 3 se revisan breve-
mente los trabajos relacionados con esta con-
tribucion. En la Seccién 4 se describe el proce-
so seguido para extraer los dominios de com-
petencia de C4.5. La Seccion 5 presenta los
intervalos obtenidos y los dominios de com-
petencia extraidos, y proporciona un analisis
de los mismos. Finalmente, en la Seccién 6 se
muestran nuestras conclusiones.

2. Complejidad de datos y dominios
de competencia

En esta secciéon presentamos las medidas de
complejidad usadas en esta contribucion en la
Subseccion 2.1, la categoria de las medidas de
separabilidad de clases en la Subseccién 2.2
y los dominios de competencia asi como su
definicién en la Subseccion 2.3.

2.1. Medidas de complejidad de datos

Ho y Basu [13] propusieron y reunieron doce
medidas de complejidad de datos, que se en-
cuentran resumidas en el Cuadro 1. Estas me-
didas de complejidad de datos son una serie
de métricas que tratan de capturar diferentes
aspectos o fuentes de complejidad que son con-
sideradas complicadas para la tarea de clasifi-
cacion [4].

Cuadro 1: Medidas de complejidad por cate-

gorias
Tipo Identif. | Nombre
Medidas de F1 Razon discriminante de Fisher
solapamiento F2 Volumen de la regién de solapamiento
de atributos F3 Maxima eficiencia individual
de los atributos

L1 Minimizacion de la suma de error

Medidas de distancia por Programacion Lineal

Error del clasificador lineal

por Programacion Lineal

N1 Fraccion de puntos en los bordes de
las clases

N2 Media de la distancia de Vecinos
Mas Cercanos intra/inter-clases

N3 Error del clasificador 1-NN

L3 No-linealidad del clasificador

separabilidad L2
de las clases

Medidas de lineal por Programacion Lineal
geometria, N4 No-linealidad del clasificador 1-NN
topologia y T1 Fraccion de puntos con

densidad subconjuntos adheridos

T2 Media de puntos por dimensiéon
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Las medidas de complejidad de datos men-
cionadas han sido usadas para buscar las zonas
de datos de mayor influencia para XCS [7] y
la caracterizaciéon del rendimiento del método
FH-GBML [17]. También han sido empleadas
para estudiar el efecto de la complejidad de los
datos en el clasificador de vecinos més cercanos
[20] o incluso para analizar el comportamien-
to de la seleccion de prototipos con algoritmos
evolutivos, considerando una medida de com-
plejidad para problemas de clasificaciéon basa-
da en el solapamiento [12]. Una descripcion
mas detallada de las doce medidas se puede
encontrar en [4].

2.2. Medidas de separabilidad de las clases

En nuestro trabajo emplearemos una categoria
particular de las doce medidas de complejidad,
conocidas como “Medidas de Separabilidad de
las Clases”. Estas medidas proporcionan una
caracterizacién indirecta de la separabilidad
de las clases. Asumen que una clase esta cons-
tituida a partir de una o multiples variedades
que constituyen el soporte de la distribucion
de probabilidad de la clase considerada. La for-
ma, posicion e interconexion de estas varieda-
des indican pistas del grado de separacion de
dos clases, pero no describen la separabilidad
directamente. La definicion de las medidas es
la que sigue.

L1: suma del error de la distancia mini-
mizada por programacion lineal. Los clasifi-
cadores lineales pueden obtenerse a partir de la
formulacién para la programacion lineal pro-
puesta por Smith [21]. El método minimiza
la suma de las distancias de los puntos erré-
neos al hiperplano separador (substrayendo un
margen constante):

minimize a®t
subject to Z*w +t > b
t>0

donde a, b son vectores constantes arbitrarios
(ambos elegidos para ser 1), w es el vector de
pesos que debe ser determinado, t es un vector
de error, y Z es una matriz donde cada colum-
na z se define sobre un vector de entrada x
(aumentado anadiendo una dimensién con un

valor constante de 1) y su clase C' (con valor
C1 o C3) como sigue:

1

El valor de la funcién objetivo en esta formu-
lacién es empleado como una medida (L1). La
medida tiene un valor cero para un problema
linealmente separable. Su valor puede verse se-
riamente afectado por los valores atipicos lo-
calizados en el lado erréoneo del hiperplano 6p-
timo. La medida se normaliza por el ntimero
de puntos en el problema y también por la
longitud de la diagonal del la regiéon hiper-
rectangular que contiene todos los puntos de
entrenamiento en el espacio de caracteristicas.

+x if C =0C,
—x if C =Cs.

L2: error del clasificador lineal definido por
Programacion Lineal (LP). Esta medida es el
error del clasificador lineal definido para L1,
medido con el conjunto de entrenamiento. Con
un conjunto de entrenamiento pequefio puede
obtenerse una estimacion del error verdadero
muy sesgada.

N1: fraccion de puntos en la frontera de las
clases. Este método construye un arbol de ex-
pansion (sin considerar las clases) sobre la base
de datos completa, y se cuenta el nimero de
puntos conectados a una arista que una dos
clases diferentes. La fraccién de tales puntos
sobre todos los puntos contenidos en la base
de datos se emplea como una medida. Para
dos clases fuertemente solapadas, la mayoria
de los puntos se encuentran localizados proxi-
mos a la frontera de la clase. Sin embargo, es-
to puede ser cierto también para un problema
linealmente separable que haya sido muestrea-
do de manera dispersa con los margenes entre
las clases mas cercanos que las distancias entre
puntos de la misma clase.

N2: media de la distancia de vecinos mds
cercanos intra/inter-clases. Para cada instan-
cia de entrada x,, se calcula la distancia a su
vecino mas cercano en la clase (intraDist(z;))
y la distancia al vecino més cercano de
cualquier otra clase (interDist(z;)). Entonces,
el resultado es la razén de la suma de las dis-
tancias intra-clase y a la suma de las distancias
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inter-clases para cada ejemplo de entrada.

>y intraDist(x;)

N2 =
>y interDist(x;)’

donde m es el naimero de ejemplos en cada base
de datos. Esta métrica compara la dispersion
en la clase con las distancias a los vecinos mas
cercanos de otras clases. Valores bajos indican
que los valores de la misma clase se encuentran
dispersos. Es sensible a las clases de los veci-
nos més cercanos a un punto, y también a la
diferencia en magnitud de las distancias entre
las clases y las internas a las propias clases.

N3: error del clasificador 1-NN. Esta me-
dida es el error de un clasificador de vecinos
mas cercanos medido sobre el conjunto de en-
trenamiento. El error es estimado empleando
el método leave-one-out. La medida denota co-
mo de cercanos se encuentran los ejemplos de
diferentes clases. Valores bajos en esta medi-
da indican que hay grandes espacios entre las
fronteras de las clases.

2.3. Dominios de competencia por medio
de medidas de complejidad de datos

Bernadé y Ho [7] definieron inicialmente el
concepto de dominios de competencia para el
clasificador XCS. Sus dominios de competen-
cia indican la “regién” del espacio de comple-
jidad de problemas adecuados para las carac-
teristicas del método de aprendizaje.

Tal caracterizacion podria ser util para con-
centrar los esfuerzos en las mejoras del algorit-
mo de aprendizaje en esas areas dificiles. Para
poder establecer dichos limites, emplearon seis
de las doce medidas de complejidad de datos.
También observaron qué clase de medidas per-
mite discriminar mejor entre los problemas
sencillos y complejos para XCS.

En [17] se extiende la nocién de dominios de
competencia para un Sistema de Clasificacion
Basado en Reglas Difusas conocido como FH-
GBML, empleando las doce medidas de com-
plejidad de datos. Para ello se extraen inter-
valos especificos de las medidas en las cuales
FH-GBML funciona bien o mal en promedio
(en vez de relacionar su rendimiento a valores
“altos” o “bajos”). Estos intervalos se codifican

como reglas que constituyen los dominios de
competencia del método de aprendizaje.

Estas reglas pueden usarse para predecir las
regiones de comportamiento a priori del méto-
do de aprendizaje. En este trabajo analizare-
mos el uso de las medidas de separabilidad de
las clases para obtener regiones o intervalos
para cada medida, e intentar combinarlas para
extraer con precisiéon los dominios de compe-
tencia de C4.5.

3. Trabajos relacionados

En esta seccién se revisa brevemente los tra-
bajos relacionados con la estimacion a priori
del rendimiento de un método de aprendizaje.
Este problema de estimacion fue formalizado
como un nuevo problema de aprendizaje en el
MetaL [10]. Por tanto el MetaL afronta el pro-
blema de la seleccién y representacion de ejem-
plos de Metal.. Un ejemplo de Metal. implica
un par en la mayoria de ocasiones (instancia
del problema de ML, algoritmo de ML), eti-
quetados con el rendimiento del algoritmo en
la instancia del problema de ML.

El MetaL presenta dos problemas conocidos:

e Como representar un problema de ML ha
sido tratado usando diversos descriptores,
como el numero de ejemplos, nimero de
atributos, porcentaje de valores perdidos,
puntos de referencia [18]. La dificultad
se debe al hecho de que los descriptores
deben tener en cuenta la distribucién de
los ejemplos, que no es facil de obtener en
la mayoria de los casos.

e La segunda dificultad concierne a la se-
leccion de las instancias de problemas de
ML. Kalousis [14] indica que la represen-
tatividad de los problemas y la pertur-
bacién inducen fuertes sesgos en el clasi-
ficador de MetaL.

Por otra parte el paradigma PT fue desa-
rrollado inicialmente para comprender mejor
los rendimientos de algoritmos de Satisfaccion
de Restricciones indicando donde se encuen-
tran los problemas verdaderamente dificiles
[11]. Por medio de este paradigm se puede ob-
servar una superficie de complejidad regular:
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la complejidad es despreciable en dos regiones
amplias, la regién SI y NO, donde la proba-
bilidad de satisfactibilidad es respectivamente
cercana a 1 y cercana a 0. Estas regiones es-
tan separadas por la denominada transicion de
fase, donde los problemas mas dificiles se con-
centran en media. Baskiotis y Sebag [3] adap-
taron la representacién de k-términos DNF de
Riickert et al. [19] evaluando el rendimiento de
C4.5 respecto al concepto objetivo subyacente.

Las medidas de complejidad de datos han
sido usadas para estimar las capacidades de
los algoritmos de aprendizaje, gracias a su
capacidad de describir los aspectos mas difi-
ciles de los datos. Han sido empleadas para
mostrar altas correlaciones entre el rendimien-
to de XCS y regiones de complejidad [7], y re-
cientemente para caracterizar el rendimiento
del método FH-GBML [17]. Ambas aproxima-
ciones proporcionan informacién de los méto-
dos de aprendizaje, que pueden ser usadas
para describir los problemas féciles y dificiles
para ambos métodos a priori

4. Analisis del problema

En esta seccion se presenta el proceso segui-
do para extraer los dominios de competencia
de C4.5. La Subseccién 4.1 describe la moti-
vacion presente detras del uso de las medidas
de complejidad de datos, y la Subseccién 4.2
describe el proceso seguido para extraer dichos
dominios.

4.1. Motivacion

Determinar cuando un método funcionara bien
o mal no es una tarea trivial, considerando
la precisiéon como una medida de rendimiento.
Un indicador inicial del rendimiento del méto-
do es la precision en entrenamiento. Sin em-
bargo, no es siempre una medida adecuada.
La Figura 1 contienen los resultados de pre-
cisién en entrenamiento y test para C4.5 para
todas las bases de datos usadas en este traba-
jo, dibujados en orden ascendente respecto a
la precision en entrenamiento.

Es importante indicar la presencia de sobre-
aprendizaje. Por tanto, la necesidad de otro

—— 4.5 %Precisién Entre namiento €45 %PrecisionTest

Figura 1: Precisién de C4.5 ordenada por los val-
ores en entrenamiento

tipo de herramientas para caracterizar el com-
portamiento de los métodos aparece, como se
ha discutido en la Seccion 3.

En particular, las medidas de complejidad
presentadas pueden ser usadas para realizar la
caracterizaciéon de los métodos de aprendiza-
je. Una aproximacion directa seria analizar
la relacién entre los valores de las medidas
de complejidad para una base de datos, y
el rendimiento obtenido por el algoritmo de
aprendizaje.

4.2. Construccion de los dominios de com-
petencia

Hemos evaluado C4.5 sobre un conjunto de 438
problemas de clasificacion binarios. Hemos res-
tringido nuestra investigaciéon a problemas de
dos clases debido a que la mayoria de las me-
didas de complejidad s6lo estédn bien definidas
para este tipo de problemas. Estas bases de
datos son generadas a partir de la combinacion
por parejas de las clases de 21 problemas del
repositorio de la Universidad de California,
Irvine (UCI) [2]. En particular son iris, wine,
new-thyroid, solar-flare, led7digit, zoo, yeast,
tae, balanced, car, contraceptive, ecoli, hayes-
roth, shuttle, australian, pima, monks, bupa,
glass, haberman y wvehicle. Para cada base de
datos se calculan los valores de las cinco me-
didas de separabilidad de clases consideradas.
Si una base de datos obtenida mediante este
procedimiento resulta ser linealmente separa-
ble (la medida de complejidad L1 de [13] indi-
ca si un problema es linealmente separable) es
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descartado, dado que podria ser tratado con
un clasificador lineal sin error alguno.

Para estimar la precision del método de
aprendizaje hemos empleado un esquema de
validacién 10-fold cross validation una vez que
las medidas se han calculado sobre la base
de datos completa. Tomamos la precision me-
dia sobre las 10 particiones como una me-
dida representativa del rendimiento de C4.5.
Hemos considerado los parametros recomen-
dados para C4.5 empleando la herramienta
KEEL! [1], que son los que siguen:

e nivel de confianza = 0.25
e namero minimo de items por hoja = 2
e poda del arbol = si

En el Cuadro 2 hemos resumido la precision
media global en entrenamiento y test obtenida
por C4.5 para las 438 bases de datos, que seran
usadas méas adelante como referencia.

Cuadro 2: Precisiéon media y desviacion tipica
global para C4.5 en entrenamiento y test

% Global precision entrenamiento | % Global precision test
desv. tipica global entrenamiento desv. tipica global test
C4.5 96.29 % 90.85 %

4.44 9.87

Para cada medida de separabilidad de
clases, las bases de datos se ordenan por el
valor de la medida, permitiendo extraer inter-
valos de valores de dicha medida. Definimos
intervalos de buen y mal comportamiento.

e Entendemos por buen comportamiento
una precision en test alta (al menos 80 %)
en el intervalo, asi como la ausencia de
sobre-aprendizaje.

e Por mal comportamiento nos referimos a
la presencia de sobre-aprendizaje y/o una
precisiéon en test baja en el intervalo.

Estos intervalos pueden ser traducidos a re-
glas, que emplean los intervalos como an-
tecedentes para definir los dominios de com-
petencia de C4.5.

lhttp :\\keel.es

5. Dominios de competencia de
C4.5

En esta seccion se realiza la extraccion y anéli-
sis de los dominios de competencia de C4.5
basados en los resultados experimentales usan-
do las medidas de solapamiento entre clases.
En la Subseccién 5.1 se analizan los intervalos
extraidos y sus reglas derivadas. En la Subsec-
cién 5.2 se presenta la unién colectiva de las
reglas y los dominios de competencia.

5.1. Extraccion de las reglas e intervalos

Para cada medida de complejidad considerada
(L1, L2, N1, N2 y N3), las bases de datos se or-
denan por el valor ascendente de la medida de
complejidad correspondiente, y se representan
en una figura. En este caso, las bases de datos
en el eje X estan distribuidas uniformemente,
de forma que cada base de datos tenga el mis-
mo espacio en la representaciéon grafica. Para
aquellas medidas donde se pueden encontrar
diferentes intervalos ad-hoc que presentan el
buen o mal comportamiento de C4.5, usamos
una linea vertical para delimitar la regiéon de
interés. En el Cuadro 3 indicamos los interva-
los obtenidos a partir de las Figuras 2 a 6.

Cuadro 3: Intervalos significativos extraidos

Interval C4.5 Behavior

N1 <0,167 buen comportamiento
N2 <0,237 buen comportamiento
L1 <0,389 buen comportamiento
N1 > 0.320 mal comportamiento
N2 > 0,627 mal comportamiento
N3 > 0,164 mal comportamiento
L2 > 0,286 mal comportamiento

A partir de estos intervalos ad-hoc cons-
truimos una serie de reglas que modelan el
rendimiento de C4.5. En el Cuadro 4 se mues-
tran las reglas derivadas del Cuadro 3. Dada
una base de datos X, se indica el valor de la
medida de complejidad CM para X con la no-
tacion CM[X]. El Cuadro 4 esta organizado
con las siguientes columnas:

e La primera columna corresponde al iden-
tificador de la regla.
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Cuadro 4: Reglas con una medida obtenidas de los intervalos

Id. Rango % Soporte | % Entrenamiento Dif. % Test | Dif. Test
Entrenamiento
R1+ If N1[X] < 0.167 61.87% 98.37% 2.08 % 95.68 % 4.88%
then buen comportamiento
R2+ If N2[X] < 0.237 26.94 % 96.63 % 0.34% 97.30 % 6.45%
then buen comportamiento
R34 If L1[X] < 0.389 43.15% 97.71 % 1.42% 95.33% 4.48 %
then buen comportamiento
R1- If N1[X] > 0.320 18.72% 90.23 % -6.06 % 78.00% | -12.85%
then mal comportamiento
R2- If N2[X]| > 0.627 12.33% 90.67 % -5.62% 76.55% | -14.30%
then mal comportamiento
R3- If N3[X] > 0.164 21.00 % 90.47 % -5.82% 77.84% | -13.01%
then mal comportamiento
R4- If L2|X] > 0.286 22.15% 92.98 % -3.31% 80.67% | -10.18%
then mal comportamiento
Cuadro 5: Reglas colectivas para C4.5
1d. Rango | % Soporte | % Entrenamiento Dif. | % Test | Dif. Test
Entrenamiento
URP If R1+ or R2+ or R3+ 69.41 97.87 1.58 95.12 4.27
then buen comportamiento
URN | If R1- or R2- or R3- or R4- 33.79 92.71 -3.58 82.70 -8.15
then mal comportamiento
If URP and URN then 8.22 94.70 .1.59 91.60 0.75
URP AURN buen comportamiento
If URP and not URN then 61.19 98.29 2.00 95.59 4.74
URP AT URN buen comportamiento
If URN and not URP then 25.57 92.07 -1.22 79.83 -11.02
URNATURP mal comportamiento
not If not (URP or URN) 5.02 96.01 -0.28 87.91 -2.94
characterized then mal comportamiento

e La columna Rango indica el dominio de
la regla.

e La columna Soporte indica el porcentaje
de bases de datos cubiertas del total.

e La columna% Entrenamiento indica el
porcentaje medio de precision en entre-
namiento de C4.5 en las bases de datos
cubiertas por la regla.

e La columna Dif. Entrenamiento muestra
la diferencia entre el % Entrenamiento y el
porcentaje medio de entrenamiento global
de C4.5.

e La columna% Test indica el porcentaje
medio de precision en test de C4.5 en las
bases de datos cubiertas por la regla.

e La columna Dif. Test muestra la diferen-

cia entre el % Test y el porcentaje medio
de test global de C4.5.

Como se puede observar en el Cuadro 4,
las reglas positivas (denotadas con un simbolo
“47 en su identificador) siempre muestran una
diferencia positiva en precisiéon con la media
global, tanto en entrenamiento como en test.
Las reglas negativas (indicadas con simbolo “-”
en su identificador) verifican el caso opuesto.
El soporte de las reglas muestra que es posible
caracterizar un amplio rango de bases de datos
con diferencias significativas en precision.

A partir de este conjunto de reglas se puede
afirmar que valores bajos en las medidas N1,
N2 y L1 indican un buen comportamiento de
C4.5. Por otro lado, un valor alto de N1, N2,
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N3 y L2 se relaciona con el mal comportamien-
to de C4.5.

5.2. Evaluacion conjunta de las reglas sim-
ples

El objetivo de esta seccidn es analizar el efecto
de la combinacién de las reglas. Hemos consid-
erado la disyunciéon de todas las reglas positi-
vas para obtener una tunica regla (Unién de
Reglas Positivas -URP-). Esto es, empleamos
el operador or para combinar las reglas posi-
tivas individuales. El mismo procedimiento es
realizado con todas las reglas negativas, de ma-
nera que se obtiene otra regla (Union de Reglas
Negativas -URN-). Las nuevas reglas disyun-
tivas se activaran si cualquiera de las reglas
que las componen se verifican. Gracias a la
unién de las reglas individuales podemos al-
canzar una descripcién mas general y con ma-
yor soporte del comportamiento de C4.5.

Las reglas URP y URN pueden presentar
solapamiento en su soporte, y seria deseable
una descripciéon mutuamente exclusiva de las
regiones buenas y malas. Para afrontar es-
ta cuestion consideramos la conjuncién and y
la diferencia and not entre las reglas URP y
URN. La diferencia eliminara aquellas bases de
datos para las cuales C4.5 presenta buen o mal
comportamiento de la regla URN o URP res-
pectivamente. Por tanto se obtienen tres tipos
de intersecciones y una region extra:

e Interseccion de la disyuncion positiva y la
disyuncién negativa (URPAURN).

e Diferencia de la disyuncién positiva y la
disyuncién negativa (URPATURN).

e Diferencia de la disyuncién negativa y la
disyuncién positiva (URNATURP).

e Regién no caracterizada, en la cual ningu-
na base de datos esta cubierta por ningu-
na regla.

Todas estas nuevas reglas se encuentran repre-
sentadas en el Cuadro 5.

Considerando las nuevas reglas disyuntivas
y conjuntivas, podemos presentar a URP co-
mo una descripcién representativa de los do-
minios de competencia de C4.5 para las bue-
nas bases de datos. De forma complemen-
taria. URNATURP puede considerarse como
una descripcidén representativa de los domi-
nios de competencia de C4.5 para las bases de
datos malas, siendo ambas descripciones mu-
tuamente exclusivas entre si. Podemos consi-
derar entonces tres bloques de bases de datos
con su respectivo soporte, como se muestra en
la Figura 7 (sin ningtan orden particular de las
bases de datos en cada bloque):

e El primer bloque (a la izquierda) repre-
senta las bases de datos cubiertas por la
regla URP. Son las bases de datos in-
cluidas en el dominio de competencia de
buen comportamiento para C4.5.
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e El segundo bloque (en el centro) mues-
tra las bases de datos para la regla
URNATURP, los cuales son aquellas cu-
biertas por el dominio de competencia de
mal comportamiento de C4.5.

e El tercer y ultimo bloque (a la derecha)
contiene las bases de datos no clasificadas
por ninguno de los dominios previos.

Aproximadamente el 95% de las bases de
datos analizadas son cubiertas por estas dos
reglas. Por tanto es posible definir bien los do-
minios de competencia de C4.5 empleando las
medidas de separabilidad de clases.

6. Conclusiones

En la literatura se han propuesto varios mar-
cos de trabajo para analizar el error de ge-
neralizacién desde un punto de vista teorico,
desde el aprendizaje PAC [15] al aprendizaje
estadistico y no paramétrico [23].

En esta contribucién hemos realizado
una aproximacion empirica, proponiendo una
metodologia para extraer los dominios de com-
petencia de un algoritmo de aprendizaje em-
pleando medidas de complejidad de datos. Se
ha realizado un estudio sobre un conjunto
de bases de datos binarias con el método de
aprendizaje C4.5, obteniendo intervalos de las
medidas de separabilidad de clases que se tra-
ducen a reglas. Estas reglas muestran infor-
maciéon acerca de las limitaciones de C4.5, asi
como la posibilidad de estimar su rendimiento
a priort.

Como resultado final, hemos obtenido dos
reglas que son simples y precisas para describir
los dominios de competencia de C4.5, presen-
tando la posibilidad de determinar para que
bases de datos C4.5 funcionaria bien o mal de
manera previa a su ejecucion.

Este trabajo abre nuevas perspectivas que
pueden extenderse a otros métodos de apren-
dizaje, para analizar sus dominios de compe-
tencia y desarrollar nuevas medidas que puede
dar mas informacién sobre el comportamiento
de los clasificadores para el reconocimiento de
patrones.

Como trabajo futuro seria necesario consi-
derar el uso de otras medidas de rendimiento

del método de aprendizaje. La precision clési-
ca puede verse afectada por el no balanceo de
las clases, aspecto que no ha sido considera-
do en esta contribucién. Es necesario también
realizar una validacién de los dominios de com-
petencia obtenidos empleando bases de datos
no utilizadas en el propio proceso de construc-
cién de los dominios.
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