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Resumen

Este trabajo presenta un algoritmo de pro-
gramacion genética guiado por gramatica para
aprendizaje multi-instancia. Su funcionamien-
to es evaluado en el marco de Web Mining,
con la finalidad de identificar paginas indice
que contengan enlaces de interés para los usua-
rios. Esta nuevo algoritmo llamado G3P-MI
es evaluado y comparado con otros algorit-
mos disponibles. Los experimentos computa-
cionales muestran que el algoritmo G3P-MI
obtiene resultados competitivos, resuelve el
problema de otros algoritmos como la escala-
bilidad y anade comprensibilidad y claridad en
el proceso de descubrimiento de conocimiento.

1. Introduction

El aprendizaje con multi-instancia (MIL) in-
troducido por Dietterich et al. [4] es un mar-
co de aprendizaje reciente que ha adquirido
mucha importancia en la comunidad de ma-
chine learning. En este nuevo aprendizaje el
conjunto de entrenamiento estd compuesto por
bolsas donde cada una contiene un conjunto
de instancias. Una bolsa se etiqueta como po-
sitiva si contiene al menos una instancia po-
sitiva, en caso contrario se etiqueta como ne-
gativa. La informacién que se posee es rela-
tiva a las bolsas, no conociendo la clase a la
que pertenece cada instancia individual. Como
en todos los marcos de aprendizaje, la meta
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consiste en aprender conceptos a partir del
conjunto de entrenamiento, en este caso para
ser capaces de etiquetar correctamente nuevas
bolsas.

Desde la apariciéon de MIL, siguiendo el tra-
bajo de Dietterich et al. [4] han aparecido una
gran cantidad de nuevos métodos. Auer [2] re-
aliz6 una investigacién teérica y presentd el
algoritmo MULTINST. Un trabajo también
tedrico fue desarrollado por Long and Tan [7]
que demostraron tedricamente que es posible
la generacion de un aprendizaje PAC desde
ejemplos multi-instancia. Los primeros enfo-
ques usando aprendizaje perezoso, arboles de
decision y reglas de aprendizaje fueron inves-
tigados durante el ano 2000. En este contex-
to, encontramos varios trabajos, Whang and
Zucker [12] propusieron dos variantes del al-
goritmo del vecino k mas cercano (KNN) que
ellos denominaron Citation-KNN y Bayesian-
KNN. Con respecto a los arboles de decisiéon y
las reglas de aprendizaje, Zucker and Cheva-
leyre [19] implementaron ID3-MI y RIPPER-
MI. En la misma época, Ruffo [9] presen-
té una versién multi-instancia de arboles de
decision C4.5, que fue llamada RELIC. Mas
tarde, Zhou et al. [18] presentaron el algo-
ritmo Fretcit-KNN, que es una variante del
Citation-KNN. También podemos encontrar
muchos otros algoritmos populares de machine
learning adaptados al entorno MIL, tales co-
mo extensiones de las redes neuronales estan-
dar [14, 15], méaquinas de vector de soporte



[1, 16, 11] y el uso de ensembles [14].

De la misma forma, también han aparecido
una gran variedad de tareas que se han formu-
lado como problemas multi-instancias. Entre
estas tareas, podemos encontrar la recomen-
dacioén de paginas indice que consiste en deter-
minar si una determinada pagina indice puede
ser de interés para un usuario. Este problema
ha sido resuelto tanto desde una perspectiva
tradicional, con técnicas como el k vecino mas
cercano [10] o la frecuencia inversa del docu-
mento [5], como desde una perspectiva multi-
instancia, adaptando el algoritmo del k vecino
més cercano [18]. Sin embargo, las variantes
del algoritmo del vecino més cercano presentan
dos limitaciones principales. La primera esté
relacionada con la escalabilidad. Estos algorit-
mos no escalan bien cuando el nimero de items
es elevado, viéndose afectada tanto la predic-
cién como la precisiéon. El problema es que re-
quieren calculos que crecen linealmente con el
nimero de items. La segunda, esta relaciona-
da con la interpretabilidad del conocimiento
descubierto. Es decir, actiian como una caja
negra, donde no se muestra ninguna informa-
cion sobre las preferencias de los usuarios.

Aunque MIL ha sido investigado en una
gran variedad de problemas, con una gran
variedad de enfoques, no se ha abordado el
problema con enfoques de algoritmos evo-
lutivos [3] cuando estos algoritmos han de-
mostrado excelentes resultados en otros mar-
cos de aprendizaje. En este trabajo, pretende-
mos solucionar las limitaciones que presen-
tan los métodos realizados hasta la fecha para
la resolucién del problema de recomendacion
de péaginas indice proponiendo un nuevo al-
goritmo de MIL usando programacion genéti-
ca guidada por gramatica (G3P) que nos per-
mite descubrir las preferencias de los usuarios
en la tarea de recomendacién. Este nuevo al-
goritmo, llamado G3P-MI genera un clasifi-
cador basado en reglas sencillas que mejoran
la habilidad de generalizacién, incluyen inter-
pretabilidad y claridad en el conocimiento des-
cubierto proporcionando informacién sobre los
intereses de los usuarios y clasifican nuevos
ejemplos (paginas webs) rapidamente. Resul-
tados experimentales para resolver este proble-
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ma muestran que este enfoque obtiene resul-
tados competitivos en términos de accuracy,
recall y precision.

El articulo se organiza en las siguientes sec-
ciones. La seccion 2 describe el algoritmo G3P-
MI propuesto. La seccién 3 presenta el proble-
ma de recomendaciéon de paginas indice. La
seccion 4 muestra los resultados experimen-
tales. Finalmente, la secciéon 5 presenta las
conclusiones y trabajo futuro.

2. Programaciéon Genética

Multiple-instancia

La programacion genética (GP) introducida
por John Koza [6] se ha convertido en un
paradigma con un creciente interés en tareas
de clasificacion. Podemos encontrar diferentes
propuestas que muestran que GP es una cam-
po con experiencia que logra errores bajos con
respecto a otros algoritmos de aprendizaje su-
pervisado [8, 13], con lo que a priori parece
interesante su adaptacion a este nuevo marco
de aprendizaje.

Las siguientes secciones muestran las partes
fundamentales de las que se compone nuestro
sistema.

2.1. Representaciéon de los Individuos

Un individuo estéd formado por dos compo-
nentes, un genotipo que es codificado con una
estructura de arbol con profundidad limitada
para evitar un tamano demasiado grande, y un
fenotipo que representa la regla completa for-
mada por un antecedente y un consecuente.
El antecedente consiste en la estructura de ér-
bol y representa una regla que puede contener
miultiples comparaciones unidas por conjun-
cion o disyuncién. El consecuente especifica la
clase donde es clasificada la instancia que sa-
tisface todas las condiciones del antecedente. A
partir de estos clasificadores, para llevar a cabo
la clasificacion de bolsas debemos modificar la
definicién formal de cubrimiento, y emplear la
definicién de cubrimiento multi-instancia dada
por [17].

Para forzar las restricciones sintécticas y
satisfacer la propiedad de cierre, se emplea



antecedente -> comparacion

‘OR comparacion antecedente
‘ AND comparacion antecedente

comparacion -> opComparacion valoresComparacion

opComparacion -> <
| >

valoresComparacion -> atributo valor

(a) Usando frecuencia de los términos

antecedente -> comparacion
OR comparacion antecedente

AND comparacion antecedente
comparacion -> opComparacion valoresComparacion

CONTIENE
| NO_CONTIENE

opComparacion ->

valoresComparacion -> atributo

(b) No usando frecuencia de los términos

Figura 1: Gramaética para la representacién de los
individuos

una gramatica (ver Fig(1)). Esta gramatica
mantiene una restricciéon sintactica y seman-
tica tanto para la generaciéon de individuos en
la poblacién inicial, como para la produccion
de nuevos individuos mediante los operadores
genéticos.

2.2. Operadores Genéticos

Los elementos de la siguiente poblacién son
generados por medio de tres operadores: cruce,
copia y elitismo.

2.2.1. Cruce

El cruce se realiza intercambiando los subar-
boles de dos padres a partir de dos puntos com-
patibles seleccionados aleatoriamente en cada
padre. Dos nodos éarboles son compatibles si
sus operadores pueden ser intercambiados sin
producir un individuo invalido de acuerdo a
la gramética definida. Si cualquiera de los des-
cendientes es un individuo invalido, debido a la
violacién de la condicién de unicidad para los
atributos en cada antecedente de la regla o un
arbol demasiado profundo, sera reemplazados
por uno de sus padres.
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2.2.2. Copia

El operador de copia simplemente elige un in-
dividuo en la poblacién actual y lo copia sin
cambios en la nueva poblacién.

2.2.3. Elitismo

El operador de elitismo copia el mejor indivi-
duo de una generacién y lo pasa sin cambios
a la siguiente generacién, evitando asi que el
proceso estocastico de la evolucién pierda a
dicho individuo.

2.3. Funcién Fitness

La funcién de fitness evalua la calidad de cada
individuo de acuerdo a tres criterios bésicos:
accuracy, recall y precision. Para comprender
estas medidas comentamos a continuacion al-
gunos conceptos necesarios, P, bolsas positi-
vas que son recomendadas, P, bolsas positivas
que son rechazadas, N, bolsas negativas que
son recomendadas y NN, bolsas negativas que
son rechazadas. Siendo P el numero de bolsas
positivas y N el nimero de bolsas negativas,
P =P, +PFPy N = Ng + N,. La accuracy,
recall y precision estén definidas en las ecua-
ciones (1), (2) y (3), respectivamente:

accuracy = Fot+ Nv (1)
YTTPEN
P,
ll=— 2
reca P (2)
precision = ﬁ (3)

Nuestra funcién fitness es definida como el
producto de todos los indicadores anteriores,
ver (4). Todas las medidas son contrapuestas,
conforme intentamos reducir el valor de alguna
de ellas, las otras aumentarin, con lo que se
intentara obtener una solucién de compromiso
entre ellas.

fitness = Accuracy - Recall - Precision (4)



Recomendacion de Paginas
Indice como un Problema Multi-
Instancia

Las péaginas indices son paginas que contienen
referencias o breves resimenes de otras pagi-
nas. En Internet podemos encontrar un gran
namero de estas péginas. La recomendacion
de paginas indice [18], es una tarea clasifica-
da dentro de las tareas de Web Usage Min-
ing. Su finalidad es analizar las paginas indice
autométicamente y mostrar al usuario sélo las
paginas que contienen temés de su interés.
Para ser capaces de decidir si una nueva pagi-
na indice contiene algiin tema de interés para
el usuario, se necesita como paso previo iden-
tificar cuéles son sus intereses. La dificultad
recae en que el usuario especifica si esta intere-
sado en paginas indice, en lugar de especificar
los enlaces concretos en los que realmente esté
interesado.

Este problema puede ser visto como un
problema multi-instancia donde la meta es eti-
quetar nuevas paginas indice como positivas
o negativas. Una pégina indice es positiva si
el usuario esté interesado en al menos uno de
sus enlaces. Una pégina indice es negativa si
ninguno de sus enlaces es de interés para el
usuario. En este problema, cada pagina indice
seré considerada como una bolsa mientras que
sus paginas enlazadas seran consideradas como
instancias en la bolsa. Cada instancia puede
ser representada por un vector de términos
T = [t1,t2,,tn], donde t; (i =1,2,..,n) es uno
de los n términos mas frecuentes que aparecen
en la correspondiente pagina enlazada. Todas
las péginas son descritas por el mismo ntmero
de términos, con lo que todas las instancias
tendran el mismo nimero de componentes,
aunque éstos pueden ser muy diferentes. Para
bolsas diferentes, sus correspondientes paginas
indice pueden contener diferente nimero de
enlaces, es decir, el nimero de instancias en
las bolsas puede ser diferente.

4. Experimentos y Resultados

Llevaremos a cabo dos tipos de experi-
mentos. Un primer experimento comparara el
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funcionamiento de nuestro algoritmo G3P-MI
usando diferentes configuraciones sobre el pro-
blema de recomendaciéon de paginas indice. El
segundo experimento evalia nuestro mejor al-
goritmo con otras técnicas de clasificacion em-
pleadas en la resolucién de este problema. To-
dos los experimentos son repetidos cinco veces
con diferentes semillas, y los valores medios de
accuracy, recall y precision son mostrados en
las siguientes secciones.

4.1. Datasets y Parametros de Ejecuciéon

Los experimentos han sido realizados so-
bre nueve conjuntos de datos, en cada uno de
ellos un voluntario etiquet6 113 paginas indice
de acuerdo a sus intereses. Para cada dataset,
75 péaginas indice son seleccionadas aleatori-
amente como bolsas de entrenamiento mien-
tras las restantes 38 péginas indice son us-
adas como bolsas para test. Aunque mantemos
exactamente las misma informacién estableci-
da en [18], la conformacion de los datasets es
adaptada para trabajar con nuestro algoritmo.
De esta forma se establece un vector por ca-
da instancia, a su vez cada instancia contiene
un atributo por cada palabra considerada y se
le anaden dos atributos, el primero llamado
bolsa;q identifica la bolsa a la que pertenece
y el segundo llamado bolsaciqse determina la
clase de su bolsa.

Todas las comparaciones de resultados son
llevada a cabo por asociacion de datasets. Los
datasets son organizados en tres grupos, el
primer grupo formado por los datasets V1, V2
y V3 contiene mas bolsas negativas que posi-
tivas (este grupo es referenciado como conjun-
to de clase negativa mayoritaria). El segundo
grupo estd formado por los datasets V4, V5
y V6 que contienen maés bolsas positivas que
negativas (este grupo se referencia como con-
junto mayoritario positivo) y el tercer grupo
formado por los datasets V7, V8 y V9 contiene
el mismo ntmero de bolsas positivas que bol-
sas negativas (este grupo se referencia como
conjunto balanceado). Esta asociacion es in-
teresante para darse cuenta y estudiar el com-
portamiento de los algoritmos entre datos ba-
lanceados y no balanceados.



Cuadro 1: Resumen de los

resultados de G3P-MI

Mayoria de Mayoria de Conjunto
bolsas negativas bolsas positivas Balanceado
Algoritmo Acc Rec Prec  Acc Rec Prec  Acc Rec Prec
G3P — MI*¢ 0.842 0.468 0.369 0.807 1.000 0.801 0.693 0.927 0.621
G3P — MI? 0.807 0.690 0.379 0.825 0.877 0.895 0.711 0.750 0.727
G3P— MI%* 0.842 0.559 0.660 0.816 1.000 0.809 0.474 1.000 0.474
G3P - MI% 0.886 0.821 0.518 0.825 1.000 0.816 0.526 1.000 0.500

1) Usando frecuencia de las palabras
a) Usando todas las palabras

b) Usando un conjunto de palabras mas reducido

Los parametros usados en todos las ejecu-
ciones de GP fueron: tamafio de la poblacién:
1000, generaciones: 100, probabilidad de cruce:
95%, probabilidad de reproduccién: 5%,
método de seleccién para ambos padres: la
ruleta, profundidad méaxima del arbol: 15. La
poblacién inicial fue generada usando el méto-
do ramped-half-and-half [6].

4.2. Comparaciones de G3P-MI

Se realizan dos comparaciones para evaluar
el funcionamiento de nuestro algoritmo G3P-
MI. La primera es entre datasets que conside-
ran todas las palabras y datasets que conside-
ran palabras que aparecen en mas de 3 bolsas
y menos de 40, este caso intenta eliminar tanto
las palabras demasiado exclusivas como las de-
masiado usuales. Estas palabras no son tutiles
en tareas de clasificacién e incrementan el es-
pacio de busqueda. La segunda es entre clasi-
ficadores que tienen en cuenta frecuencias de
las palabras y clasificadores que sélo tienen en
cuenta si las palabras aparecen o no aparecen.
En la tabla 1 se muestra un resumen compa-
rativo de los valores medios obtenidos.

Podemos ver que en caso de usar un dataset
con un nimero reducido de palabras, ademas
de reducir el espacio de busqueda y requerir
menos tiempo de computo, los resultados son
mejores. Concretamente, los valores de accura-
cy y precision aparecen incrementados, mien-
tras los valores de recall aparecen decremen-
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tados. Este comportamiento puede explicarse
por el hecho de que el clasificador es generado
para clasificar bolsas positivas, mientras que
las bolsas que no cubren el clasificador, son
consideradas bolsas negativas. Por ello, si eli-
minamos las palabras comunes y especificas,
favorecemos que ciertas bolsas positivas no se
incluyan porque no usamos palabras comunes
que lo hacian incluirse (decrementamos el re-
call), pero a su vez cometemos menos erro-
res, porque al eliminar las palabras comunes,
menos bolsas negativas son consideradas como
bolsas positivas (incrementamos la precision).

Si comparamos entre el método que conside-
ra la frecuencia de los términos o no, podemos
ver que el primero obtiene mejores valores de
recall, pero peores valores de precision. Esto
nos indica que la inclusiéon de las frecuencias
nos determina reglas méas generales que clasifi-
can la mayoria de las bolsas positivas a expen-
sas de cometer errores incluyendo como posi-
tivas bolsas que no lo son. Esta relacion que
se produce entre estas dos medidas puede ser
explicada si estudiamos el nimero de aciertos
y errores producidos con respecto a cada clase.
Un incremento de recall significa clasificar co-
rrectamente méas bolsas de la clase positiva.
De este modo, un incremento de verdaderos
positivos (casos positivos correctamente iden-
tificados) esté asociado con un incremento de
falsos positivos (casos identificados como po-
sitivos pero realmente son negativos), y un



Cuadro 2: Resumen de los resultados generales

Mayoria de Mayoria de Conjunto
bolsas negativas bolsas positivas Balanceado
Algoritmos Acc Rec Prec  Acc Rec Prec  Acc Rec Prec
Fretcit-kNN 0.879 0.622 0.514 0.854 0.925 0.896 0.698 0.603 0.718
Txt-KNN 0.795 0.652 0.335 0.805 0.985 0.809 0.570 0.722 0.538
Citation-KNN 0.803 0.433 0.336 0.796 0.864 0.875 0.674 0.561 0.701
G3P-MI 0.807 0.690 0.379 0.825 0.877 0.895 0.711 0.750 0.727
Fretcit-kNN 0.870 0.627 0.48 0.810 0.915 0.856 0.732 0.605 0.802
Txt-KNN 0.795 0.533 0.326 0.812 0.967 0.821 0.600 0.741 0.562
Citation-KNN  0.833 0.456 0.429 0.782 0.852 0.858 0.674 0.594 0.695
G3P-MI 0.886 0.821 0.518 0.825 1.000 0.816 0.526 1.000 0.500

decremento de los verdaderos negativos (casos
negativos identificados correctamente). Por lo
tanto, cualquier incremento en recall suele ir
acompanado por un decremento de la preci-
sion.

4.3. Compariciéon con Otros Algoritmos

Nuestro algoritmo es comparado con otros
existentes, que son Frecit-KNN, Citation-
KNN y Txt-KNN. Ellos son descritos en [18].
Txt-KNN es obtenido adaptando el algorit-
mo KNN estandar a los objetos textuales.
Citation-KNN es similar al anterior pero con-
sidera tanto referencias como citas de los ob-
jetos. Frecit-KNN es similar a Citation-KNN,
pero a diferencia de los anteriores, este es un
algoritmo de multiple instancia. Después de
analizar nuestro algoritmo en secciones ante-
riores, elegimos para la comparacion la con-
figuracién que reducia el ntmero de palabras
consideradas. Los resultados de los algoritmos
se muestran en la tabla 2.

Si comparamos todos los métodos, pode-
mos ver que G3P-MI obtiene mejores resulta-
dos que Txt-KNN y Citation-KNN. Con res-
pecto a Frecit-KNN, en caso de no conside-
rar las frecuencias de palabras, nuestro algo-
ritmo obtiene resultados ligeramente mejores
para datos balanceados, aunque son ligera-
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mente peores para datos no balanceados. En
nuestra opinién, la gran ventaja que presenta
nuestro algoritmo es la habilidad de generar re-
glas inteligibles que una vez interpretadas pro-
porcionan una informacién muy valiosa para
conocer los intereses del usuario. A continua-
cién, se muestra un clasificador obtenido para
el dataset V1.

SI ((contiene planeta Y deforestacion) O

(contiene atmdsfera)

O (no_ contiene futbol) )
ENTONCES

Recomendar la pdgina al usuario V1.
SINO

No recomendar la pdgina al usuario V1.

Del clasificador generado para el usuario V1,
podemos aprender temas que le interesan al
usuario, conociendo sus preferencias. Asi, es-
taria interesado en temas como ecologia y en-
torno (con palabras de interés como planeta,
deforestacion y atmosfera) y no esté interesa-
do en temas deportivos relativos al fatbol.

Finalmente, podemos resumir dos motiva-
ciones principales para usar G3P-MI:

1. No es necesario establecer el nimero de
términos considerados en cada instancia
para la ejecucion del algoritmo. Como es
conocido, el algoritmo del vecino k mas



cercano con el que se compara, es una téc-
nica costosa que requiere cOmputos que
crecen linealmente con el namero de tér-
minos.

2. Los algoritmos disponibles para resolver
este problema no generan hipoétesis inter-
pretables tales como conjunto de reglas.
Nuestro algoritmo genera conocimiento
simple, modular e intuitivo. Ademas, el
conjunto de reglas inducido por G3P-MI
es simple (s6lo contiene unos cinco o seis
literales), facilitando de este modo la com-
prensibilidad.

5. Conclusiones

Este articulo describe un primer intento de
aplicar técnicas G3P para MIL. Es comparado
con las tres técnicas méas empleadas para re-
solver el problema de recomendacién de pagi-
nas indices, Txt-KNN, Citation-KNN y Frecit-
KNN. G3P-MI obtiene resultados competi-
tivos en términos de accuracy, recall y pre-
cision, sus resultados son significativamente
mejores que dos técnicas y con respecto a la
ultima mencionada son ligeramente mejores
para datos balanceados, y ligeramente peores
en los no balanceados. Sin embargo, la ca-
racteristica méas relevante de G3P-MI es que
anade los beneficios de la interpretabilidad y
la claridad proporcionando informacién sobre
las preferencias de los usuarios, mientras que
los otros algoritmos no son capaces de generar
conocimiento facilmente comprensible.

El problema de recomendaciéon de paginas
indice para algoritmos tales como G3P es com-
plejo, debido al gran ntmero de atributos, lo
que causa que algunas hipétesis no sean pre-
dictivas debido a que el espacio de biisqueda es
demasiado amplio. Actualmente, estamos in-
vestigando algoritmos de seleccién de carac-
teristicas para solucionar este problema y asi
decrementar el espacio de busqueda y mejorar
los resultados.
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