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Resumen—El reconocimiento de objetos pequeños en imágenes
con redes neuronales convolucionales (CNNs) sigue siendo un
reto, especialmente cuando estos objetos se manipulan con la
mano de forma muy similar. En este trabajo proponemos dividir
un problema multiclase del ámbito de la seguridad en un
problema de binarización de clases para obtener un mejor
resultado. Nuestro objetivo ha sido obtener el mejor modelo de
aprendizaje que distinga entre 6 clases, pistolas, smartphone,
billete, monedero, tarjeta y background. Concretamente, evalua-
mos las técnicas One-Versus-All (OVA), One-Versus-One (OVO) y
Distance-based Relative Competence Weighting combination para
OVO (DRCW-OVO) basadas en CNNs. El mejor rendimiento se
obtiene usando DRCW-OVO con una precisión de 90,47 %, un
recall del 90,93 % y un F1 del 90,59 %. Esto significó una mejora
del 2,58 % en precisión, 1,48 % en recall y 2,13 % en F1 frente
a un multiclasificador normal.

Index Terms—Clasificación, Convolutional Neuronal Networks
(CNNs), Multiclasificación, Deep Learning, Machine Learning,
One-Versus-All (OVA), One-Versus-One (OVO), DRCW-OVO,
ResNet-101

I. INTRODUCCIÓN

La tarea de clasificar imágenes es un reto en nuestros

dı́as y se puede ver en la rama de visión por computador.

En competiciones como ImageNet [1], cada año participan

muchos equipos de diferentes grandes empresas como Google,

y la diferencia para obtener los mejores resultados es crucial.

En el paradigma de machine learning clásico, la clasi-

ficación es un problema bien conocido donde implementar

nuevas técnicas para mejorar los resultados. Es el caso de

la descomposición de un problema multiclase en problemas

biclase. La clásica técnica One-Versus-All (OVA) y One-

Versus-One (OVO) se usa en muchos trabajos como un buen

instrumento para aumentar el rendimiento de los modelos.

ImageNet y COCO (Common Objects in Context) [2], abor-

dan un problema de clasificación de imágenes. Concretamente,

la tarea es diferenciar objetos cotidianos que pueden provocar

una confusión entre ellos. Un problema bien conocido por

nuestro grupo de investigación es la detección de armas de

fuego. Este tipo de imágenes suponen un reto ya que hay

muchos objetos que se pueden manejar de la misma forma.

La mayorı́a de trabajos anteriores en este ámbito abordaban

la detección de armas en imágenes de rayos X, milimétricas

o RGB utilizando métodos clásicos de machine learning que

requieren una alta intervención humana [3], [4], [5], [6], [7].

Actualmente, los modelos más precisos en la clasificación

de imágenes y detección de objetos se basan en redes neuro-

nales convolucionales profundas (CNNs) [8]. Estos modelos

aprenden automáticamente las caracterı́sticas distintivas de los

objetos a partir de un gran conjunto de datos etiquetados.

Por lo que sabemos, el primer modelo de detección au-

tomática de pistolas en vı́deo basado en CNNs fue desarrollado

por Olmos et al en [9]. Sin embargo, cuando en los vı́deos, una

persona manipula objetos como smartphone, billete, monedero

o tarjeta, el modelo produce falsos positivos. La Figura 1

muestra ejemplos de este tipo de falsos positivos cometidos por

el modelo de detección. Esto puede explicarse por el hecho

de que el modelo aprendió la forma en que se manejan las

pistolas, siendo también una caracterı́stica clave, lo cual es

intolerable en el campo de la videovigilancia debido a todas

las posibles falsas alarmas que se puedan producir.

Figura 1. Falsos positivos cometidos por el modelo de detección, donde se
confunde con a) billete, b) monedero, c) smartphone y d) tarjeta.

Para mejorar la precisión y robustez del modelo, (1) cons-

truimos un conjunto de datos de entrenamiento de alta calidad

que incluye todas las clases de objetos posibles que se ma-

nejan comúnmente de manera similar, (2) desarrollamos un

modelo de clasificación robusto y (3) mejoramos la robustez

usando técnicas de machine learning como OVA y OVO

[10]. Además, el método Distance-based Relative Competence

Weighting combination para OVO (DRCW-OVO) [11], para

problemas multiclase, es utilizado como una extensión de

los métodos clásicos de agregación de OVO. Por lo tanto,

nos centramos en la tarea de clasificación, ya que es la

base de la detección. De hecho, los modelos de detección

más influyentes combinan un modelo de clasificación con un

método de búsqueda de regiones [12], [13], [14].

Este trabajo se organiza analizando, en la Sección II, los

preliminares, donde se analizan trabajos relacionados y las
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estrategias de descomposición en problemas multiclase. En la

sección III la construcción de la base de datos. La evaluación

de las estrategias usadas se encuentra en la sección IV y

finalmente las conclusiones aparecen en la sección V.

II. PRELIMINARES

La mayorı́a de los trabajos analizados hacen uso de OVA y

OVO en tareas visuales, reconocimiento de objetos, clasifica-

ción de imágenes y segmentación de imágenes, utilizando sólo

modelos clásicos como Support Vector Machine (SVM), Li-

near Discriminant Analysis (LDA) y k-Nearest Neighbors (k-

NN). Por ejemplo, en clasificación de imágenes, los autores en

[15] analizaron el enfoque OVA y OVO para reducir el espacio

de las caracterı́sticas en tres dataset bien conocidos, MNIST,

Amsterdam Library of Object Images (ALOI) y Australian

Sign Language (Auslan). Para la estimación de la pose en la

segmentación de imágenes, los autores en [16] compararon un

clasificador individual basado en CNN con OVA y OVO basa-

do en SVM y mostraron que las CNN logran un rendimiento

ligeramente mejor que OVA y OVO basados en SVM. De

manera similar, en la tarea de clasificación de imágenes remote

sensing, los autores en [17] también compararon OVA y OVO

basados en SVM y 1-NN y concluyeron que OVA proporcionó

peores resultados debido al desequilibrio entre clases. Los

mejores resultados fueron obtenidos por OVO con SVM. En

el reconocimiento facial, los autores de [18] utilizaron un

modelo basado en CNN para la extracción de caracterı́sticas

y un SVM, OVA y OVO para la clasificación. Los mejores

resultados fueron obtenidos por CNN en combinación con

SVM. Los autores en [19] compararon la técnica Half-Against-

Half (HAH) con OVA y OVO en la clasificación de imágenes

y encontraron que HAH proporciona resultados similares o

peores en los puntos de referencia evaluados. Nuestro trabajo

se diferencia de todos los anteriores en que mejora la robustez

del reconocimiento de objetos que se manejan similarmente

utilizando OVA, OVO y DRCW-OVO basados en CNNs. Hasta

donde sabemos, ningún trabajo previo aplicó estas técnicas en

modelos de Deep Learning para la clasificación de imágenes.

Los problemas de clasificación que involucran múltiples

clases son más difı́ciles de resolver. El enfoque común para

abordar este tipo de problemas es reformular el problema ori-

ginal multiclase en un conjunto de problemas binarios de dos

clases. Las técnicas más comunes en este contexto son OVA

[20] y OVO [21]. En [22] se ofrece una explicación ampliada

y completa de todos los posibles métodos de agregación para

OVA y OVO. Además, el método DRCW-OVO [11] amplı́a el

clásico OVO utilizando la distancia entre clases.

II-A. OVA

La estrategia One-Versus-All (OVA) reformula el problema

de la clasificación multiclase en un conjunto de clasificadores

binarios donde cada clasificador aprende cómo distinguir cada

clase individual contra el resto de clases juntas. Este enfoque

produce tantos clasificadores como el número de clases en el

problema original. La predicción final se calcula combinando

las predicciones de los clasificadores individuales mediante

un método de agregación denominado Maximum Confidence

Strategy (MAX). La clase con el mayor número de votos se

considera como la clase pronosticada. Formalmente,

PredictedClass = arg max
i=1,...,m

ri

, donde ri ǫ [0, 1] es la confianza para la clase i y m es el

número de clases. En la Figura 2 se ilustra OVA aplicado al

problema multiclase considerado en este trabajo.

Figura 2. Proceso OVA.

II-B. OVO

La estrategia One-Versus-One (OVO) reformula el problema

multiclase original en tantos problemas binarios como combi-

naciones posibles entre pares de clases para que cada clasifica-

dor aprenda a discriminar entre cada par. Es decir, un problema

m−clases se convertirá en m(m− 1)/2 clasificadores y en el

caso considerado, con m = 6 clases, se reformulará en 15
clasificadores, como se aprecia en la Figura 3.

Figura 3. Proceso OVO.

El sistema OVO puede utilizar diversas estrategias de

agregación como pueden ser Max-Wins (VOTE aleatorio o

por peso), Weighted Voting Strategy (WV), Learning Valued

Preference for Classification (LVPC), Preference Relations

Solved by Non-Dominance Criterion (ND), Classification by

Pairwise Coupling (PC) y Wu, Lin and Weng Probability

Estimates by Pairwise Coupling approach (PE).

VOTE random en OVO: La regla VOTE, también llamada

regla Max-Wins [23], se considera como la regla básica de

decisión en OVO. En este método se repasa la matriz y en

el elemento rij si la posibilidad de pertenecer a la clase i es

superior a 0,5, el resultado es la clase i. Finalmente, se repasa
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toda la matriz, se suma el resultado y se selecciona la clase

con más votos. Si tenemos dos o más clases con el mismo

número de votos, seleccionamos una al azar. Formalmente,

PredictedClass = arg max
i=1,...,m

∑

i≤j 6=i≤m

sij

donde sij es 1 si rij > rji y 0 en caso contrario.

VOTE weight en OVO: Este es un nuevo enfoque propuesto.

En el método VOTE, podemos tener 2 o más clases con los

mismos votos. Para las clases con mayor número de votos,

proponemos sumar las predicciones y seleccionar la clase con

el valor máximo como la clase final.

WV en OVO: La técnica Weighted Voting strategy pretende

obtener la clase con la mayor probabilidad. Por esta razón,

cada clase suma sus predicciones y la clase con el valor

máximo es el resultado final. La regla de decisión es:

PredictedClass = arg max
i=1,...,m

∑

i≤j 6=i≤m

rij

LVPC en OVO: Learning Valued Preference for Classifi-

cation (LVPC) [24], [25] es la técnica que utiliza el peso de

las clases y que penaliza a las clases que no tienen suficiente

certeza. La regla de decisión es:

Pij = rij −min{rij , rji};Pji = rji −min{rij , rji}

Cij = min{rij , rji}; Iij = 1−max{rij , rji}

Class = arg max
i=1,...,m

∑

i≤j 6=i≤m

Pij +
1

2
Cij +

Ni

Ni +Nj

Iij

donde Ni es el número de ejemplos de la clase i en train.

ND en OVO: La técnica Preference Relations Solved by

Non-Dominance Criterion (ND) se definió originalmente para

la toma de decisiones con relaciones de preferencia difusas

[26]. En [27] se aplica el mismo criterio en un sistema de

clasificación OVO. Primero normalizando, seguido de calcular

la preferencia difusa y calcular el grado para cada clase, para

obtener la clase final:

rij =
rij

rij + rji

r′ij =

{
rij − rji, cuando rij > rji

0, de otra manera

NDi = 1− sup
jǫC

[r′ji]

Class = arg max
i=1,...,m

NDi

PC en OVO: La técnica Classification by Pairwise Coupling

(PC) [28] intenta mejorar la estrategia de votación cuando los

resultados de los clasificadores son probabilidades estimadas

de clase. Este método estima la probabilidad conjunta para

todas las clases a partir de las probabilidades de clase por

pares de los clasificadores binarios. El algoritmo es:

1. Inicialización:

p̂i =
2

m

∑
1≤j 6=i≤m

rij

(m− 1)
para todo i = 1, ...,m

µ̂ij =
p̂i

p̂i + p̂j
para todo i, j = 1, ...,m

2. Repetir hasta converger:

p̂i = p̂i

∑
1≤j 6=i≤m

nijrij

∑
1≤j 6=i≤m

nij µ̂ij

para todo i = 1, ...,m

donde nij es el número de elementos en train en las

clases ith y jth.

p̂i =
p̂i∑

i=1

p̂i
para todo i = 1, ...,m

µ̂ij =
p̂i

p̂i + p̂j
para todo i, j = 1, ...,m

Finalmente, la salida de la clase será:

Class = arg max
i=1,...,m

p̂i

PE en OVO: La técnica Wu, Lin y Weng Probability

Estimates by Pairwise Coupling Approach (PE) [29] es similar

a PC, estima las probabilidades (p) de cada clase a partir de las

probabilidades por pares. PE optimiza el siguiente problema:

p
min

m∑

i=1

∑

1≤j 6=i≤m

(rjipi − rijpj)
2 sujeto a

k∑

i=1

pi = 1, pi ≥ 0, ∀i

II-C. DRCW-OVO

Distance-based Relative Competence Weighting combina-

tion para One-Versus-One (DRCW-OVO) en problemas mul-

ticlase [11] es una extensión de la técnica OVO que pretende

mejorar el problema del imbalanceo de las clases usando la

distancia con los k elementos vecinos a la nueva instancia.

DRCW-OVO, una vez que se ha obtenido la matriz de pesos:

1. Calcular la distancia media de los k vecinos cercanos a

cada clase en el vector d.

2. Calcular la nueva matriz de pesos Rw de la forma:

rwij = rij · wij donde wij =
d2j

d2i + d2j

r′ij =

{
rij − rji, cuando rij > rji

0, de otra manera

siendo di la distancia de la instancia a los vecinos

cercanos de la clase i.

3. Usar la estrategia Weighted Voting (WV) en la nueva

matriz de pesos Rw para obtener la clase final.

Se ha calculado, para la distancia entre imágenes, la distan-

cia Quadratic-Chi [30] con el histograma de las imágenes:

X2(P,Q) =
1

2

∑

i

(Pi −Qi)
2

(Pi +Qi)

donde Pi es el histograma de la nueva instancia y Qi es la

media del histograma de los k vecinos cercanos.
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III. CONSTRUCCIÓN DE LA BASE DE DATOS GUIADA POR

EL RENDIMIENTO EN CLASIFICACIÓN

El objetivo de esta sección es construir un dataset que

permita al modelo de clasificación distinguir entre objetos que

se manejan de forma similar. El proceso de construcción se

ha guiado por el rendimiento del modelo de clasificación.

Se ha usado el modelo de clasificación ResNet-101 [31]

inicializándolo con los pesos preentrenados en ImageNet [1].

Como software de Deep Learning se ha usado Tensorflow [32]

y los experimentos se han realizado en una NVIDIA Titan Xp,

durando dos horas cada entrenamiento.

Para mejorar el aprendizaje del modelo, se ha desarrollado

el conjunto de datos en cinco pasos:

1. Como punto de partida se ha usado el dataset 1 cons-

truido en [9] de imágenes de pistolas, junto a la clase

background, donde se han incluido caras, coches, esce-

nas, etc. La mayorı́a de las imágenes fueron descargadas

de Internet.

2. A las imágenes del punto 1, se ha sumado la primera

clase competitiva, el smartphone.

3. Se han añadido el resto de objetos que pueden causar

confusión como billete, monedero y tarjeta.

4. Enriquecimos todas las clases del conjunto de datos

con imágenes tomadas por diferentes cámaras con diver-

sas calidades y resoluciones, una cámara réflex, Nikon

D5200, y dos cámaras de videovigilancia, Hikvision DS-

2CD2420F-IW y Samsung SNH-V6410PN.

5. Eliminamos las imágenes borrosas junto con las imáge-

nes en las que el ojo humano podı́a confundir los

distintos objetos.

Para evaluar la calidad de cada conjuntos de datos se

utilizó la base de datos Dataset-Test. Las caracterı́sticas de los

conjuntos de datos construidos se proporcionan en la Tabla I.

Tabla I
ELEMENTOS QUE COMPONEN CADA UNO DE LOS 5 DATASET DE TRAIN, Y

EL DATASET DE TEST, EN NÚMERO DE IMÁGENES.

Dataset- # img Pistola Smartphone Billete Monedero Tarjeta Background

1 4616 3464 0 0 0 0 1152
2 5412 3394 866 0 0 0 1152
3 5862 3394 866 134 137 179 1152
4 7177 3523 1022 287 315 307 1723
5 5801 1580 755 545 581 340 2000

Test 1100 294 115 123 104 64 400

Las predicciones, y las medidas precisión, recall y F1

obtenidas en cada clase por el modelo entrenado individual-

mente en la Dataset-1, -2, -3, -4 y -5 se muestran en la

Tabla II. En general, el aumento del número de clases mejora

el rendimiento global y por clase del modelo. De la Dataset-5

a Dataset-1, el rendimiento mejoró en 35.7 % en precisión,

8.7 % en recall y 28.05 % en F1. El clasificador reconoce

la pistola más apropiadamente cuando aprende a distinguir

mejor entre ella y más objetos diferentes como, smartphone,

monedero, billete y tarjeta. Como se puede observar, los

valores de precisión, recall y F1 obtenidos en las diferentes

1http://sci2s.ugr.es/weapons-detection

Tabla II
PARA CADA DATASET DE TRAIN, PREDICCIONES, PRECISIÓN, RECALL Y

F1 DE CADA CLASE, TESTEADO EN DATASET-TEST.

Clasificador entrenado con Dataset-1 Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción
Background 246 58 22 0 25 40 62.91 % 61.50 % 62.19 %

Pistola 154 65 82 294 90 24 41.46 % 100.00 % 58.62 %

MEDIA 52.19 % 80.75 % 60.41 %

Clasificador entrenado con Dataset-2 Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción
Background 236 40 14 0 1 22 75.39 % 59.00 % 66.19 %

Pistola 120 40 50 293 21 7 55.17 % 99.65 % 71.03 %
Smartphone 44 43 40 1 93 35 36.32 % 80.86 % 50.13 %

MEDIA 55.63 % 79.84 % 62.45 %

Clasificador entrenado con Dataset-3 Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 228 1 6 0 2 3 95.00 % 57.00 % 71.25 %
Billete 6 108 0 0 0 23 78.83 % 87.80 % 83.07 %

Monedero 5 1 66 0 1 0 90.41 % 63.46 % 74.57 %
Pistola 120 4 16 291 15 3 64.81 % 98.97 % 78.33 %

Smartphone 39 8 15 3 95 6 57.22 % 82.60 % 67.61 %
Tarjeta 2 1 1 0 2 29 82.85 % 45.31 % 58.58 %

MEDIA 78.18 % 72.52 % 72.23 %

Clasificador entrenado con Dataset-4 Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 302 5 14 2 6 4 90.69 % 75.50 % 82.40 %
Billete 0 108 0 0 0 5 95.57 % 87.80 % 91.52 %

Monedero 8 1 64 1 5 0 81.01 % 61.53 % 69.94 %
Pistola 70 4 11 291 6 1 75.97 % 98.97 % 85.96 %

Smartphone 18 3 15 0 97 5 70.28 % 84.34 % 76.67 %
Tarjeta 2 2 0 0 1 49 90.74 % 76.56 % 83.05 %

MEDIA 84.04 % 80.78 % 81.59 %

Clasificador entrenado con Dataset-5 Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 338 3 7 1 1 1 96.29 % 84.50 % 90.01 %
Billete 7 114 1 1 0 4 89.76 % 92.68 % 91.20 %

Monedero 9 4 91 2 16 0 74.59 % 87.50 % 80.53 %
Pistola 34 0 1 290 1 1 88.68 % 98.63 % 93.39 %

Smartphone 8 1 2 0 97 1 88.99 % 84.34 % 86.60 %
Tarjeta 4 1 2 0 0 57 89.06 % 89.06 % 89.06 %

MEDIA 87.89 % 89.45 % 88.46 %

clases al entrenar el modelo en Dataset-1, -2 y -3 son muy

desequilibrados, por ejemplo, para la clase smartphone, el

modelo entrenado en Dataset-3 muestra una precisión del

57.22 %, recall 82.60 % y F1 67.61 % mientras que para la

clase billete el modelo muestra un precisión de 78.83 %, recall

87.80 % y F1 83.07 %. Esto significa que el uso de un gran

número de imágenes no implica un mejor aprendizaje sino

que imágenes de mayor calidad proporcionan una mejora en

el aprendizaje del modelo. El aprendizaje del modelo mejora

sustancialmente desde Dataset-3 a Dataset-5 gracias a una

mayor calidad y diversidad de las imágenes incluidas en

Dataset-5. Los mejores resultados y más equilibrados por clase

se obtienen al entrenar el modelo de seis clases, Dataset-5,

ya que tiene una mayor calidad y diversidad. En el resto

del trabajo utilizaremos Dataset-5 para la evaluación de OVA

y OVO ya que es la base de datos que permite al modelo

distinguir mejor entre los diferentes objetos.

IV. EVALUACIÓN DE OVA, OVO Y DRCW-OVO

En esta sección se evaluará el rendimiento de los métodos

OVA, OVO y DRCW-OVO en nuestro problema de multi-

clasificación. Para entrenar estos modelos, se ha usado la

base de datos Dataset-5 y para testear las distintas técnicas

y evaluarlas, Dataset-Test. Además, compararemos con el

modelo entrenado sobre Dataset-5 al tener mejor resultados

y ser el modelo de referencia. Primero analizamos OVA en

IV-A, OVO en IV-B y DRCW-OVO en IV-C.

IV-A. Estrategia OVA

Para obtener los resultados del método de agregación MAX

que vemos en la Tabla III, se han entrenado seis clasificadores

y se han testeado sobre el conjunto de test, Dataset-Test. En

este se pueden ver las predicciones, y las medidas precisión,

recall y F1 obtenidas en cada clase.

Si comparamos los resultados de OVA con el modelo de

referencia multiclase, observamos que los resultados son muy

similares. El margen de mejora de OVA con respecto al modelo
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Tabla III
PARA OVA MAX, PREDICCIONES, PRECISIÓN, RECALL Y F1 DE CADA

CLASE, TESTEADO EN DATASET-TEST.

OVA MAX Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 335 4 8 1 1 0 95.98 % 83.75 % 89.45 %
Billete 5 116 0 1 0 3 92.80 % 94.30 % 93.54 %

Monedero 6 2 90 2 15 0 78.26 % 86.53 % 82.19 %
Pistola 36 0 1 290 1 2 87.87 % 98.63 % 92.94 %

Smartphone 13 1 3 0 97 1 84.34 % 84.34 % 84.34 %
Tarjeta 5 0 2 0 1 58 87.87 % 90.62 % 89.23 %

MEDIA 87.85 % 89.70 % 88.62 %

de referencia es insignificante. El modelo base entrenado en

Dataset-5 obtuvo un precisión de 87,89 %, recall 89,45 % y un

F1 88,46 %, mientras que OVA con el método MAX obtuvo

un precisión de 87,85 %, recall 89,70 % y F1 88,62 %.

IV-B. Estrategia OVO

Nuestro problema es un problema de seis clases, por lo

que OVO tendrá quince clasificadores. En la Tabla IV y para

cada subtabla, se muestran los resultados de una estrategia de

agregación diferente expresado en términos de predicciones,

precisión, recall y F1 obtenidos para el test Dataset-Test.

Tabla IV
PARA CADA MÉTODO DE AGREGACIÓN DE OVO, PREDICCIONES,

PRECISIÓN, RECALL Y F1 DE CADA CLASE, TESTEADO EN DATASET-TEST.

OVO VOTE random Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 337 3 7 1 1 1 96.29 % 84.02 % 89.87 %
Billete 5 115 1 0 0 2 93.50 % 93.50 % 93.50 %

Monedero 7 4 92 3 12 0 77.97 % 88.46 % 82.88 %
Pistola 40 0 2 288 3 1 86.23 % 97.96 % 91.72 %

Smartphone 8 0 2 2 98 2 87.50 % 85.22 % 86.34 %
Tarjeta 3 1 0 0 1 58 92.06 % 90.62 % 91.34 %

MEDIA 88.92 % 90.00 % 89.27 %

OVO VOTE by weight Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 341 4 8 1 1 1 95.79 % 85.25 % 90.21 %
Billete 4 114 1 0 0 2 94.21 % 92.68 % 93.44 %

Monedero 6 4 91 3 11 0 79.13 % 87.50 % 83.11 %
Pistola 37 0 2 288 3 2 86.75 % 97.96 % 92.01 %

Smartphone 10 0 2 2 99 1 86.84 % 86.09 % 86.46 %
Tarjeta 2 1 0 0 1 58 93.55 % 90.62 % 92.06 %

MEDIA 89.38 % 90.02 % 89.55 %

OVO WV Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 341 5 8 1 1 1 95.52 % 85.25 % 90.09 %
Billete 4 114 0 0 0 2 95.00 % 92.68 % 93.83 %

Monedero 6 3 92 3 11 0 80.00 % 88.46 % 84.02 %
Pistola 37 0 2 288 3 2 86.75 % 97.96 % 92.01 %

Smartphone 10 0 2 2 99 1 86.84 % 86.09 % 86.46 %
Tarjeta 2 1 0 0 1 58 93.55 % 90.62 % 92.06 %

MEDIA 89.61 % 90.18 % 89.75 %

OVO LVPC Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 342 5 9 2 1 2 94.74 % 85.50 % 89.88 %
Billete 4 114 0 0 0 2 95.00 % 92.68 % 93.83 %

Monedero 5 3 91 3 10 0 81.25 % 87.50 % 84.26 %
Pistola 39 0 2 288 5 2 85.71 % 97.96 % 91.43 %

Smartphone 8 0 2 1 98 1 89.09 % 85.22 % 87.11 %
Tarjeta 2 1 0 0 1 57 93.44 % 89.06 % 91.20 %

MEDIA 89.87 % 89.65 % 89.62 %

OVO ND Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 339 4 7 1 1 1 96.03 % 84.75 % 90.04 %
Billete 4 114 1 0 0 2 94.21 % 92.68 % 93.44 %

Monedero 6 4 90 3 11 0 78.95 % 86.54 % 82.57 %
Pistola 40 0 2 289 3 2 86.01 % 98.30 % 91.75 %

Smartphone 8 0 4 1 99 1 87.61 % 86.09 % 86.84 %
Tarjeta 3 1 0 0 1 58 92.06 % 90.62 % 91.34 %

MEDIA 89.15 % 89.83 % 89.33 %

OVO PC Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 341 5 8 1 1 1 95.52 % 85.25 % 90.09 %
Billete 4 114 0 0 0 1 95.80 % 92.68 % 94.21 %

Monedero 6 3 93 3 12 0 79.49 % 89.42 % 84.16 %
Pistola 38 0 2 288 3 2 86.49 % 97.96 % 91.87 %

Smartphone 9 0 1 2 98 1 88.29 % 85.22 % 86.73 %
Tarjeta 2 1 0 0 1 59 93.65 % 92.19 % 92.91 %

MEDIA 89.87 % 90.45 % 90.00 %

OVO PE Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 339 4 7 2 1 1 95.76 % 84.75 % 89.92 %
Billete 4 114 0 0 0 2 95.00 % 92.68 % 93.83 %

Monedero 6 4 91 3 11 0 79.13 % 87.50 % 83.11 %
Pistola 40 0 2 288 3 2 85.97 % 97.96 % 91.57 %

Smartphone 8 0 4 1 99 1 87.61 % 86.09 % 86.84 %
Tarjeta 3 1 0 0 1 58 92.06 % 90.62 % 91.34 %

MEDIA 89.26 % 89.93 % 89.43 %

Como podemos observar en la Tabla IV, OVO PC supera al

resto de métodos, alcanzando unos valores medios de precisión

del 89,87 %, recall 90,45 % y F1 90,00 %. Además, OVO PC

obtuvo el mejor rendimiento sobre todas las estrategias eva-

luadas, OVA y el modelo multiclasificador base. En particular,

OVO PC mejoró el modelo base en un 1,98 % en precisión,

un 1 % en recall y un 1,54 % en F1.

IV-C. Estrategia DRCW-OVO

DRCW-OVO se evalúa en cuatro valores diferentes de k, el

número de vecinos más cercanos que hacen el promedio medio

en el valor de la distancia. Los resultados se muestran en la

Tabla V. Cada subtabla muestra los resultados de un valor de

k diferente expresado en términos de predicciones, precisión,

recall y F1 obtenido sobre Dataset-Test.

Tabla V
PARA DISTINTOS VALORES DE K EN DRCW-OVO, PREDICCIONES,

PRECISIÓN, RECALL Y F1 DE CADA CLASE, TESTEADO EN DATASET-TEST.

DRCW-OVO k=1 Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 347 5 8 2 1 1 95.33 % 86.75 % 90.84 %
Billete 2 114 0 0 0 1 97.44 % 92.68 % 95.00 %

Monedero 5 3 91 3 9 0 81.98 % 87.50 % 84.65 %
Pistola 35 0 2 288 4 1 87.27 % 97.96 % 92.31 %

Smartphone 8 0 3 1 100 1 88.50 % 86.96 % 87.72 %
Tarjeta 3 1 0 0 1 60 92.31 % 93.75 % 93.02 %

MEDIA 90.47 % 90.93 % 90.59 %

DRCW-OVO k=3 Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 343 5 9 2 1 1 95.01 % 85.75 % 90.14 %
Billete 2 114 0 0 0 1 97.44 % 92.68 % 95.00 %

Monedero 5 3 91 3 11 0 80.53 % 87.50 % 83.87 %
Pistola 39 0 2 288 4 1 86.23 % 97.96 % 91.72 %

Smartphone 8 0 2 1 98 1 89.09 % 85.22 % 87.11 %
Tarjeta 3 1 0 0 1 60 92.31 % 93.75 % 93.02 %

MEDIA 90.10 % 90.48 % 90.14 %

DRCW-OVO k=5 Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 343 5 9 2 1 1 95.01 % 85.75 % 90.14 %
Billete 2 114 0 0 0 1 97.44 % 92.68 % 95.00 %

Monedero 5 3 91 3 10 0 81.25 % 87.50 % 84.26 %
Pistola 39 0 2 288 5 1 85.97 % 97.96 % 91.57 %

Smartphone 8 0 2 1 98 1 89.09 % 85.22 % 87.11 %
Tarjeta 3 1 0 0 1 60 92.31 % 93.75 % 93.02 %

MEDIA 90.18 % 90.48 % 90.19 %

DRCW-OVO k=7 Background Billete Monedero Pistola Smartphone Tarjeta Precisión Recall F1

Predicción

Background 341 5 9 2 1 1 94.99 % 85.25 % 89.86 %
Billete 3 114 0 0 0 1 96.61 % 92.68 % 94.61 %

Monedero 5 3 91 3 9 0 81.98 % 87.50 % 84.65 %
Pistola 40 0 2 288 5 1 85.71 % 97.96 % 91.43 %

Smartphone 8 0 2 1 99 1 89.19 % 86.09 % 87.61 %
Tarjeta 3 1 0 0 1 60 92.31 % 93.75 % 93.02 %

MEDIA 90.13 % 90.54 % 90.20 %

Como podemos observar en esta Tabla V, el método

DRCW-OVO con valor k de uno, obtuvo el mejor resultado

sobre todos los OVO evaluados, OVA y el modelo multiclasi-

ficador base. Esta configuración de DRCW-OVO ha obtenido

un precisión media de 90.47 %, recall 90.93 % y F1 90.59 %.

Esta técnica mejoró el modelo multiclasificador base en un

2,58 % en precisión, 1,48 % recall y 2,13 % F1. Esta mejora,

con el alto valor de las medidas obtenidas, puede suponer un

incremento importante en los resultados de la clasificación.

V. CONCLUSIONES Y TRABAJO FUTURO

En este trabajo, proponemos el uso de técnicas de binari-

zación como OVA y OVO para mejorar los resultados de una

CNN normal en la tarea de clasificación. Por esta razón, y

con la experiencia en este tipo de situaciones, utilizamos un

conjunto de datos formado por armas de fuego y otros objetos

que se manejan de forma similar. Los pasos realizados fueron,

(1) incluir las clases de objetos que pueden suponer una

confusión para el modelo como smartphone, billete, monedero

y tarjeta, y añadir imágenes con más calidad y contexto a

la base de datos utilizando distintas cámaras y contextos, (2)

utilizar un nuevo modelo de clasificación como ResNet-101 y

(3) mejorar la robustez utilizando técnicas de machine learning

como OVA, OVO y DRCW-OVO.

Los resultados obtenidos del modelo entrenado en Dataset-

5 y testeado sobre Dataset-Test obtienen una mejora de

rendimiento de 35.7 % en precisión, 8.7 % recall y 28.05 %

F1. Dataset-5 se usa para entrenar los modelos OVA, OVO

y DRCW-OVO y los resultados del mejor modelo fueron de
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90.47 % en precisión, recall de 90.93 % y F1 de 90.59 % para

la técnica DRCW-OVO k=1. En resumen, hemos alcanzado

una mejora del 2,58 % en precisión, del 1,48 % en recall y

del 2,13 % en F1. Esto significa que, DRCW-OVO obtiene el

valor más alto sobre todas las estrategias evaluadas.

Nuestro trabajo futuro consistirá en estudiar otros objetos

que impliquen conflictos. Además, se hará un filtro para

las instancias ruidosas que pueden causar confusión en los

modelos CNN.
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