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Resumen—A dia de hoy, la cantidad de informacion provenien-
te de fuentes que emiten constantemente datos es inmensa, por lo
que se hace necesario la extraccion automatica de conocimiento
para la mejora de servicios en la vida cotidiana de las personas.
La bisqueda de patrones emergentes permite la descripcion de
las caracteristicas discriminativas entre clases o la descripcion de
tendencias emergentes en los datos. En este trabajo se presenta
un nuevo enfoque basado en un sistema evolutivo difuso para la
extraccion de patrones emergentes en flujos continuos de datos.
Los resultados del estudio experimental muestran unos resultados
prometedores para la extraccion de este tipo de conocimiento en
el ambito de la mineria de flujo de datos.

Index Terms—Descubrimiento de reglas descriptivas supervisa-
das, mineria de patrones emergentes, algoritmos evolutivos multi-
objetivo, mineria de flujo de datos.

I. INTRODUCCION

Vivimos en la era de la informacién. A dia de hoy, el desa-
rrollo en las tecnologias de la informacién y la comunicacién
ha permitido un aumento exponencial en la cantidad de datos
generados. Esto se debe principalmente al abaratamiento de los
sistemas de almacenamiento y sensores generadores de datos
[1]. Toda esta cantidad de datos contiene conocimiento muy
relevante para las empresas para poder mejorar sus servicios
[3] lo que ha propiciado el desarrollo en los dltimos afios
de técnicas de extraccién de conocimiento en estos enormes
volimenes de informacién heterogénea en lo que se conoce
como Big Data [2]. Sin embargo, existen dmbitos de trabajo,
como por ejemplo en gestiéon de energia [4], donde los datos
muy antiguos son completamente irrelevantes. En este caso,
un andlisis continuo de la informacién conforme los datos van
llegando es mads interesante. A este tipo de mineria de datos
se le conoce como mineria de flujo de datos [5].

La mineria de flujo de datos tiene en cuenta varios factores
que hacen que la extraccién de conocimiento en este tipo de
datos sea un desafio en comparacién con la mineria de datos
tradicional, como por ejemplo la actualizacién continua del
modelo de aprendizaje o la necesidad de desechar informacién
antigua [6], [5]. Ademas, muchos sensores y fuentes de datos
poseen una tasa de refresco muy elevada (del orden de Khz)
que implican ademads un aprendizaje lo méas rapido posible [7].

La mineria de patrones emergentes (EPM) [8], [9] es
una tarea de mineria de datos encuadrada dentro del marco
de tareas denominado “descubrimiento de reglas descriptivas
mediante aprendizaje supervisado” (SDRD) [10]. El principal
objetivo de la tarea es la extraccion de patrones descriptivos

cuyo soporte varie significativamente de un conjunto de datos
(o clase) a otro. Esto quiere decir que EPM se encuentra a
medio camino entre las inducciones descriptiva y predictiva ya
que se pretende describir relaciones entre los datos utilizando
para ello aprendizaje supervisado. Las principales finalidades
de esta tarea son la descripcidn de las caracteristicas discrimi-
nativas entre clases o la descripcion de tendencias emergentes.
No obstante, a pesar de las claras capacidades descriptivas
de la tarea, esta se ha utilizado ampliamente en la literatura
como un clasificador, aplicindose con éxito en campos como
la Quimica [11], [12], Bioinformatica [13], [14] o Medicina
[15], [16], entre otros [17]. No obstante, un nuevo enfoque
basado en en el uso de sistemas difuso evolutivos (EFSs) [18]
ha sido desarrollado recientemente con propuestas capaces de
extraer conocimiento con un buen balance entre la capacidad
descriptiva de las reglas y su fiabilidad [19], [9], [20].

En este trabajo se presenta una primera propuesta para
la extraccién de patrones emergentes de calidad en entornos
de mineria de flujo de datos denominado SE2P (Stream
Extraction of Emerging Patterns). Este algoritmo se basa
principalmente en el empleo de dos fases: una fase online en
la que se almacena la informacion hasta obtener un bloque de
datos con un tamafio determinado y una fase offline basada
en un sistema difuso evolutivo (EFS) multi-objetivo capaz
de extraer conocimiento de las caracteristicas discriminativas
entre clases con un buen balance entre capacidad descriptiva
y fiabilidad sobre dicho bloque de datos.

El trabajo se estructura de la siguiente manera: en la Seccién
IT se introduce el problema y, en concreto, la definicién y
caracteristicas de EPM y de la mineria de flujo de datos a
lo largo de la literatura. A continuacién, en la Seccién III se
presenta el enfoque de extraccién de conocimiento propuesto
y en la Seccién IV se muestra un estudio experimental para la
validacién de la calidad del conocimiento extraido. Por ultimo,
se presentan las conclusiones extraidas junto a los posibles
trabajos futuros.

II. PRELIMINARES

En esta seccién se revisan los conceptos basicos referentes a
EPM y la mineria de flujo de datos. En primer lugar se presenta
la definiciéon de EPM asi como sus objetivos principales. A
continuacion, se define la mineria de flujo de datos junto a
una breve descripcién de los diferentes enfoques utilizados.
Por dltimo, se presentan las principales medidas de calidad
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empleadas en EPM y cémo son empleadas en SE2P para la
mineria de flujo de datos.

II-A.  Mineria de patrones emergentes

La mineria de patrones emergentes fue definida por Dong
y Li [8], [9] como:
“Sea un patrén X cualquiera, y sea p > 1 un valor
de umbral, X se denominard como emergente si y
solo si su indice de crecimiento entre dos conjuntos
de datos Dy y Do es mayor que p.”

Este indice de crecimiento (GR) es definido con una funcién
representada en la Ecuacién 1.

0, Si Sop1(X) = Sop2(X) =0,
GR(X) = { o0, Si Sop1(X) =0 A Sopa(X) #0, (1)
§Z§f§§§ , en otro caso

donde Sop;(X) es el soporte del patrén X en el conjunto de
datos <.

Los propdsitos principales para los que fue definida la tarea
son:

= La descripcién de las diferencias caracteristicas entre
clases o conjuntos de datos.

= La descripcidn de tendencias emergentes.

= La deteccidn de diferencias entre multiples variables.

En concreto, nuestra propuesta se centrara en el primer obje-
tivo, es decir, lo que buscamos son diferencias caracteristicas
entre las clases de un flujo de datos a lo largo del tiempo.
Habitualmente, estos patrones se presentan al experto en forma
de reglas con el siguiente formato [21]:

R : Cond — Clase 2)

donde C'ond es un conjunto de caracteristicas, normalmente
en forma de pares atributo-valor y Clase es el valor de la
variable objetivo o de interés.

La principal dificultad que posee la extraccion de estos
patrones se encuentra en la misma definicién de patrén emer-
gente. El GR se define en funcién de un ratio entre soportes, 1o
cual propicia que el espacio de los patrones emergentes no sea
convexo [22]. Esto quiere decir que patrones mds especificos,
y por tanto, con menor soporte, puedan poseer valores de GR
mas elevados que aquellos cuyos soportes sean mas altos. Es
por esta razén que se han definido a lo largo de la literatura
diferentes tipos de patrones emergentes cuyas restricciones
permiten una mayor facilidad de extraccién, como los patrones
Jumping o los patrones emergentes x?2, entre otros [23], [24],
[25], [9]. Asimismo, se han desarrollado diferentes técnicas
algoritmicas para la extraccién de estos patrones encuadra-
das en cuatro categorias diferentes [9]. A pesar del amplio
desarrollo de la tarea, la gran mayoria de algoritmos han sido
desarrollados como clasificadores, ignorando las cualidades
descriptivas de la tarea. Sin embargo, en los udltimos afios se
ha desarrollado un enfoque basado en EFSs, donde destaca
el algoritmo MOEA-EFEP [20], cuyos resultados poseen un
buen balance entre las cualidades descriptivas y la fiabilidad
de las reglas.

II-B. Mineria de flujo de datos

Un flujo de datos se define como una secuencia ordenada y
potencialmente infinita de ejemplos que llegan al sistema a lo
largo del tiempo a una velocidad que puede ser variable [26].
Esta definicién tan simple de un flujo de datos trae consigo
una gran variedad de diferencias respecto a la mineria de datos
tradicional, donde se destaca [5]:

= No se puede almacenar toda la informacién en memoria.
Al ser potencialmente de tamafio infinito hay que buscar
estrategias para procesar y descartar los datos.
= Todos los datos no se encuentran disponibles en el
momento del aprendizaje. Los datos van llegando a lo
largo del tiempo y es el modelo el que tiene que aprender
conforme los datos lleguen, es decir, el modelo debe de
adaptarse a lo largo del tiempo.
= Como el flujo es generado por una fuente a lo largo
del tiempo, el fendmeno que subyace en la generacion
de dichos datos suele cambiar con mayor o menor
frecuencia. A este hecho se le denomina en la literatura
como cambio de concepto [27]. Esto quiere decir que el
modelo aprendido con los datos en un instante ¢, si se
produce un cambio de concepto, no serd valido para los
datos en el instante ¢ 4 x.

= Esta velocidad de llegada es, normalmente, alta respecto
a la capacidad de procesamiento que se posee. Por lo
tanto, se busca que el algoritmo de aprendizaje sea capaz
de aprender lo mas rapido posible con el fin de evitar el
encolamiento de las instancias.

Teniendo en cuenta estas caracteristicas, las instancias que
llegan al sistema se pueden procesar de dos formas diferentes
[5]:

= Online. Las instancias llegan una a una y son procesadas

por el algoritmo de aprendizaje tan pronto estén dispo-
nibles.

= Por bloques. Las instancias son almacenadas hasta ob-

tener un bloque de datos de un tamafio predeterminado
y donde todo el bloque es procesado a la vez por el
algoritmo de aprendizaje.

Una vez se ha elegido la metodologia de procesamiento de
los datos, es necesario determinar la estrategia de aprendizaje
del método. Entre las técnicas mds utilizadas para el aprendi-
zaje en mineria de flujo de datos destacan [28]:

= Detectores de cambio de concepto [29]. Son métodos

externos al algoritmo de aprendizaje que calculan di-
ferentes propiedades del flujo de datos para detectar
cambios. Normalmente poseen dos niveles: un nivel de
alerta en donde el cambio empieza a ocurrir, donde solo
se aprende usando los datos mads recientes; y un nivel de
alarma indicando un cambio severo donde el clasificador
se reemplaza.

= Ventanas deslizantes [30]. Se almacenan en un buffer de

memoria las instancias mas recientes, deshaciéndose de
aquellas mds antiguas que no caben en dicho buffer. Esto
permite al método aprender unicamente de las instancias
mds recientes en el flujo.
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= Ensemble [31]. En donde se utilizan diferentes clasi-
ficadores que permiten hacer un seguimiento del flujo
de datos. Existen actualmente dos estrategias principa-
les: aprender un nuevo método y afiadirlo al ensemble,
descartando métodos antiguos si es necesario, o bien
mediante un esquema de pesos en los diferentes clasi-
ficadores en funcién de su rendimiento.

II-C. Medidas de calidad

En mineria de datos tradicional, la calidad de un modelo se
determina mediante diferentes mecanismos como por ejemplo
la validacién cruzada [32]. Sin embargo, muchos de estos
mecanismos requieren del uso del conjunto de datos completo
para poder realizar una evaluacion correcta. Esto es imposible
en mineria de flujo de datos porque no poseemos el conjunto
de datos al completo. Por lo que es necesario el uso de técnicas
diferentes para la evaluacién de los modelos.

Uno de los esquemas de evaluacién mds utilizado es el
denominado fest-then-train [33]. En este esquema, cuando una
instancia o bloque de datos llega al sistema sirve para evaluar
el modelo actual o hacer una prediccién sobre la instancia
concreta o el bloque de datos. Una vez se realiza este proceso,
dicha instancia o bloque pasa a entrenar el modelo actual.

En EPM, la medida més importante es el GR, pues es
la métrica que define la tarea. No obstante, es necesario
determinar diferentes aspectos tales como generalidad, interés
o fiabilidad [9], claves para la correcta extraccién de reglas
interpretables y precisas. La tarea fue concebida inicialmente
para el andlisis de problemas entre dos clases o conjuntos de
datos. Sin embargo, la tarea puede ser facilmente extendida
a problemas multiclase mediante estrategias como One vs All
(OVA) [34] donde la clase positiva es la que se encuentra
descrita en el consecuente de la regla y la negativa el resto de
clases del problema.

Cuadro I
MATRIZ DE CONFUSION PARA UNA REGLA EN EPM.

Clase predicha
Clase real Positive Negative
Positive p=tp p=fn
Negative n=fp n=tn

En la Tabla I se puede observar la matriz de confusidn,
donde: p representa el nimero de ejemplos correctamente
cubiertos, p el nimero de ejemplos de la clase no cubiertos,
n el nimero de ejemplos cubiertos incorrectamente, y 7 el
nimero de ejemplo correctamente no cubiertos.

Las medidas de calidad mas utilizadas en EPM son las
descritas a continuacion [9]:

= Growth Rate (GR). Definida en la Ecuacién 1, mide el
poder discriminativo de una regla.

= Confianza (Conf). Se define como el ratio de la capacidad
predictiva de la regla para la clase positiva [35].

P

Conf(R) = ——

3

= Atipicidad (Atip). Esta medida hibrida muestra el balance
existente entre generalidad y ganancia de precision de la
regla [21].

Atip(R) =

p+n< p P ) @
P+N\p+n P+N

El dominio de esta medida tiene una dependencia directa
con el porcentaje de la clase a medir, por lo tanto,
para realizar comparaciones es necesario normalizar esta
medida. Esta normalizacién se ha llevado a cabo de la
siguiente manera:

Atip(R) — (F (0 7))
(F(1=%) = (0= %))
= Tasa de falsos positivos (FPR). Mide el porcentaje de

ejemplos incorrectamente cubiertos respecto al total de

ejemplos de la clase negativa. Esta medida debe ser

minimizada para la obtencién de reglas precisas [36].

Atip_Norm(R) =

(5)

n
FPR(R) = - (6)

= Tasa de verdaderos positivos (TPR). Mide el porcentaje
de ejemplos correctamente cubiertos respecto al niimero
total de ejemplos de la clase positiva [37].

TPR(R) = % %)

= Numero de reglas. Mide la cantidad de reglas extraidas.
= Nimero de variables. Mide el nimero medio de variables
que se obtienen en el conjunto de reglas.

III. SE2P: STREAM EXTRACTION OF EMERGING
PATTERNS

Esta seccion presenta la propuesta algoritmica para la ex-
traccion de patrones emergentes descriptivos para mineria de
flujo de datos llamado SE2P.

SE2P utiliza un enfoque basado en dos fases online/offline
utilizando para ello el esquema de procesamiento de instancias
basado en bloques. Esto implica que la fase online en un
primer lugar agrupard instancias provenientes del stream hasta
que se alcance el nimero de instancias determinado por el
tamafio de bloque. Cuando hay un bloque de datos disponible,
la fase offline ejecutard el niicleo de SE2P, el cual es un
EFS multi-objetivo basado en el enfoque NSGA-II [38] para
la extraccién de un conjunto de reglas que representen las
caracteristicas discriminativas de las diferentes clases que se
encuentren en dicho bloque. Es importante destacar que la
estrategia de aprendizaje de SE2P se basa en una modificacion
del esquema de ventanas deslizantes donde se almacenan los
modelos de reglas obtenidos previamente mds una funcién
de evaluacién en el proceso evolutivo que permite el uso de
esta estructura con el objetivo de adaptarse a los cambios de
concepto.

Este algoritmo evolutivo utiliza una codificacién “cromoso-
ma = regla” donde se representa tanto el antecedente como
el consecuente de la regla, lo que permite la extraccién de
reglas de todas las posibles clases en una unica ejecucion. La
Unica representacion disponible en este método es la forma
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normal disyuntiva (DNF), ya que se ha demostrado que se
obtienen mejores resultados que con otras representaciones
[39]. La Figura 1 presenta una regla DNF, representada en
el genotipo por un vector binario. Es importante destacar que
para variables numéricas se emplea el nimero de conjuntos
difusos correspondientes a etiquetas lingiiisticas que se definen
por funciones de pertenencia triangulares uniformes.

Genotipo
xro xr3
111 10000

4

Fenotipo
SI (z1 = (LL} VvV LL3)) A (z3 = Caty) ENTONCES (zop; = Positiva)

T1
101

T4 Class
000 1

Figura 1. Representacion de una regla DNF en EVAEP.

III-A.  Operador de inicializacion

SE2P utiliza un operador de inicializacién sesgada basado
en el conocimiento previo con el fin de poder actualizarlo con
los nuevos datos. Este operador afiade el modelo de reglas
extraido del bloque de datos anterior a la poblacién inicial (Fy)
mientras que el resto de individuos son inicializados de manera
completamente aleatoria, pero controlando la inicializacion
de, como maximo, el 25 % de sus variables en el 75 % de
individuos de esta poblacién. Esto permite la obtencién de
individuos con gran generalidad al proceso evolutivo.

IlI-B. Operadores genéticos

La poblacién de la siguiente generacién es obtenida median-
te la aplicacion de distintos operadores genéticos: operador de
seleccion por torneo binario [40], un operador de cruce multi-
punto [41] y un operador de mutacién sesgada empleado por
primera vez en un algoritmo de descubrimiento de subgrupos
en [42].

Asimismo, SE2P utiliza un operador de reinicializacion
con el fin de evitar el estancamiento de la poblacién en un
optimo local. Esta reinicializacién se lleva a cabo mediante la
utilizacién de un operador de token competition [43] con el
que se eliminan reglas solapadas. A continuacion, el resto de
individuos se genera aleatoriamente.

III-C. Funcion de evaluacion

Uno de los aspectos fundamentales en la mineria de flujo
de datos es la necesidad de adaptar el modelo en funcién de
los datos que van llegando. Como hemos visto anteriormente,
el fendmeno subyacente en los datos puede variar a lo largo
del tiempo, pudiendo invalidar todo el conocimiento previo.
Por lo tanto SE2P utiliza un esquema de ventana deslizante
con pesos en donde se almacenan tnicamente los n dltimos
conjuntos de reglas extraidos. Con esta estructura, la funcién
que se utilizard para determinar la calidad de cada objetivo en
SE2P para una regla R; viene dada por la Ecuacién 8.

t
Fitnessf (R:) = QM (Ry) - [1— Y. SW(Ri,j) 27" @®

j=t—n

donde QM (R;) es el valor de la medida de calidad usada
como objetivo k en el bloque de datos ¢ actual, SW(R;, j)
es una funcién que devuelve cero si R; se encuentra en el
conjunto de reglas devuelto para el bloque j o uno en caso
contrario. El objetivo de esta funcién de evaluacidén no es
otro que la penilizacién de aquellas reglas que no definen
el fenémeno subyacente en los datos, representado por las
reglas extraidas anteriormente. Esto se debe a que el cambio
normalmente se produce de manera gradual, por lo que el
conocimiento previo sigue siendo relevante hasta que el nuevo
prevalece.

III-D. Esquema de funcionamiento

El proceso de ejecucién de SE2P es el siguiente: una vez se
ha obtenido un bloque de datos, se lanza la fase de aprendizaje
offline. En un primer lugar, siguiendo el esquema test-then-
train se evaluard el modelo de reglas extraido en el bloque
anterior. Una vez evaluado el modelo de reglas, dicho bloque
de datos pasa a ser un conjunto de entrenamiento. Es impor-
tante destacar que, al no existir un modelo de reglas previo,
el primer bloque pasa a ser directamente de entrenamiento.
Por lo tanto, las evaluaciones se realizan a partir del segundo
bloque.

A continuacién, el EFS multi-objetivo se ejecuta, comen-
zando con la aplicacién del operador de inicializacion sesgada
basada en conocimiento previo para generar Fy. Después, el
proceso evolutivo da comienzo, ejecutandose durante g gene-
raciones o hasta que un nuevo bloque de datos esté disponible.
Dentro de este proceso evolutivo se aplicardn los operadores
genéticos, obteniendo una poblacién de descendientes (), de
igual tamafio que la poblacion actual. A continuacién ambas
poblaciones se unen en U, se evaliian aquellos individuos no
evaluados y se obtiene la poblacién de la siguiente generacion
mediante la ordenacién por frentes de dominancia propia del
algoritmo NSGA-II. Por dltimo, se analiza el estancamiento
de la poblacién, donde se comprueba si la poblacién actual
no ha cubierto ejemplos nuevos del bloque durante un 25 %
del total de generaciones. El operador de reinicializacién se
aplicara en caso de que la poblacién se estanque.

Una vez finalizado el proceso evolutivo, el algoritmo apli-
caré el operador de token competition [43] para eliminar aque-
llas reglas redundantes y el resultado de este procedimiento
serd el devuelto al usuario.

IV. ESTUDIO EXPERIMENTAL

En este trabajo se presenta un estudio preliminar de una
primera propuesta para la extraccién de patrones emergentes
con un buen balance entre la capacidad descriptiva de las
reglas extraidas y la fiabilidad de las mismas dentro de
la mineria de flujo de datos. En concreto, se abordard el
tratamiento de Big Data mediante técnicas de mineria de flujos
de datos. Para ello se ha simulado un flujo de datos mediante la
herramienta de mineria de datos MOA [44]. Las caracteristicas
de los conjuntos de datos utilizados como por ejemplo el
nimero de instancias totales, nimero de variables y niimero
de clases se presentan en la Tabla II.
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Cuadro II
CONJUNTOS DE DATOS UTILIZADOS EN EL ESTUDIO EXPERIMENTAL.
Nombre  # Instancias  # Variables  # Clases
Air 539395 7 2
Elec 45312 7 2
forest 581012 54 7
Higgs 11000000 28 2
Susy 5000000 18 2

Los parametros utilizados por SE2P en este estudio experi-
mental se muestran en la Tabla III, los pardmetros utilizados
son similares a los utilizados por EFSs desarrollados para
EPM sobre datos estdticos [20]. Sin embargo, uno de los
pardmetros mds importantes para determinar el rendimiento
de SE2P es el tamafio del bloque de datos que se procesara.
En este trabajo se van a seleccionar tres tamafios de bloque
diferentes: 1500, 2500 y 5000 instancias por bloque con el
objetivo de determinar el mas apropiado.

Cuadro IIT
PARAMETROS UTILIZADOS POR SE2P EN EL ESTUDIO EXPERIMENTAL.
Pardametro Valor
Etiquetas lingiiisticas 3
Numero de generaciones maximas 60
Tamafio de poblacién 50
Probabilidad de cruce 0.7
Probabilidad de mutacién 0.1
Tamaio de ventana temporal 5
Cuadro IV
RESULTADOS MEDIOS OBTENIDOS POR SE2P EN LOS FLUJOS DE DATOS
ANALIZADOS.
Nombre  Tam. bloque Ny Ny ATIP  CONF GR TPR FPR  Tiempo ejec. (ms)
1500 2,006 2539 0,588 0,594 0953 0,521 0,346 400,402
Air 2500 2,000 2539 0584 0581 0914 0498 0330 473,280
5000 2,000 2580 0575 0541 0873 0477 0,327 1159472
1500 2,000 2259 0,657 0,688 0966 0,583 0,260 433,586
Elec 2500 1941 2,088 0659 0,700 0971 0612 0294 557,235
5000 2000 2875 0661 0687 0938 058 0262 581,125
1500 4054 9,107 0,770 0,519 0969 0,799 0,241 1692,702
forest 2500 4134 9578 0739 0495 0948 0,764 0,263 1915,446
5000 4252 9,184 0,693 0437 0914 0730 0,307 2616,087
1500 2011 7,640 0524 0549 0913 0475 0426 263,109
Higgs 2500 2013 8237 0526 0550 0960 0477 0426 337,272
5000 2,007 9904 0,526 053 0992 0433 0,380 436,454
1500 2006 7,081 0,622 0674 1000 0516 0272 212,349
Susy 2500 2,004 7454 0,604 0,692 1,000 048 0277 257,945
5000 2,005 7821 059 0681 1,000 0487 0296 315,184

En la Tabla IV se presentan los resultados medios obtenidos
por SE2P a lo largo de los diferentes flujos de datos analizados.
Es importante remarcar que, debido al funcionamiento de
SE2P, estos resultados medios se han obtenido usando n; — 1
bloques, siendo n; el nimero total de bloques analizados.
A continuacién se muestra un andlisis de cada una de las
diferentes medidas de calidad analizadas:

= Numero de reglas y variables. En general el nimero de

reglas obtenido es muy bajo. Se destaca que el nimero
de instancias por bloque no influye significativamente en
estos resultados. Sin embargo, se puede observar que
el nimero de variables es en algunos casos elevado,
llevando el modelo extraido a una nivel de complejidad
mayor. Sin embargo, en lineas generales, el modelo
extraido es simple.

= Atipicidad. Esta medida, que mide el interés de las reglas
extraidas, nos indica que en general las reglas obtenidas
son interesantes, obteniéndose mejores resultados en blo-
ques de 1500 instancias.

= Confianza. En esta medida se puede observar una amplia
variabilidad en los resultados, donde el mejor resultado
se obtiene con tamafios de bloque de 2500 en tres de
los cinco conjuntos analizados. No obstante, el nivel
de confianza es aceptable en los diferentes tamafios de
bloque.

= GR. En esta medida se representa el porcentaje de
patrones extraidos que son patrones emergentes. Como se
puede observar, en general se extraen reglas emergentes
y que por tanto poseen altas capacidades discriminativas,
independientemente del tamafio de bloque escogido.

= Balance TPR-FPR. En estos resultados se puede observar
que la generalidad de las reglas medidas como TPR es
bastante elevada. Sin embargo, a pesar de que los niveles
de FPR son elevados, la diferencia entre ambas métricas
nos permite poder decir que los resultados obtenidos
poseen, en general, un buen balance entre la generalidad
y la precision. También es importante destacar que los
resultados son mejores a menor tamafio de bloque.

= Tiempo de ejecucion. En cuento al tiempo de ejecucién
del algoritmo se puede observar que, obviamente, el
tiempo medio de procesamiento de un bloque es menor
en funcién del tamafio de bloque. Ademads, se destaca
que el tiempo de ejecucién es lo suficientemente rapido
para el procesamiento de flujos de datos en donde se
pueda procesar un bloque de datos cada segundo, lo cual
es bastante aceptable.

V. CONCLUSIONES

En este trabajo se ha presentado un estudio preliminar
de un primer enfoque la extraccién de patrones emergentes
para mineria de flujo de datos. Este algoritmo se basa en
el procesamiento de las instancias por bloques de datos de
tamaio fijo en donde se ejecuta un algoritmo evolutivo multi-
objetivo por cada bloque con el objetivo de extraer patrones
emergentes que describan las caracteristicas discriminativas de
las diferentes clases del problema.

Los resultados del estudio realizado demuestran unos resul-
tados muy prometedores y abren una linea de investigacion
donde se necesita implementar nuevas técnicas para mejorar
los resultados actuales y los tiempos de ejecucién a fin de
poder procesas flujos de datos mas veloces.
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Resumen—Obtener informacion relevante de la gran can-
tidad de datos que se generan en las interacciones de un
mercado o, en general, de un conjunto de datos diadicos, es
un amplio problema que despierta gran interés académico y
en la industria. Por otra parte, la interpretabilidad de los
algoritmos de aprendizaje maquina esta adquiriendo relevancia
hasta el punto de ser requerida legalmente, lo que dispara la
necesidad de contar con algoritmos con estas caracteristicas. En
este trabajo proponemos una medida de calidad que tiene en
cuenta el nivel de interpretabilidad de un resultado. Presentamos,
ademas, un algoritmo de agrupamiento sobre datos diadicos que
ofrece resultados con el nivel de interpretabilidad que desee el
usuario y que es capaz de manejar grandes volimenes de datos.
Detallamos experimentos que avalan tanto la precision de los
resultados obtenidos, comparable a métodos tradicionales, como
su escalabilidad.

Index Terms—segmentacion de mercado, interpretabilidad,
explicabilidad, escalabilidad, aprendizaje automatico, big data

I. INTRODUCCION

Los datos obtenidos al monitorizar el funcionamiento de un
mercado son, en su mayoria, diddicos, es decir, representan
la relaciéon entre dos entidades, ya sean estas usuarios y
productos, compradores y vendedores u otra pareja de agentes.
Mais generalmente, los datos diddicos [1] recogen informacion
sobre la interaccion de dos entidades de cualquier dmbito y
son prevalentes en problemas tan comunes como los sistemas
recomendadores [2], lingiifstica computacional, recuperacién
de informacién y aprendizaje de preferencias [3], ademas de
estar presentes en campos mas especificos como la correccion
automatica de examenes [4].

Un problema tradicional a tratar sobre datos de este tipo
consiste en obtener agrupaciones de entidades con un com-
portamiento similar, dando lugar a un modelado de mayor
nivel del entorno estudiado. De esta manera se podria, por
ejemplo a partir de los datos de un recomendador de libros,
buscar conjuntos de libros que atraen a usuarios similares o
conjuntos de usuarios que tienen gustos parecidos respecto a
la lectura.

Este trabajo ha sido parcialmente financiado por el Ministerio de Eco-
nomia y Competitividad (proyectos de investigacién TIN 2015-65069-C2,
tanto 1-R como 2-R y Red Espafiola de Big Data y Andlisis de datos
escalable, TIN2016-82013-REDT), por la Xunta de Galicia (GRC2014/035
y ED431G/01) y por Fondos de Desarrollo Regional de la Unién Europea.
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Antonio Bahamonde
Universidad de Oviedo
Gijon, Espaifia
abahamonde @uniovi.es

Amparo Alonso-Betanzos
Grupo LIDIA. CITIC.
Universidade da Coruiia
A Coruiia, Espana
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El estudio de los mercados con el objetivo de identificar
subconjuntos de actores que se comportan como mercados
mads pequefios y homogéneos es la meta de la segmentacion
de mercados [5]. La informacién obtenida a partir de estas
agrupaciones que se comportan de manera homogénea permite
a las empresas hacer campafias de marketing dirigido a medida
de cada grupo, aumentando asi su efectividad y disminuyendo
costes [6]. Esta informacion es, por tanto, una ventaja codi-
ciada por las empresas, pero resulta complicada de obtener en
la préctica atin cuando se dispone de abundantes datos.

Por otra parte, que los resultados obtenidos de la segmen-
tacion de mercados sean comprensibles por un gestor humano
es un factor esencial que estd atrayendo mucha atencién
recientemente. El concepto de interpretabilidad se refiere a esta
caracteristica, aunque no se trata de un concepto monolitico
sino que, de acuerdo a [7], refleja distintas ideas. Idealmente,
el modelo obtenido debe:

1. permitir a un supervisor interpretar sus resultados de
manera que pueda verificar que los objetivos del modelo
estdn alineados con los deseados (p.e. un sistema de
evaluacion de crédito no debe tener sesgos raciales o de
género),

2. motivar sus predicciones de manera que un supervisor
pueda hacer hipétesis de causalidad que luego verificara,
descartando meras correlaciones fortuitas o dependientes
de un tercer factor,

3. explicar sus salidas de manera que se pueda corroborar
céomo de generalizables son. Por ejemplo, en el caso
descrito en [8], un sistema de predicciéon de mortalidad
por neumonia asignaba, erroneamente, menor riesgo a
los pacientes que también padecian asma. Esto se debia
a que estos pacientes habian recibido un tratamiento mas
agresivo por lo que, en el historial de datos analizados,
sus porcentajes de recuperacion solian mejorar respecto
a otros pacientes; en consecuencia, el modelo automatico
asignaba un menor riesgo resultado de una mala genera-
lizacién que posiblemente causaria el resultado contrario
al esperado. Al utilizar el modelo derivado para asignar
tratamientos, estos pacientes recibirian un tratamiento
mads leve, puesto que al haber obtenido histéricamente
mejores resultados, su riesgo estimado de mortalidad
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seria menor,
4. ser informativo, es decir, ofrecer al supervisor informa-
cién novedosa sobre las variables bajo estudio.

Estas caracteristicas en ocasiones son incluso requeridas por
ley, como en el caso del “derecho a la explicacién” recogido
en el nuevo Reglamento Europeo de Proteccién de Datos de
la Uni6én Europea!, de manera que resultan no solo deseables
en todo caso sino que también obligatorias en muchos otros.

Los algoritmos de aprendizaje automdtico ofrecen interpre-
tabilidad generalmente de dos maneras distintas: (1) mediante
la transparencia del modelo y/o del algoritmo, que permite al
supervisor seguir la ”’16gica” usada para hacer las predicciones,
como ocurre por ejemplo con las reglas de produccién, o
(2) interpretabilidad post-hoc, consistente en justificar las
salidas bien ofreciendo casos similares o visualizaciones u
otros métodos que ayuden a identificar las caracteristicas de la
entrada que llevan a una prediccion. Esta segunda opcién es la
mds comun pero, aunque ofrece una explicacion de cada caso
individual, no es informativa ya que no ofrece al supervisor
informacion general del entorno modelado.

Un problema adicional es que, si bien, el estudio de los
mercados se ve potenciado por la inmensa cantidad de datos
que se generan y recogen —tanto en entornos online como, en
menor medida, en tiendas fisicas— y la valiosa informacién
que estos datos encierran, a su vez, su inmenso volumen
dificulta la extraccion de esta informacion. Por tanto, se
requiere la utilizacién de algoritmos escalables que puedan
procesarlos.

En este trabajo proponemos un nuevo algoritmo de agrupa-
miento de datos diddicos que se puede utilizar para realizar
segmentacion de mercado. Este algoritmo busca obtener datos
facilmente interpretables e informativos para un supervisor
humano, mejorando asi su proceso de toma de decisiones.
Ademas, su implementacién en la plataforma escalable Apache
Spark [9] permite procesar grandes cantidades de datos para
obtener informacién decisiva en un tiempo practico. En la
Seccién II detallamos los trabajos previos de otros autores en
este campo; en la Seccién III se definen los principales con-
ceptos manejados por el sistema propuesto y en la Seccién IV
presentamos el nuevo algoritmo. En la Seccién V mostramos
y comparamos los resultados de aplicar nuestro algoritmo a
un conjunto de datos de lectores de noticias. Por dltimo, la
Secciéon VI resume las conclusiones obtenidas y el trabajo
futuro que proyectamos realizar.

II. TRABAJO RELACIONADO

Las técnicas de segmentacion de mercado se pueden dividir
atendiendo al origen de los datos que utilizan [10]:

1. A priori. Utilizan informacién de los compradores o de
los productos que esta disponible antes de su interaccién
en el mercado. Adolecen de no prestar atencién al
comportamiento de los actores en el mercado y ofrecer,
por tanto, informacién limitada.

Thttps://ec.europa.eu/info/law/law-topic/data-protection_en

2. Post-hoc. Se basan en el estudio de los datos que se
generan durante la actividad en el mercado. Es un
enfoque mds explorado para el que se han utilizado algo-
ritmos de agrupamiento [11], drboles de clasificacion y
regresion [12], mapas autoorganizativos [13], algoritmos
de reduccion de la dimensionalidad [14] o algoritmos de
co-agrupamiento [15].

Desde el punto de vista de la interpretabilidad, los algoritmos
mencionados muestran caracteristicas dispares. Mientras los
resultados de algoritmos evolutivos y de co-agrupamiento
no son apropiados si la interpretabilidad es un objetivo, los
mapas autoorganizativos, y los algoritmos de reduccién de
la dimensionalidad y de agrupamiento ofrecen explicaciones
post-hoc al supervisor. No obstante su capacidad de relacionar
de manera sencilla las variables de entrada que describen
a cada grupo es limitada, lo que reduce su utilidad para
motivar sus predicciones y explicar sus salidas. Los drboles
de clasificacion y regresion, por otra parte, si relacionan de
manera clara las variables de entrada con las predicciones
efectuadas y han sido utilizados con este fin sobre datos no
diddicos [16], aunque su tamafio debe ser controlado para
ofrecer explicaciones verificables por un supervisor.

III. DEFINICIONES

Los datos diddicos X describen una interaccion entre dos
entidades U e Z. Cada dato = € X tiene la forma (u,i,v)
donde u € U y © € Z son los elementos de cada entidad que
se relacionan y v es un valor que informa respecto a esa inter-
accién. Para cualesquiera u, ¢ existird un dato x que describird
su relacion (ya sea observado o predicho), por lo cual se puede
representar X como una funcién f : (U,Z) — {-1,+1}
que se denomina funcién de utilidad. Nétese que aunque
v puede tomar cualquier valor, para este trabajo hacemos
la simplificacién de transformarlo a -1 o 1. Obtener una
prediccion del valor de esta funcién de utilidad es un problema
muy habitual que se intenta resolver sobre estos datos y que ha
sido repetidamente resuelto en la literatura mediante métodos
como la factorizacién matricial [2]. Por otra parte, definiremos
una agrupacién CI(U) sobre un & como un conjunto de m
grupos disjuntos que abarcan todos los elementos de /. En
férmula:

ClU) = {Cluy,. .., Clup,} . (1)

Se puede utilizar la homogeneidad de la funcién de utilidad
dentro de cada grupo Cluy, para establecer la idoneidad de la
agrupacién [17]. Definiremos con este objetivo la proporcién
p de elementos positivos en un grupo se como

: i) = +1
prj = Pr(+1|Clug, i) = [{u € Cluy : f(u,ij) = +1} |
|Cluy|

2
donde i; representa el elemento j-ésimo de 7.

Diremos que un grupo Cluy, es coherente cuando haya gran
consenso entre sus valores de f, es decir, que p se acerque a
0 o a 1. Podemos medir esta coherencia, como anunciamos,
utilizando la entropia de p.

H(p) = —plogy(p) — (1 — p)logy(1 — p). 3)
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H (pr;) nos permite medir la coherencia de un tdnico grupo
Cluy, respecto al elemento 7;. Para extender esta medida a
todo el agrupamiento CI1(U) debemos tener en cuenta todos
sus grupos y todos los elementos de Z. Para conseguir esto,
utilizaremos la media ponderada. Formalmente, definimos la
entropia ponderada (EP) del agrupamiento C(U/) como

Peiw) = 3 T o). @
k.j

Con las caracteristicas de interpretabilidad descritas en la
Seccién 1 en mente, en este trabajo nos enfocaremos en la
capacidad de los algoritmos para motivar sus predicciones
de manera sencilla utilizando las variables de entrada, con
el objetivo de que un supervisor pueda formular y verificar
hipétesis, asi como también de resultar informativo respecto
a la situaciéon general del mercado en un instante dado.
Debemos, por tanto, incluir en nuestra medida de idoneidad
la complejidad de la explicacién que requiere cada grupo,
que mediremos con el nimero de variables que lo describen.
Definimos, en consecuencia, la calidad de un agrupamiento
como

calidad(CIU)) = —EP(CIU)) =X Y. NV(Cluy).

Clu,eCl(U)
&)

donde NV se refiere al nimero de variables necesarias para
describir Clug y A es un hiperpardmetro que permite al
supervisor balancear la entropia del agrupamiento con su
explicabilidad. Se puede comprobar que existe un balance
entre la complejidad de la explicacion y la precision del agru-
pamiento obtenido, lo cual es esperable intuitivamente: para
obtener grupos uniformes generalmente serd preciso formar
gran nimero de ellos, lo que obligard a describirlos con mas
variables; ambas cosas reducen la explicabilidad del modelo.
Por el contrario, para obtener un modelo mds explicable serd
necesario obtener un menor nimero de grupos descritos con
menos variables, que consecuentemente tendrdn que ser menos
uniformes. El hiperpardmetro A permite al supervisor decidir
cémo manejar esta disyuntiva.

Cabe destacar que, aunque la calidad asi descrita es un
nimero negativo, esto no es relevante. El objetivo del algo-
ritmo serda maximizar su valor, acercandolo a 0. Esta medida
de calidad se puede aplicar a agrupamientos construidos con
cualquier algoritmo sobre una entidad ¢/ de un conjunto de
datos diddicos.

IV. ALGORITMO PROPUESTO

En este trabajo proponemos un algoritmo de agrupamiento
sobre datos diddicos (post-hoc) que obtenga grupos lo mads
homogéneos posibles y que, al mismo tiempo, se expliquen
con el minimo ndmero posible de variables que describen
a las entidades de la diada (a priori). De esta manera, en
el escenario de la segmentaciéon de mercado, el supervisor
puede obtener informacién sobre cémo se dividen sus usua-
rios/productos y la relacion entre estos grupos para asi tomar
decisiones informadas en consecuencia. Para ello se construird

un 4rbol de decisién que describird una agrupacién CI(U) en
la que cada hoja del nodo representa un grupo descrito por las
variables que conducen por el 4rbol hasta esa hoja.

El proceso global consiste en, a partir de la funcién de
utilidad que relaciona a ambas entidades de la diada, realizar
una exploracion de los posibles drboles de decisién formados
sobre las variables de entrada buscando maximizar la calidad
de la agrupacion resultante definida segin la Ecuacién 5.

Para poder explorar de manera eficiente el espacio de
soluciones es necesario realizar ciertas simplificaciones. En
primer lugar, para simplificar el cémputo de calidad de una
agrupacién y dado que el niimero de elementos de Z puede
hacer impracticable su cdlculo, en lugar de realizar el cémputo
de entropia respecto a cada elemento de Z, consideraremos una
muestra aleatoria representativa de los elementos de Z. Una
manera de hacer esto es haciendo un agrupamiento previo de 7
por procedimientos convencionales y tomando los centroides
ci; como representantes. Una vez calculados estos centroides,
la proporcién p descrita en la Ecuacién 2 se aproximard como

|[{u € Cluy, : f(u,cij) =+1}|

prj = Pr(+1|Clug, cij) = |Cluy|

(6)
y la Ecuacién 4 deberd modificarse para tener en cuenta el
tamafo del grupo Cli; representado por ci;

|Clug|Clig|
———— H(pk;). @)

Por otra parte, dado que el problema de explorar todos
los posibles arboles de decision anteriormente descritos es
generalmente inabarcable, se hace necesario establecer una
estrategia de busqueda. En primer lugar, para evitar que el
arbol de decision pueda bifurcarse en cualquier posible valor
de cada variable de entrada, debe reducirse el nimero de estos
puntos de bifurcacién. Se establecerd, por tanto, un maximo
de puntos de bifurcacién por variable y estos se determinaran
mediante discretizacion en el caso de las variables continuas.

A continuacién se construird el drbol de decisién realizando
una busqueda voraz. Para ello en cada nodo se tomara el
candidato mds prometedor, que se determinard utilizando una
heuristica. Por tanto, siendo v; el i-ésimo punto de corte de
la variable V, calcularemos la heuristica del agrupamiento
L={uel:Vu)<v},R={uecl:V(u)> v} asocia-
do a v; con la siguiente férmula, derivada de manera empirica:

n(L,R) = ~EP(L) = EP(R) — (|[L| - [R)* (8

Realizando una biisqueda voraz en la que para cada nodo se
tome el punto de bifurcacién candidato con mejor heuristica
y repitiendo el proceso recursivamente para los grupos L'y R
obtenidos hasta alcanzar un nivel Lj;4x preestablecido por
el usuario, se construird un unico arbol de decision de L ;4 x
niveles. Para expandir la cantidad de espacio de busqueda
explorado y mejorar asi las posibilidades de obtener una buena
solucién, el algoritmo propuesto explora en cada paso no
solo el candidato con mejor valor de la heuristica, sino los
N mejores, dando lugar a N arboles posibles. Cada uno de
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esos arboles, a su vez, daran lugar a otros 2 x N &arboles al
explorar el nivel siguiente, con lo cual el nimero de drboles
explorados aumenta exponencialmente con el L4 x. Deberd,
en consecuencia, elegirse un valor bajo tanto para N como
para Lprax. El arbol de decisiéon obtenido serd un arbol
binario de Lj;ax niveles y, por tanto, delimitara 2Llmax
grupos.
Este proceso aparece descrito en el Algoritmo 1.

Datos: U, f, Lyjax, N
Resultado: Arbol de decisién que determina el
agrupamiento.
funcion
CONSTRUYEARBOL(U, nivel, puntosC, f, Lyrax, N)
si nivel >NIVEL_MAX entonces
| devolver ()
fin
candidatos < lista ordenada con capacidad N;
para (variable, valor) € puntosC hacer
1 izq < {u € U : u[variable] < valor};
der < {u € U : u[variable] > valor};
si HEURISTICA(22q, der) > candidatos.minimo
entonces
2 | candidatos.anadir((variable,valor));
fin

fin

mejor + (;

para (variable, valor) € candidatos hacer

3 izq + {u € U : uvariable] < valor};

4 der < {u € U : u[variable] > valor};

5 arbollzq + CONSTRUYEARBOL(izq, nivel +
1, puntosCorte);

6 arbolDer < CONSTRUYEARBOL(der, nivel +
1, puntosCorte);

7 nuevo « (variable, valor, arbollzq, arbol Der)
si EP(nuevo, f) > EP(mejor, f) entonces

8 ‘ mejor = nuevo;

fin

fin
devolver mejor;

fin

puntosC' < lista de puntos de corte en todas las
variables;

devolver

CONSTRUYEARBOL(U, 0, puntosC, f, Lyax, N);
Algoritmo 1: Algoritmo de construccién del agrupamiento.

Por dltimo, es posible que tras completar la bisqueda un
subconjunto de este arbol alcance mayor calidad que el arbol
completo. Por tanto, se intentard mejorar la calidad de la
agrupacion eliminando grupos mediante un proceso de poda.
Para ello se recorreran los nodos desde Lj;4x — 1 hasta la
raiz y se eliminardn aquellas bifurcaciones cuyo efecto en la
calidad general no supere un umbral indicado por el usuario,
tal como aparece detallado en el Algoritmo 2.

El algoritmo descrito consta de cémputos que se pueden

Datos: arbol, umbral, A
Resultado: Arbol podado.
funcion PODA(drbol,umbral, \,nivel)
1 si ESHOJA(arbol) entonces
2 devolver arbol;
fin
3 izq <—PODA(drbol.ramalzq, umbral, nivel + 1);
der «—PODA (drbol.ramaDer, umbral, nivel 4+ 1);
entropiaDividido <
izq.entropiax|izq|+der.entropiax|der| .
|arbol| ’
6 AFE = entropiaDividido — arbol.entropia;
ANV =
izqg.numVars + der.numVars — arbol.numV ars;
si —AE — AMANV < umbral entonces
arbol.ramalzq + 0
9 arbol.ramaDer + 0
devolver arbol;

fin

devolver PODA(arbol,umbral,\,0);
Algoritmo 2: Algoritmo de podado del arbol.

realizar en paralelo dado que son independientes. Para aprove-
char esta caracteristica se ha implementado en Apache Spark.
Valiéndose de la computacién distribuida que facilita Spark se
aumenta la escalabilidad del algoritmo y se posibilita asi el
andlisis de grandes conjuntos de datos en tiempos razonables.

V. EXPERIMENTACION

Para comprobar la validez de este algoritmo hemos realizado
dos experimentos. En primer lugar hemos calculado un agru-
pamiento con una entropia ponderada comparable a la obtenida
en [17] para una agrupacién de 100 grupos obtenidos mediante
K-Means. El segundo experimento consiste en comprobar el
efecto sobre el tiempo de ejecuciéon de la adicion de mads
nodos de cémputo para el cilculo distribuido, para establecer
qué nivel de escalabilidad tiene la implementacién en Apache
Spark del algoritmo propuesto.

Para ello hemos utilizado un conjunto de datos de la
empresa Outbrain, liberado en el contexto de una competicion
auspiciada por el popular sitio web Kaggle.com. Outbrain es
la empresa lider en descubrimiento de contenidos, mediante
la sugerencia a lectores de noticias en las que pueden estar
interesados. El conjunto de datos’ recoge las visitas de un
grupo de usuarios a las paginas web de multitud de publica-
ciones periodisticas durante 14 dias. De cada visita se registra,
ademas de metadatos como la fecha, la localizacion o el medio
empleado para conectarse, el documento visitado, del cual se
conocen ciertos aspectos del contenido, y el resultado de su
interaccién con los anuncios mostrados en la pagina que, a
su vez, enlazan a otros documentos. Aunque la competicion
original buscaba predecir qué anuncios tendrian més éxito en
una situacion dada, el problema que hemos decidido abordar

2El conjunto de datos estad disponible para descargar en el sitio
https://www.kaggle.com/c/outbrain-click-prediction
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Cuadro I
DESCRIPCION DEL CONJUNTO DE DATOS

Conjunto Atributos Muestras
DIAI 647 1,289,506

es la agrupacion de los pares usuario-documento en funcién de
su comportamiento. Para ello hemos determinado las visitas
correlativas de un usuario y hemos registrado la preferencia del
usuario por un documento ofrecido frente a otros, obteniendo
tuplas de preferencias sobre las que aprender la funcién de
utilidad mediante factorizacién matricial [17]. Dado que los
documentos visitados se refieren a temas de actualidad, las
visitas registradas varfan de temética con el tiempo y, por ello,
tiene sentido agrupar los datos en subconjuntos mas pequefios
que abarquen menos tiempo. En particular, para este trabajo
hemos utilizado los datos recogidos durante el primer dia,
descritos en el Cuadro I. De acuerdo a lo descrito en la Seccién
IV, hemos agrupado las noticias (conjunto Z) en 100 grupos
utilizando K-Means sobre los valores de la funcién de utilidad
para cada noticia. El nimero de candidatos (N) que hemos
explorado para cada nodo es 5.

V-A. Resultados

Para realizar el primer experimento es necesario determinar
un valor de A y decidir qué nivel de profundidad adquirira
el arbol calculado. En este caso optamos por un arbol de 5
niveles. Al fijar este valor, la agrupacién obtenida constard
de 32 grupos descritos con 5 variables cada uno, con lo cual
su valor NV, necesario para computar la calidad segin la
Ecuacion 5 serd de 32 x5 = 160. Tal como describimos en la
Seccién 111, el valor A debe balancear el valor de la entropia
ponderada (que oscila entre 0 y 1) con el valor NV (CIl(U)),
que en este caso oscilard entre 1 y 160. El valor de A dependera
de la importancia que dé el supervisor a la interpretabilidad de
la solucién. En este experimento hemos tomado A = 0,001.

Tras aplicar el algoritmo descrito al conjunto DIAI con los
pardmetros mencionados. La entropia ponderada de la agrupa-
cion es de 0.244 y, en consecuencia, su calidad es de -0.375.
Tal como se indica en la Seccion IV, este valor de calidad se
puede mejorar con el proceso de poda descrito en el Algoritmo
2. Para ello es necesario establecer un umbral de mejora de la
calidad que indique qué nodos deberdn permanecer sin dividir.
Habiendo calculado el arbol previamente, este proceso es lo
suficientemente poco costoso como para que se pueda realizar
la poda con cientos de umbrales distintos y representar en una
grafica los valores obtenidos, tal como se puede apreciar en
la Figura 1. Tomando el valor de umbral (0.003) que obtiene
mayor calidad, se obtuvo un 4rbol que describe 18 grupos,
2 de los cuales se describen usando 3 variables, 8 necesitan
4 variables y los 8 restantes se describen con 5 de las 647
variables. Su valor NV es, por tanto, 78, su entropia ponderada
es de 0.2529 y su calidad es -0.3308. El 4rbol obtenido puede
observarse en la Figura 2. Comparativamente, el agrupamiento
obtenido en [17] ofrece una menor entropia ponderada (0.21),
pero se compone de 100 grupos que precisan las 647 variables

Cuadro II
TIEMPO DE COMPUTO DEL UN ARBOL DE 3 NIVELES. ESCALABILIDAD

Tiempo (H:M:S)
# cores 12 2x12 4x12
DIAI |[3:19:46 2:35:33 1:33:45

para describir sus centroides, lo que se traduce en un valor
de calidad muy bajo (-64,91). Si utilizdsemos un &arbol de
clasificacion para predecir a qué grupo pertenece cada muestra
y de €l extrajésemos nuevas descripciones para los grupos, ain
en el caso 6ptimo estas nunca serian menos de 8 variables de
media (en consecuencia NV = 800), dado que se precisa un
arbol binario de mas de 8 niveles para discernir entre 100
elementos. Por tanto, la calidad de una agrupaciéon compuesta
de 100 grupos nunca serd mayor de -1.01. Esto nos permite
apreciar la utilidad del algoritmo propuesto para encontrar una
agrupacidn bastante homogénea y con explicabilidad alta.

—— Calidad
—-0,35
o)
<
= -04
<
Q
—0,45

-0,1 —5.102 0 5.1072 0,1

Umbral

Figura 1. Calidad del agrupamiento vs umbral de bifurcacién para el conjunto
DIA1 con A = 0,001.

En segundo lugar, para comprobar la escalabilidad del algo-
ritmo, realizamos el mismo cémputo varias veces variando el
nimero de ndcleos de computacion involucrados en el célculo
para observar su efecto en el tiempo invertido. El cémputo que
realizamos se corresponde a la bisqueda del arbol 6ptimo de
tres niveles. Los tiempos de ejecucién aparecen reflejados en
el Cuadro II.

Como se puede apreciar, la independencia de los célculos
realizados, que facilita su computo en paralelo, y la facilidad
de distribucién del célculo que proporciona Apache Spark
provocan que la escalabilidad sea buena, correspondiéndose
casi linealmente el incremento de nodos de computacién con
el descenso del tiempo de ejecucion.

VI. CONCLUSIONES

En este trabajo hemos reflexionado sobre las caracteristicas
que debe cumplir un algoritmo para ser considerado facilmente
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Figura 2. Arbol de decisién que determina el agrupamiento de los usuarios del conjunto de datos DIA1. En cada nodo se listan, respectivamente, la proporcién
de elementos que representa respecto al total (indicada en color azul), la entropia ponderada de ese nodo (verde) y la variable utilizada para la siguiente
bifurcacién (negro). Los valores utilizados para las bifurcaciones se indican al lado de las aristas. En la raiz se indica también en azul la entropia ponderada

del conjunto entero.

interpretable y, adaptando una medida previamente utilizada en
la literatura, hemos desarrollado un algoritmo de agrupamiento
sobre datos diddicos que las cumple. El algoritmo propuesto
permite, cuando es aplicado a datos referentes a interacciones
en un mercado, realizar una segmentacién de mercado a gran
escala que ofrece a un supervisor informacién sobre qué estd
ocurriendo en ese medio en términos de las variables a priori
que maneja. Asimismo, hemos realizado una implementacién
del citado algoritmo en la plataforma de computacion dis-
tribuida Apache Spark que permite su aplicaciéon a grandes
volimenes de datos y hemos realizado experimentos que
verifican tanto la validez de este enfoque como la escalabi-
lidad del mismo. Como trabajo futuro queremos adaptar este
algoritmo para que pueda operar en situaciones en que el
tiempo de cémputo es crucial. Para ello, queremos replantear
la estrategia de buisqueda del arbol 6ptimo para que permita
ser interrumpida en cualquier momento y ofrezca un resultado
parcial relevante. Igualmente, creemos que la obtencién de una
heuristica con mayor poder predictivo haria que la bisqueda
fuese mucho mas eficiente.
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Resumen—La deteccion de anomalias es una tarea de in-
terés en muchas aplicaciones del mundo real cuyo objetivo es
identificar el comportamiento irregular de un proceso basado
en el aprendizaje de como éste se comporta normalmente.
En este trabajo, presentamos una version MapReduce de una
estrategia que ha demostrado ser exitosa para encontrar valores
atipicos (anomalias) en conjuntos de datos de tamaiio mediano.
Esta estrategia, conocida como Bagging-RandomMiner, ahora
ha sido extendida para aprovechar las bondades que Apache
Spark ofrece y poder demostrar su utilidad en contextos de Big
Data. Para evaluar su rendimiento, se ha utilizado el conjunto
de datos PRIDE como Benchmark para identificar situaciones
de estrés (anomalias) en un grupo de 23 sujetos. En este
estudio comparamos Bagging-RandomMiner contra otra version
MapReduce del algoritmo que mejores resultados ha reportado
sobre PRIDE, llamado OCKRA. Los experimentos indican que
Bagging-RandomMiner supera claramente a OCKRA en al
menos 6 % en el score AUC, mas atin su tiempo de ejecucion es al
menos un orden de magnitud menor. Estos resultados soportan la
idea de Bagging-RandomMiner como un algoritmo contendiente
en tareas de Big Data. En este trabajo hacemos disponible el
codigo de esta version.

I. INTRODUCCION

Hoy en dia el mundo avanza implacablemente hacia la era
de Big Data. Todos los dias se generan quintillones de datos.
La International Data Corporation (IDC) predijo en 2014 que
para 2020, el universo digital seria diez veces mds grande
que en 2013[11 La tecnologia actual se ha visto superada por
esta cantidad de datos. Esto ha provocado que el concepto de
Big Data aparezca como un nuevo paradigma para permitir

'IDC: The Digital Universe of Opportunities. 2018 [Online] Disponible:
http://www.emc.com/infographics/digital-universe-2014.htm

el almacenamiento y procesamiento de toda esta informacidn.
Dentro de los desafios que presenta Big Data, hay uno de
especial relevancia que ha encontrado un buen nimero de
aplicaciones en el mundo real. La deteccion de anomalias
se define como la tarea de averiguar cudndo un sistema o
proceso estd actuando errdticamente [1]]. La importancia de
esta tarea es tal que la existencia de un enfoque eficaz podria
llevar a brindar soluciones a escenarios altamente sensibles,
como seguridad en redes de computadoras, la deteccién de
fraude bancario o incluso situaciones de vida o muerte [2],
131, [4).

Recientemente, se ha propuesto un algoritmo Illamado
Bagging-RandomMiner [S] para identificar anomalias o va-
lores atipicos en conjuntos de datos de tamafio mediano.
Motivados por la calidad de los resultados que ha registrado,
incluso superando a conocidos competidores en tareas de Data
Mining tales como AdaBoost.M1, Random Forrest y TreeBag-
ger, entre otros, y su posible aplicacién en escenarios de Big
Data, presentamos en este articulo un disefio de MapReduce
[6] de este algoritmo en el framework Apache Spark. Para
evaluar este algoritmo utilizamos el conjunto de datos de
Deteccion de Riesgos Personales (PRIDE) [[7], que se cred
para servir como benchmark para la deteccion de anomalias en
el contexto de la deteccion de situaciones de estrés (o peligro)
experimentadas por un grupo de 23 personas. Para contrastar
los resultados obtenidos por Bagging-RandomMiner, también
implementamos la version MapReduce del algoritmo que
mejores resultados ha reportado sobre PRIDE, conocido como
OCKRA [8]. La comparaciéon de ambas estrategias muestra
que nuestro disefio supera los resultados del estado del arte en
al menos ~ 6% en el score promedio de Area Bajo la Curva
(AUCQ), lo cual ha sido validado por el test Bayesian Signed-
Rank test. Asi mismo su tiempo de ejecucion es al menos un
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orden de magnitud menor
Ponemos a disposicion de la comunidad esta implementacién
en el repositorio respectivo de Sparkﬂ

La organizacion de este trabajo se estructura de la siguiente
manera: la Seccion |lIf presenta las definiciones bésicas de la
tarea de deteccidon de anomalias, el conjunto de datos PRIDE
y el modelo MapReduce. La Seccién describe el disefio
del algoritmo distribuido propuesto. La Seccién muestra
los experimentos llevados a cabo sobre el conjunto de datos
PRIDE. Finalmente, la Seccién [V]brinda algunas conclusiones
de este trabajo.

II. ANTECEDENTES
II-A. Deteccion de Anomalias

En la tarea de Detecciéon de Anomalias (también conocida
como deteccion de valores atipicos) [1l], a diferencia de la
clasificacién binaria (o multiclase), el clasificador aprende
a reconocer solo una categoria de objeto, la que pertenece
a la clase mayoritaria. En general, se supone que la clase
mayoritaria representa regularidad, es decir, objetos que se
expresan a menudo en el dominio del problema. Suponiendo
que el clasificador es competente en esta tarea, es ficil ver que
éste discriminard automdaticamente un objeto que no parece
pertenecer a la clase mayoritaria, es decir, una anomalia.
Teniendo este contexto se puede ver que la Deteccion de
Anomalias es relevante en una gran cantidad de escenarios, por
ejemplo, para identificar ataques en la web [2], rastrear errores
de software [3]] y deteccion de fraude [4]], entre otros. En este
estudio nos enfocaremos en la tarea de deteccién de anomalias
usando como Benchmark el conjunto de datos conocido como
PRIDE.

II-B. PRIDE y OCKRA

El conjunto de datos PRIDE fue disefiado originalmente
por Barrera et al. [[7] con el objetivo de ayudar a apoyar
tareas de deteccién de anomalias en un escenario sensible de
usuarios que experimentan situaciones estresantes. PRIDE fue
creado con la ayuda de 23 usuarios que fueron supervisados
durante una semana las 24 horas del dia mientras realizaban
sus actividades cotidianas. La recopilacién de la informacion
se logré a través de un sensor de la empresa Microsoft, llamado
Microsoft Band. A partir de los datos generados por esta
banda, se extrajeron 26 caracteristicas. La Tabla |I| presenta las
caracteristicas consideradas en PRIDE para cada usuario. Para
recolectar datos asociados a situaciones estresantes (condicio-
nes de anomalia), los 23 usuarios fueron sometidos a diferentes
escenarios de estrés que simulaban condiciones peligrosas que
podrian enfrentarse en la vida real, por ejemplo, subiendo y
bajando escaleras de un edificio, corriendo 16 metros a alta
velocidad o una sesién de boxeo para simular una pelea, entre
otras actividades [7]]. En promedio hay 323,161 muestras por
usuario y un total de 7,432,715 muestras para los 23 usuarios.

OCKRA a su vez, es el método que mejores resultados
reporta usando la base de datos PRIDE, incluso superando a

Zhttps://spark- packages.org/package/wuicho-pereyra/
Bagging-RandomMiner

Tabla I
ESTRUCTURA DEL CONJUNTO DE DATOS PRIDE
Caracteristica Numero
. X 1
Eje X S )
Acelerometro . X 3
Giroscépico Eje Y s 4
. X 5
Eje Z S 5
. X 7
Eje X S 3
Velocidad . X 9
Angular Eje Y 3 10
. X 11
Eje Z S W
. b4 13
Eje X S ¥
Acelerometro | Eje Y X 15
3 16
. b3 17
Eje Z S 13
Ritmo Cardiaco 19
Temperatura de la piel 20
Pasos 21
Velocidad 22
uv 23
A Podometro 24
A Distancia 25
A Calorias 26

una Maquina de Vectores de Soporte para una sola clase (OC-
SVM) [9]. El algoritmo K-means One-Class with Randomly-
projected features Algorithm (OCKRA) [8] es un ensamble
de 100 clasificadores de una sola clase, basado en mudltiples
proyecciones del conjunto de datos respecto a subconjuntos de
datos aleatorios de caracteristicas. OCKRA aplica k-means++
[10] a cada subconjunto de caracteristicas para obtener una
coleccién de centroides que representan la distribucion de los
datos. Para clasificar una nueva observacion, cada clasificador
determina una medida de similitud (0 — 1). Finalmente, se
promedian las similitudes de cada clasificador y se obtiene la
probabilidad de pertenencia a la clase mayoritaria.

II-C. Modelo MapReduce

MapReduce es un framework introducido por Google en
2003 [6]. Este modelo se compone de dos procedimientos para
procesar datos de forma paralela: Map y Reduce. La operacion
de Map realiza una transformacion a los datos de entrada,
mientras que el método Reduce consiste en una operacién de
agregacion. El flujo de trabajo de un programa MapReduce
se compone de cuatro pasos: primero, el nodo maestro divide
los datos de entrada y los distribuye en todos los nodos. En
segundo lugar, la operaciéon Map aplica una transformacién a
los datos presentes localmente. A continuacién, los resultados
se redistribuyen en el cldster en funcién de los pares clave-
valor generados en la operacién Map. Después de que este
proceso haya finalizado, todos los pares que pertenecen a una
misma clave estan en el mismo nodo. Finalmente, los pares
clave-valor se procesan en paralelo.

Apache Spark E] es un framework de cédigo abierto basado en

3 Apache Spark Project 2018 [Online] Disponible: https://spark.apache.org/
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el modelo MapReduce construido para favorecer la eficiencia,
la facilidad de uso y el cdlculo en memoria interna [11], [12]].
La caracteristica central de Spark son los Resilient Distributed
Datasets (RDDs) [13]. Los RDDs se pueden describir como
una coleccién distribuida e inmutable de particiones de los
datos, distribuidos por el clister. Los RDDs implementan dos
tipos de operaciones: (i) transformaciones, que no se evalian
cuando se definen y devuelven un nuevo RDD después de
aplicar una funcién; y (ii) acciones, que devuelven un valor
y desencadenan todas las transformaciones previas del RDD.
Todas las transformaciones se aplican en paralelo a cada
particion.

III. UNA VERSION MAPREDUCE DE
BAGGING-RANDOMMINER

Para una descripcién de la versién local del algoritmo
Bagging-RandomMiner se sugiere al lector consultar el trabajo
[S]. Bajo el modelo de MapReduce se usaron las siguientes
funciones de Spark: (/) mapPartitions (aplica una funcién a
cada particién de un RDD y devuelve un nuevo RDD), (ii)
zipWithIndex (agrega a un RDD sus indices de elementos)
y, (iii) join (devuelve un RDD que contiene todos los pares
de elementos con claves coincidentes en éste y otro RDD).
Bagging-RandomMiner estd compuesto por dos fases: apren-
dizaje y clasificacion. En la fase de aprendizaje, se selecciona
de manera aleatoria un porcentaje RS de los datos. A partir
de esta muestra, se realiza otro sub muestreo para seleccionar
aquellos objetos que representaran la distribucién completa
de los objetos originales, los cuales son llamados Objetos
Mas Representativos de la poblacion (MRQO). A partir de
aqui, se calcula un umbral de decision (§) promediando la
matriz de distancia de los MRO con la ayuda de la funcién
mapPartitions. Esto se hace iterativamente para un nimero 7'
de clasificadores. En la fase de clasificacion, debido a que
los RDD se distribuyen aleatoriamente de forma natural, la
funcién zipWithindex se aplica para agregar un indice a cada
instancia. Luego, cada instancia de test se compara con los
MRO, eligiendo solo el que tenga la distancia mds cercana
a la instancia de test. Finalmente, la similitud se calcula con
la distancia més cercana y el umbral (J), esto corresponde a
la probabilidad del comportamiento genuino. Este proceso se
repite hasta que se completen los T clasificadores, y, mediante
la funcién join, se almacena el voto de cada clasificador, lo que
nos permite promediar un resultado final. La Figura [I] muestra
un diagrama del funcionamiento de ambas fases.

III-A.  Fase de Aprendizaje

El Algoritmo 1 es la clase principal que orquesta la
operacion de Bagging-RandomMiner. Para iniciar el proce-
dimiento, es necesario proporcionar el conjunto de entre-
namiento (dataTrain) y el conjunto de prueba (dataTest)
en la estructura RDD de tipo LabeledPoint, el nimero
de clasificadores (7'), el porcentaje de objetos seleccionados
para cada clasificador (RS), el porcentaje de objetos mds
representativos (M ROpercent) Y €l tipo de distancia que se
aplicard (disType;1 — euclidea,2 — manhattany 3 —

chebyshev). En el paso 5, un clasificador se entrena aplicando
el Algoritmo 2, pasando los pardmetros de dataTrain, RS
Yy M ROpercent como argumentos. En el paso 7, se obtiene
una prediccién del conjunto de test aplicando el Algoritmo 3,
pasando como parametros el conjunto de prueba y el modelo
entrenado. Luego, cada vez que se hace una prediccién del
conjunto de test, la funcién de union se usa para almacenar
las predicciones de cada clasificador (paso 8). Finalmente,
en el paso 10, se promedian los resultados del clasificador
para obtener la probabilidad de pertenencia al comportamiento
genuino de cada instancia de test, y se devuelve en una variable
con estructura RDD [indice, probabilidad, clase real].

El Algoritmo 2 es la parte principal de la fase de aprendi-
zaje. Aqui es donde se determinan los M RO y el umbral
de decisién para la clasificaciéon de un nuevo objeto. Los
parametros necesarios para comenzar con esta etapa son:
dataTrain, RS, M ROpercent Y disType. Primero, debemos
determinar los MRO del conjunto. Para lograr esto, en el
paso 3 elegimos aleatoriamente el porcentaje de RS de los
datos que serdn usados por el clasificador para representar la
distribucién de los datos originales. Luego, en el paso 4, el
porcentaje de M RO indicado se selecciona aleatoriamente,
siendo estos objetos los prototipos que representan el clasi-
ficador. Ahora, para determinar el umbral de decisién (J) es
necesario calcular la matriz de distancias. Con la ayuda de
la funcién mapPartitions, la matriz de distancias se calcula
para cada nodo, es decir, en paralelo, cada nodo es responsable
de calcular el promedio de la matriz de distancias con los
M RO correspondientes. Al final, cada uno de los promedios
se recopila y se calcula el promedio de estos resultados, que
es el umbral de decision § (pasos 5-15). Finalmente, se crea
un modelo y se devuelven los M RO, el umbral calculado §
y el tipo de distancia utilizada (paso 16).

III-B.  Fase de prediccion

El Algoritmo 3 es responsable de la clasificaciéon de los
nuevos objetos. Para lograr esto, necesitamos el DataTest y
el modelo entrenado por el Algoritmo 2. El proceso comienza
aplicando la funcién zipWithIndex (paso 3) que asigna un
indice a cada instancia para no perder el orden y poder aplicar
la funcién de unién en el algoritmo 1. Después, con la ayuda
de la funcién mapPartitions, la distancia de cada objeto de
test se calcula con todas las M RO distribuidos en cada nodo.
Al final, se elige la distancia mds cercana (dmin) al objeto de
test (paso 10) y la medida de similitud se calcula con la dmin
obtenida y el umbral de decisién § (paso 11). Cuando todos
los nodos terminan sus respectivas ejecuciones, el Algoritmo
3 devuelve un RDD [indice, probabilidad] (paso 14).

IV. RESULTADOS EXPERIMENTALES

Los experimentos se diseflaron utilizando 5-fold cross-
validation y dos versiones de Bagging-RandomMiner, varian-
do el nimero de clasificadores en el ensamble: 10 y 50,
respectivamente. Este dltimo aspecto es interesante de evaluar
ya que OCKRA también es un método de ensamble con un
nimero fijo de clasificadores igual a 100. En cuanto a los
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Clasificadores (CS)
Estandarizados

Conjunto Prueba (TS)
Estandarizados

Valores

MROs distribuidos

[MROs,[SES R

Particion de maps

Llave=1
Distancia Promedio
Matriz 1
T

Cs Lo : o N
= Distancia Promedio / E Avg,

| \ = /
cs,] MROS \.

Distancia Promedio
Matrix n

ik <Clase, Probabilidad>
2 <Clase, Probabilidad>
m <Clase, Probabilidad>

Probabilidad de

<Caracteristicas> & <Distancia cercana>

<Caracteristicas> 2 <Distanci > Comportamiento
istancia cercana: genuino

<Caracteristicas> m <Distancia cercana> i

Distancia cercanap |ave ) 2
Umbral

U - 0.5(

Reduccion de maps

Figura 1. Diagrama de aprendizaje y prediccién de Bagging-RandomMiner en MapReduce.

Algoritmo 1 Main Bagging-RandomMiner

Algoritmo 2 Aprendizaje

1:

w

QD0 e

Entrada: datos: RDD de tipo LabeledPoint (caracteristicas,
clase), prueba: RDD de tipo LabeledPoint (caracteristicas, cla-
se) T: nimero de clasificadores, RS: porcentaje de muestreo,
MROpercent: porcentaje de MROs y distType: tipo de distancia.

. Salida: Probabilidad de pertenencia al comportamiento genuino.
:for ¢ = 0..T do || Itera para crear un modelo de cada
clasificador.
|| Se manda llamar el algoritmo 2.
Model < Aprendizaje(dataTrain, RS, M ROpercent, distType)
|| Se manda llamar el algoritmo 3
pred_tmp « Prediccién(dataT est, Model)
predicciones.join(pred_tmp) || Con la funcién join, las

predicciones se almacenan con la llave indice.
: end for
. return Promedio(predicciones) || Los resultados de cada mo-

delo son promediados, esto corresponde a la probabilidad del
comportamiento genuino

pardmetros de RandomMiner, se usaron la distancia chebyshev
y los valores del 1% para muestreo de los datos y 1% de
objetos MRO.

La métrica para evaluar los modelos es el drea bajo la curva
(AUC) de la tasa de deteccién positiva (comportamiento

L3

® 3 o W

Entrada: dataTrain: RDD de tipo LabeledPoint (caracteristicas, clase),
RS: porcentaje de muestreo, MROpercens: porcentaje de MROs 'y
distType: tipo de distancia.

: Salida: El modelo entrenado, un objeto de clase RandomMiner
. dataTrain' «+ Clasificador(dataTrain, RS) || Un porcentaje de los

datos es seleccionado aleatoriamente.

: MROs < Seleccionar(M ROpercent, dataTrain’) || Un porcentaje

de M RO es seleccionado aleatoriamente.

: mapPartition [ € M ROs || Computar la distancia de cada M RO.

Distance < 0 || Se inicializa la distancia.
for i = 0 To size(l) do || Itera sobre cada M RO de la particién.
for j = i+ 1 To size(l) do || Itera sobre cada M RO de la
particién.
|| Se calcula la distancia entre cada par de M RO
Distance < Distance + CaleDist(1(z), I(j), distType)
end for
end for
umbral.append(Avg(Distance)) || El promedio de cada particién.

: end mapPartition
: 8 < Avg(umbral) || Promedio global de las particiones.
. return (M ROs, 6, distType)

| Se retorna un modelo con los M RO,
el umbral J y el tipo de distancia.

genuino) (T'P) versus la tasa de deteccién de falso positivo
(comportamiento anormal) (F'P). Este indicador de acuerdo
con [14] es una excelente medida para evaluar clasificadores
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Algoritmo 3 Prediccién

1: Entrada: datalest: RDD de tipo LabeledPoint (caracteristicas,
clase), Model: modelo entrenado (MRQ, 9§, distType).

2: Salida: Probabilidad de pertenencia al comportamiento genuino.

3: testIndex + zipWithIndex(dataTest) || Un indice es afadido
a cada instancia.

4: mapPartition | € testIndex || Se evalua por particién el
conjunto de prueba (maps)

5 for : = 0 To size(l) do || Itera sobre cada instancia de la
particion.

6: for j = 0 To size(M ROs) do || Ttera sobre cada M RO
de la particién.

7 | Se calcula la distancia entre cada instancia de
prueba y los M RO.

8: Distance(j) + CaleDist(I(z), MRO(7), disType)

9: end for

10: dmin + min(Distance) || Para cada instancia de
prueba, se determina la mas cercana a los M RO.

1 similaridad — e%%(*%2)" || Se determina la simila-
ridad de la distancia mds cercana.

12: end for

13: end mapPartition

14: return similaridad de tipo RDD || Probabilidad del compor-
tamiento genuino.

de una clase. Finalmente, parar tener mejor evidencia que
la ofrecida por test frecuentistas [15], se aplicé la prueba
estadistica Bayesian Signed Rank Test |16] para comparar la
métrica AUC de la mejor versién de Bagging-RandomMiner
vs OCKRA.

La infraestructura de cémputo (cldster) utilizado para todos

los experimentos en este trabajo estd compuesto por 14 nodos
gestionados por un nodo maestro. Todos los nodos tienen la
misma configuracién de hardware y software. En cuanto al
hardware, cada nodo tiene 2 procesadores Intel XeonEb5 —
2620, 6 nucleos (12 hilos) por procesador, 2 GHz y 64 GB de
RAM. La red utilizada es Infiniband de 40Gb/s. El sistema
operativo es Cent OS 6.5, con Apache Spark y MLIib 2.2.0,
336 nicleos (24 nucleos / nodo), 728 GB de RAM (52 GB /
nodo).
La Figura2lmuestra el porcentaje del score AUC para cada uno
de los 23 sujetos que integran el dataset PRIDE obtenido por
RandomMiner (2 configuraciones) y OCKRA. De acuerdo a
esta figura se pueden obtener 2 conclusiones: (1) los resultados
de RandomMiner mejoran la identificaciéon de anomalias en
practicamente todos los usuarios, y (2) No hay una diferencia
marcada entre usar 10 clasificadores o 50 para RandomMiner.
Este dltimo punto sugiere que el método es robusto.

Para analizar estadisticamente los resultados se aplicé el test
no paramétrico Bayesian Signed Rank a un nivel de confianza
del 95 %. Este test, a diferencia de los test frecuentistas (t-test),
nos permite ser mds concluyentes respecto a las diferencias
de los algoritmos comparados [15]]. En la Figura 3] se muestra
a través de coordinadas baricéntricas la distribucién de dife-
rencias en el desempefio de los algoritmos en tres regiones:
left (OCKRA es mejor que RandomMiner), rope (no hay

diferencia) y right (RandomMiner es mejor que OCKRA).
Observando esta figura es evidente que la mayoria de los casos
se inclina mds a RandomMiner que a la region de no diferencia
y definitivamente mds que a soportar la probabilidad de que
OCKRA sea el mejor algoritmo.

La Figura ] muestra el tiempo de ejecucion total para las
dos versiones de RandomMiner, 10 y 50 clasificadores con
256 maps para cada ejecucion y OCKRA. Ambas versiones
de RandomMiner tienen un mejor tiempo de ejecucién que
OCKRA, ahora, si consideramos que usando 10 clasificadores
en RandomMiner es suficiente para obtener resultados
competitivos esta diferencia se vuelve sustancial.

Dado que la contribucién de este articulo es un nuevo
disefio escalado de Bagging-RandomMiner, es importante
contextualizar el tiempo de ejecuciéon con respecto a la
version original del mismo algoritmo, 1lamado Local, esto se
puede observar en la Figura 5] La escalabilidad de Bagging-
RandomMiner es notable, ya que el tiempo de ejecucion del
algoritmo por usuario pas6 de 14.4 horas a 3.66 minutos en
promedio.

100 T T
RandomMiner (10 Clasif) ——

RandomMiner (50 Clasif)
OCKRA —e—

W

AUC (%)

10 15 20

Sujetos en PRIDE

Figura 2. Porcentaje de Area bajo la curva (AUC) para RandomMiner (2
configuraciones) y OCKRA para cada uno de los 23 sujetos en PRIDE

V. CONCLUSIONES

En este trabajo, se ha propuesto un disefio escalable y
distribuido del algoritmo Bagging-RandomMiner desde Ia
perspectiva MapReduce, basada en la filosofia de ensambles
y aleatoriedad, que permite abordar problemas con alta
dimensionalidad en el 4rea de clasificacion de una sola
clase, para la detecciéon de anomalias y conjuntos de datos
altamente desequilibrados. Los resultados sugieren que
Bagging-RandomMiner supera a OCKRA, la mejor estrategia
para la deteccién de anomalias en el conjunto de datos
PRIDE. Ademds, el método parece ser robusto con respecto
al nimero de clasificadores que considera, ya que con un
nimero muy pequefio de clasificadores (10) se logra un alto
rendimiento y mejora sustancialmente el tiempo de ejecucion.
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rope

Figura 3. Resultados del Bayesian Signed Rank test sobre los resultados de
OCKRA y Bagging-RandomMiner. La aglutinacién de datos en la esquina
inferior derecha (asociada a RandomMiner) sugiere fuertemente que éste es
mejor algoritmo que OCKRA.

700

%)
&
@9 oo RandomMiner (10 Clasif) —— T
RandomMiner (50 Clasif)
8 OCKRA —o—
E 300 | <
2
'_
200 4~ <

0 L L L L
0 5 10 15 20

Sujetos en PRIDE

Figura 4. Tiempo de ejecucion de los algoritmos RandomMiner (2 configu-
raciones) y OCKRA para cada uno de los 23 sujetos en PRIDE
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Resumen—En este articulo proponemos una mejora del algo-
ritmo GLAD con el fin de mejorar su funcionamiento en proble-
mas con grandes conjuntos de datos, en términos de eficiencia y
de precision del modelo resultante. El algoritmo GLAD permite
aprender a partir de datos procedentes de miltiples anotadores,
teniendo en cuenta su capacidad y la dificultad de las instancias
que se predicen. Sin embargo, debido al nimero de parametros
del modelo, este no escala bien a grandes cantidades de datos,
sobre todo si se requiere que el tiempo de ejecucion sea bajo.
Nuestra propuesta, que llamamos CGLAD, resuelve en gran
medida estos problemas mediante clustering a partir de vectores
procedentes de factorizacion de matrices, lo que permite reducir
el nimero de parametros del modelo y, en general, facilitar el
aprendizaje de modelos que siguen la estrategia de GLAD.

Index Terms—aprendizaje automatico no estandar, crowdsour-
cing, miltiples anotadores, débilmente supervisado

I. INTRODUCCION

El algoritmo GLAD [5] permite abordar problemas de
aprendizaje automdtico a partir de muiltiples anotadores (por
ejemplo, los que proceden de plataformas de crowdsourcing)
[7]. Este problema se enmarca dentro del aprendizaje autométi-
co no estandar [2], el cual aborda el anélisis de conjuntos
de datos que difieren en ciertas caracteristicas del aprendizaje
de aprendizaje automadtico tradicional. Concretamente, en el
aprendizaje a partir de multiples anotadores no disponemos
de la etiqueta verdadera de los ejemplos, si no que dispone-
mos de varias anotaciones para cada ejemplo procedentes de
anotadores de calidad desconocida, por lo que se obtiene un
conjunto de datos como el de la Tabla I.

Y Y~

[

Yo
0
1
0

—| = o = o
==l |~

Tabla I: Ejemplo de conjunto de anotaciones
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Aparte de estas anotaciones es posible obtener mds ca-
racteristicas de las instancias, existiendo algoritmos [4] que
permiten hacer uso de estas caracteristicas a medida que se
aprende un modelo. Sin embargo, gran parte de los algoritmos
en esta linea trabaja en resolver unicamente el problema de
agregacion de estas etiquetas [8]. El objetivo ultimo es poder
aprender un modelo a partir de estas anotaciones que permita
predecir la clase verdadera para cada instancia, que entonces
podrd utilizarse en un algoritmo de aprendizaje automatico
tradicional. El enfoque mads sencillo y empleado es el de
usar la clase més frecuente como entrada de un algoritmo de
aprendizaje automadtico, método comtiinmente conocido como
Majority Voting cuando tenemos una variable de salida de tipo
discreto (en el caso continuo usariamos la media). Sin em-
bargo, en la actualidad, existen algoritmos mads efectivos a la
hora de agregar opiniones puesto que permiten tener en cuenta
informacion tal como la experiencia de los anotadores [1] o,
incluso, la dificultad de cada ejemplo [5]. Esta informacion
no solo es util para estimar la verdadera etiqueta, si no que
puede resultar interesante en numerosos problemas.

Este tipo de algoritmos es especialmente interesante cuando
el tamano del problema es mayor, ya que es en este caso
cuando es mas complejo obtener un gran nimero de anotacio-
nes fiables a partir de expertos (o, en general, de personas
en las que podamos confiar) en un determinado problema.
Es, por tanto, recomendable, que los algoritmos utilizados en
la agregacion de etiquetas puedan ser escalables a una gran
cantidad de datos, de forma que puedan aplicarse también en
estos casos.

En este articulo exponemos algunos problemas relacionados
con la escalabilidad del algoritmo GLAD, uno de los algo-
ritmos principales en la agregaciéon de anotaciones cuando
uno estd interesado no solo en evaluar la calidad de los
anotadores sino también en la dificultad de los ejemplos. Por
otro lado, proponemos una mejora de este algoritmo, CGLAD,
que permite abordar problemas de mayor envergadura y fa-
cilita en gran medida el uso de este en todos los contextos,
afiadiendo una mayor estabilidad frente a ligeros cambios en la
configuracién del algoritmo. Por tdltimo, ofrecemos una serie
de comparativas con ambos métodos y exponemos nuestras
conclusiones al respecto.
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II. EL ALGORITMO GLAD

El algoritmo GLAD [5] permite resolver problemas de
aprendizaje con clase binaria usando miiltiples anotaciones.
A diferencia de otros algoritmos [1], [3], [4], permite estimar
tanto la precision de cada anotador como la dificultad de cada
ejemplo. A continuacién describiremos en qué consiste este
algoritmo, y expondremos sus problemas de escalabilidad, los
cuales pretende resolver nuestra propuesta.

II-A.  Modelo

El modelo supone que la anotacion depende de tres ele-
mentos: la dificultad del ejemplo a anotar, la experiencia del
anotador y la verdadera etiqueta. Los dos primeros elementos
se modelan de la siguiente forma:

= Dificultad de cada ejemplo. Se modela usando un

parametro, 1//3; € [0, 00), para cada ejemplo 4, donde 3;
es positivo. Si 1/3; se acerca a 0, el ejemplo serd mds
sencillo (anotadores con menos experiencia son capaces
de anotarlo correctamente). Al contrario, si se acerca a
00, el ejemplo seria tan ambiguo que incluso un anotador
experimentado tendria solo un 50 % de probabilidad de
etiquetar el ejemplo incorrectamente.

= Experiencia del anotador. Se modela usando un

pardmetro, «; € (—00,00), para cada anotador j. Si ¢
se acercase a oo, el anotador tendria tanta experiencia
que siempre anotaria correctamente. Si «; se acercase a
—oo el anotador siempre anotaria incorrectamente, lo que
significarfa que el anotador es tan bueno como el anterior
distinguiendo las clases, pero estd invirtiendo la etiqueta,
maliciosamente o por un malentendido. Por dltimo, si
o se acerca a 0, significa que el anotador no puede
discriminar entre las clases (podria ser un spammer).

El modelo de anotacién (generativo), se vale de los dos
pardmetros anteriores de forma que la probabilidad de que un
anotador etiquete una instancia correctamente es

; 1
cji = p(y; = yiley, Bi) = -
donde yf es la anotacién del anotador j a la instancia ¢ e y;
es la etiqueta verdadera de la instancia. De esta forma, los
anotadores mds experimentados (con alto valor de «;) tienen
una mayor probabilidad de etiquetar correctamente. Asimismo,
si la dificultad de un ejemplo, 1//3;, es mayor, la probabilidad
de que la etiqueta sea correcta se acerca a 0,5. Esto ocurre
también si el valor de «; se acerca a 0.

1I-B.

Las variables observadas son las etiquetas generadas por los
anotadores. La variables ocultas son las verdaderas etiquetas
y los pardmetros del modelo de anotador « y dificultad de
las instancias (3. Para estimar las variables ocultas se puede
utilizar el enfoque Expectation-Maximization para obtener
estimaciones por maxima verosimilitud:

= Paso E: Sea ), = {4/} el conjunto de anotaciones

para el ejemplo ¢ (no todos los anotadores tienen que
anotar una instancia). Para obtener la probabilidad sobre

Inferencia

la verdadera etiqueta, y;, conocidos los valores de o, 3
y las anotaciones ); podemos utilizar:

Py = k|YVi, 0, B) o pys = k) [ [ ol
j

donde
Pl =p(yl =klyi, a5, 8:)
(cji)* - (1 —¢cz)'=F
(cji) = (1 —¢ji)
= Paso M: Se maximiza la siguiente funcién usando gra-
diente descendiente con respecto a los valores de o y

8
Qe B) = 3 Blin(p(y; = k)] + Y Elin(p})

)

51yl:0

donde E es la esperanza con respecto a las estimaciones
procedentes del anterior paso E.

A partir de esta se obtienen los siguientes gradientes para
cada pardmetro

0 . .

% = Z(pglz yi "‘P?i (1 —yi) —o(a;Bi))Bi,
J i

0 . )

57?, = Wiyl + 0% (1 —y)) — o(a;8))ay,
! J

donde o(z) =1/(1+ e~ 7).
II-C. Pseudocodigo

A partir del modelado anterior podemos resumir el algorit-
mo mediante el pseudocddigo en el Algoritmo 1.

Algoritmo 1 Algoritmo GLAD sin optimizacién
1: Paso E inicial: Agregacién por mayoria — y;
2: for ¢ = 0 hasta converger do
3: Paso M: Optimizar mediante gradiente descendiente usando
las siguientes férmulas:

oQ , _
Do > Wiyl + 05 (1 —y)) — o(a;8:))8i,
o -
0 . _
37? =D @5yl + 95 (1 —y]) —o(a;B))ay,
J
4: Paso E: Estimar la probabilidad de la clase para cada
instancia.

Py = k|Vi, e, B) < pys = k) [ [ p(w! = Klys, a;, B:)
;

5: end for

El algoritmo comienza realizando una inicializacién de las
verdaderas etiquetas a la clase mds frecuente presente en
las anotaciones para cada ejemplo. Tras ello realiza varias
iteraciones del algoritmo EM, estimando los pardmetros del
modelo en el paso M y volviendo a estimar la verdadera
etiqueta en el paso E. Este algoritmo se detiene cuando se
logra la convergencia de la funcién de verosimilitud o cuando
se llega a un niimero maximo de iteraciones.
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II-D. Problemas de escalabilidad

Al intentar utilizar este algoritmo en problemas con un
tamaflo considerable descubrimos que el modelo pierde preci-
sién en comparacion con problemas similares de menor enver-
gadura. Para comprobarlo, hemos realizado diferentes pruebas
con el algoritmo variando el tamafio de los conjuntos de datos
asi como la tasa de aprendizaje del algoritmo de gradiente
descendiente. Esta tasa gobierna en gran medida la capacidad
del algoritmo para converger hacia una solucién, en especial
si mantenemos constantes el umbral y el nimero maximo de
iteraciones del algoritmo de gradiente descendiente. Para las
pruebas se han utilizado conjuntos de datos simulados con las
siguientes caracteristicas:

= Tamaifio del conjunto. Se ha generado una serie de
conjuntos de datos con los siguientes nimeros de ins-
tancias': 5000, 10000, 20000, 40000, 80000, 160000,
320000, 640000, 1280000, 2560000.

= Anotaciones. Para cada uno de los conjuntos anteriores
se generan 10 anotaciones realizadas por anotadores
simulados usando una distribucién de probabilidad dis-
creta. Usamos las distribuciones de la Figura 1, gene-
rando 6 anotadores con una precision alta, 2 anotadores
aleatorios y 2 anotadores adversarios.

Clase Negativa | Positiva
Negativa 0.8 0.2
Positiva 0.1 0.9

(a) Precision alta

Clase Negativa | Positiva
Negativa 0.5 0.5
Positiva 0.5 0.5

(b) Aleatorio

Clase Negativa | Positiva
Negativa 0.2 0.8
Positiva 0.8 0.2

(c) Adversario

Figura 1: Tipos de anotadores generados

Para cada conjunto de datos recogemos la precisién obtenida
(al tener la informacién de la clase verdadera podemos evaluar
directamente sobre ella) para cada conjunto de datos y 3 valo-
res de la tasa de aprendizaje: 0.1, 0.01, 0.001. Resumimos los
resultados en la Figura 2. Podemos observar que al aumentar
el tamafio del conjunto de datos, la precisién del método
parece disminuir. Variando la tasa de aprendizaje podemos
conseguir resolver algunos casos mas (aumentando el tiempo
de aprendizaje).

Creemos que la razén fundamental de este problema es el
aumento de pardmetros que se estiman. En cuanto al modelo
de anotador no hay problema, ya que en los conjuntos no varia

"Los datasets estin disponibles en .csv y .parquet en el siguiente
enlace: http://bit.ly/caepia2018-cglad

Tasa de aprendizaje
« 0.001
0.01
-« 01

1.0 . .

Accuracy
o o
o ©

o
IS

0.2 . .

1040 104.5 1050 105.5 1060 106.5

Tamafo del conjunto de datos (escala logaritmica)

Figura 2: Problemas de escalabilidad del algoritmo GLAD.

el nimero de anotadores. Sin embargo, al aumentar el nimero
de instancias del problema, aumenta de forma lineal el niimero
de parametros del modelo de dificultad (uno por instancia).
Para tamafios de problema pequefios, como puede verse en
la Figura 2, el algoritmo de gradiente descendiente converge,
pero a medida que aumentamos el nimero de parametros la
convergencia es mds compleja. Parece necesario, por tanto,
reducir el nimero de parametros del modelo de dificultad para
conseguir un aprendizaje mds estable y, sobre todo, para poder
utilizar el algoritmo en contextos de grandes volimenes de
datos.

III. CGLAD

En este articulo proponemos una mejora al algoritmo GLAD
que permite reducir el nimero de pardmetros necesarios para
aprender el modelo. Para ello, afadimos un paso previo al
algoritmo EM que reduce los pardmetros mediante clustering.

III-A. Modelo

El modelo usa la misma estructura que GLAD, pero calcu-
lando dificultades de clusters de instancias en vez de instancias
concretas.

= Dificultad de cada cluster. Se modela usando un
pardmetro, 1/8; € [0,00), para cada cluster k, donde
B¢ es positivo. Si 1/, se acerca a 0, los ejemplos que
pertenecen al cluster t seran mas sencillos, mientras que
serdn mas ambiguos si se acerca a oo.

= Experiencia del anotador. Se modela usando un
pardmetro, o; € (—00,00), para cada anotador j. El
significado de este parametro es el mismo que en el caso
de GLAD.

El modelo de anotacién es equivalente al caso de GLAD,
pero utiliza el pardmetro de dificultad del cluster. Si denota-
mos como ¢(4) la aplicacién que mapea cada ejemplo ¢ a uno
de los clusters, el modelo de anotacién seria el siguiente:

1

cji = p(y] = yileg, Bowy) = T4 e B0

donde yf es la anotacién del anotador j a la instancia ¢ e y;
es la etiqueta verdadera de la instancia. Salvo por el uso del
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cluster de dificultades, la interpretacion de esta expresion es
similar al caso de GLAD.

1II-B.

Usamos el enfoque EM para aprender los pardmetros del
modelo (conocidos los cluster en los que se dividen las
instancias). La interpretacién de estos es similar al caso del
algoritmo tradicional.

Inferencia

= Paso E: Sea )i = {y/} el conjunto de anotaciones
para el ejemplo 7. Para obtener la probabilidad sobre la
verdadera etiqueta, y;, conocidos los valores de o, 3 y
las anotaciones ); podemos utilizar:

p(yi = k|Vi, o, Boiy) o p(ys = k) prz
J

donde
pl;z =p(y; = klyi, oy, Be)
_ (Cji)k (1 - Cji)lfk‘ siy; =1
(i)' ™" (L =)t siy; =0

= Paso M: Se maximiza la siguiente funcién usando gra-
diente descendiente con respecto a los valores de o y

B
B) = Z Elin(p(y: = k))] + Z Elin(p};)]

A partir de esta expresion se obtienen los siguientes
gradientes para cada pardmetro

oQ , ,
5y = P!+ 15,0 = o) = olasBuy )Pt
‘7 .

o =290

donde §(4(7),t) =1 si ¢(i) =t y 0 en otro caso.

)Y (05 vl 4% (1=y)) =0 (e 1)y,

J

II-C.

A diferencia del algoritmo GLAD, en la inicializacion,
aparte de obtener una estimacioén de las etiquetas verdaderas
usando la clase de mayor frecuencia, debemos obtener los
clusters para cada instancia ¢(i). Para ello utilizamos un
enfoque basado en factorizaciéon de matrices y K-Means.

Inicializacion

= Factorizacion de la matriz de anotacion. Al igual que
en problemas donde se pueden aplicar técnicas de filtrado
colaborativo, podemos visualizar la matriz de anotaciones
como una matriz donde las filas representan a los ano-
tadores y las columnas a los ejemplos. Podemos obtener
dos matrices que nos permitan estimar esta usando fac-
torizacién de matrices. Esto nos proporciona vectores de
tamafio R (tamafo que debe elegir el usuario del método)
que describen tanto a los anotadores como a los ejemplos.
Para la factorizacion en esta propuesta usamos ALS [9],
obteniendo dos matrices, A y D, que representan a los
anotadores y a las instancias respectivamente.

= Clustering. Una vez obtenidos los vectores, podemos
aplicar cualquier algoritmo de clustering sobre estos

para obtener agrupaciones sobre las instancias. Estas
agrupaciones estardn basadas en las diferencias en los
vectores encontrados en el apartado anterior, originados
por patrones de anotacién diferentes. Para este paso, en
esta propuesta utilizamos K-Means, aunque se podrian
utilizar otros métodos [6]. Como nuestro objetivo no
es interpretar los clusters, si no simplemente utilizarlos
para aliviar la complejidad de la inferencia, podemos
utilizar un nimero de clusters K alto (su eleccién 6ptima
dependera del problema a resolver, en nuestro caso, para
los experimentos, lo hemos fijado en 32).

Una vez completados los pasos anteriores, obtendriamos la
funcién ¢, con la que ya tendriamos todos los componentes
para implementar el algoritmo.

III-D. Pseudocodigo

El pseudocddigo el algoritmo CGLAD se muestra en el
Algoritmo 2

Algoritmo 2 Algoritmo CGLAD

1: Inicializacién:

2: (A,D) = ALS(X)

3: ¢(i) = KMeans(D)

4: Paso E inicial: Agregacién por mayoria — y;

5: for ¢ = 0 hasta converger do

6 Paso M: Optimizar mediante gradiente descendiente:

9 . .
99 _ Z(P;i vl + 15 (1 —y!) — (0 Bs(i))) Baiy:

aﬂt =236

7: Paso E:

)Y iyl + 0% (1= yd) — o(eg80)ay,

J

p(yi = k|Yi, a5, Bi) o< p(y

Hpﬁ

8: end for

El algoritmo comienza aprendiendo los clusters dado el
conjunto de anotaciones, pasando posteriormente al algoritmo
EM para estimar los parametros del modelo. Al igual que en
GLAD, iteramos hasta que se produzca la convergencia o hasta
realizar un méximo de iteraciones.

III-E. Escalabilidad

Aplicamos este algoritmo a los mismos conjuntos de datos
que utilizamos para analizar los problemas de escalabilidad
del algoritmo GLAD. También usamos la misma configuracién
de parametros para el algoritmo de gradiente descendiente y
el algoritmo EM. Obtenemos los resultados que mostramos
en la Figura 3. Como se puede ver, obtenemos un modelo
mds estable con respecto al tamafio de los conjuntos de
datos. A diferencia del modelo original, obtenemos resultados
aceptables para todos los conjuntos de datos y comparables a
los resultados que obtiene GLAD en los problemas pequefios.
Asimismo, se logra un algoritmo més estable con respecto a
la eleccion de la tasa de aprendizaje.
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Figura 3: Escalabilidad en calidad del modelo en al propuesta
CGLAD.

IV. COMPARATIVA

Hemos realizado varias comparativas tanto entre GLAD y
nuestra propuesta, CGLAD, como entre nuestra propuesta y
otros algoritmos presentes en la literatura.

IV-A. CGLAD contra GLAD

En esta secciéon comparamos tanto GLAD y CGLAD entre
si en términos de precision, asi como en tiempo de computo.
Para esta comparativa utilizamos los mismos conjuntos de da-
tos que se usaron para exponer los resultados de escalabilidad
en las secciones anteriores. En la Tabla II se muestran los
resultados obtenidos por ambos algoritmos en estos conjuntos.
Como se puede ver en la tabla, nuestra propuesta obtiene
mejores resultados en la mayor parte de los conjuntos de datos,
especialmente cuando los tamafios de los conjuntos de datos
son mayores. Para obtener estos resultados usamos la misma
configuracién para ambos algoritmos, con la salvedad de que,
en el caso de CGLAD, tenemos que definir el tamafio de los
vectores en la factorizacion, 8, y el nimero de clusters, que
en nuestro caso es 32. El resto de parametros, comunes, son
los siguientes:

= Maximo nidmero de iteraciones EM: 5.

» Threshold EM: 0.1

= Maiximo ndmero de iteraciones de gradiente descendien-
te: 100

= Threshold gradiente descendiente: 0.1

= Tasa de aprendizaje de gradiente descendiente: 0.001

También es interesante analizar el tiempo de ejecucién para
los cuatro primeros casos, que presentan una precision similar.
Esto se puede ver en la Tabla III

Como se puede ver, a pesar de que nuestra propuesta
presenta una precision similar en los casos mds pequefios, esta
consigue un tiempo de ejecucién mucho menor. Cabe decir
que usamos los primeros casos, y no los posteriores, ya que
al usar CGLAD el proceso de gradiente descendiente para
optimizar pardmetros, para casos mas grandes el algoritmo
GLAD no converge, lo que lleva a que el proceso pare tras
pocas iteraciones. Para estos casos, nuestra propuesta (que

Precision F-score

CGLAD GLAD CGLAD GLAD
Instancias
5000 0.9940  0.9940 0.9941  0.9941
10000 0.9904  0.9952 0.9903  0.9952
20000 0.9941 0.9937 0.9942 0.9938
40000 0.9941  0.9937 0.9942  0.9938
80000 0.8731 0.8521 0.8796  0.8520
160000 0.9132 0.6151 09191 0.6153
320000 0.8879  0.7513 0.8939 0.7516
640000 0.8873 0.6613 0.8974  0.6566
1280000 0.7750  0.3077 0.7500  0.3086
2560000 0.8056  0.6423 0.7844  0.6418

Tabla II: Resultados GLAD y CGLAD

CGLAD (Speedup) GLAD
Instancias
5000 2797.0s (1.14)  3208.0s
10000 1862.0s (2.03)  3781.0s
20000 719.0s (5.52) 3973.0s
40000 723.0s (5.43)  3925.0s

Tabla III: Resultados en tiempo GLAD y CGLAD

si optimiza los pardmetros iterando) y GLAD no se pueden
comparar.

IV-B. CGLAD contra otros algoritmos del drea

Existen otros algoritmos en el drea del aprendizaje a partir
de multiples anotadores que podrian ser interesantes para
realizar una comparativa. Sin embargo, hay que tener en
cuenta que estos no presentan informacién de la dificul-
tad de los ejemplos como proporcionan GLAD y CGLAD.
Especificamente, vamos a comparar nuestra propuesta con
Majority Voting, el algoritmo mds sencillo, que Unicamente
consiste en utilizar la clase mds frecuente y DawidSkene [1],
que utiliza como modelo una matriz de confusién para cada
anotador y el algoritmo EM para realizar la estimacién de
esta matriz y la clase verdadera. Para estas pruebas hemos
generado otros conjuntos de datos con anotadores simulados,
cuyas anotaciones no solo dependen de la clase verdadera de
una instancia, si no también de la dificultad de cada instancia
(generada aleatoriamente). Se han generado conjuntos de los
siguientes tamafios: 5000, 10000, 20000, 40000 y 80000. Para
la ejecucidn se utilizan los siguientes pardmetros:

= Maximo ndmero de iteraciones EM: 5.

» Threshold EM: 0.1

= Maiximo ndmero de iteraciones de gradiente descendien-

te: 100

= Threshold gradiente descendiente: 0.1

= Tasa de aprendizaje de gradiente descendiente: 0.0003

= Tamafo de los vectores para la factorizacion: 8

= Tamafo de los vectores para la factorizacion: 32

Podemos ver los resultados en la Tabla IV. Aunque CGLAD
obtiene resultados comparables e incluso mejores en varios
problemas, podemos ver que no es mejor sistemdticamente
que el algoritmo de DawidSkene, siendo este dltimo mucho
mas rdpido y sencillo. Sin embargo, CGLAD no solo nos
permite modelar la precision de los anotadores sino también
la dificultad de los ejemplos, lo que puede ser interesante en
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muchos problemas, incluso aunque no se obtenga una mejora
en la precisién del modelo.

Métodos

MajorityVoting  DawidSkene =~ CGLAD
Instancias
5000 0.8102 0.8462 0.8610
10000 0.8130 0.8443 0.8469
20000 0.8141 0.8478 0.8286
40000 0.8161 0.8494 0.8465
80000 0.8161 0.8494 0.8465

Tabla IV: Resultados de CGLAD con respecto a otros algo-
ritmos del estado del arte

V. CONCLUSIONES Y TRABAJO FUTURO

En este articulo proponemos una optimizacién al algoritmo
GLAD para el aprendizaje a partir de multiples anotadores
donde mejoramos su escalabilidad y estabilidad a la hora de re-
solver problemas grandes, asi como su tiempo de ejecucion y,
en gran parte de problemas, sus resultados. Para comprobarlo
se han realizado varios experimentos que permiten comparar
ambos modelos tanto en problemas con conjuntos de datos
relativamente pequefios como en conjuntos de datos grandes,
donde GLAD no obtiene buenos resultados. Como se ha visto
en la experimentacién, para este tipo de problemas nuestra
propuesta funciona mejor y es mds robusta ante cambios
en la tasa de aprendizaje. También se ha llevado a cabo
una comparativa entre nuestra propuesta y otros algoritmos
del area. Se ha observado que, aunque nuestra propuesta
obtiene resultados comparables a otros algoritmos del estado
del arte en varios problemas, existen otros algoritmos que por
su simplicidad habria que considerar a la hora de resolver
un problema a partir de multiples anotadores si el tnico
objetivo es realizar la estimacién de la verdadera etiqueta. En
contrapartida, si, aparte de la precisién en la estimacién de
la verdadera clase, es de interés estimar la dificultad de las
instancias (porque es necesaria esta informacién o porque en
el problema que afrontamos tiene importancia la dificultad de
las instancias a la hora de estimar) nuestra propuesta es una
alternativa mas que adecuada al algoritmo GLAD, sobre todo
si queremos abordar problemas con un niimero de instancias
relativamente elevado.

Esta mejora, asi como el andlisis de los problemas de este
algoritmo, abren alternativas a futuras lineas de trabajo. Por un
lado, en este articulo solo utilizamos algoritmos sencillos tanto
para la factorizacion como para el clustering. Existen multitud
de técnicas de clustering mds potentes que podrian ser de
interés para mejorar los resultados del algoritmo. Asimismo,
también podria ser de interés aplicar la idea de la dificultad
de los ejemplos a otros algoritmos existentes en el area pero
con mejores caracteristicas que GLAD en lo que respecta a la
escalabilidad asi como a la capacidad de abordar problemas
de clase discreta o, incluso, continua. Por udltimo, destacar
que esta propuesta solo utiliza las anotaciones para realizar
el clustering y, posteriormente, la estimacién. En problemas
donde las caracteristicas de cada instancia estén disponibles,
podria ser interesante utilizarlas, junto con las anotaciones,

para elaborar clusters mas informados, lo que a nuestro jucio
podria influir positivamente en la estimacion final de la clase
verdadera.
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Abstract—El analisis de datos en tiempo real esta adquiriendo
cada vez mas importancia para ayudar en la toma de decisiones.
Existen herramientas de codigo abierto y propietarias para el
analisis de flujos continuos de datos. En este trabajo se analizan
herramientas tanto para la recoleccion de datos de diversas
fuentes como para el procesamiento de los mismos, presentando
sus caracteristicas mas importantes con el objetivo de ayudar en
la toma de decision respecto al marco tecnoldgico en el desarrollo
de métodos de mineria de datos para data stream.

Keywords—  Streaming; Big Data; Mineria de
Procesamiento de data stream; Recoleccion de datos;

datos;

I. INTRODUCCION

La mineria de datos [1] se ha centrado tradicionalmente en
analizar conjuntos de datos almacenados y estiticos en
ambientes de procesamiento por lotes (modo batch). Sin
embargo, cada dia existen mds fuentes que generan enormes
cantidades de datos de forma continua, muchas veces asociados
a problemas de big data, siendo necesario su procesamiento
conforme llegan al sistema sin tener que almacenarlos (modo
streaming o de flujo de datos).

Cada fuente va a generar un flujo de datos (stream) que
tiene las siguientes caracteristicas [2]:

e Los datos fluyen continuamente. Siempre se estdn
generando datos, normalmente a alta velocidad.

e La distribucién de los datos puede cambiar con el
tiempo (cambio de concepto [3]). Debemos detectar
estos cambios para poder responder a ellos lo antes
posible.

e La velocidad con la que se generan los datos puede
variar con el tiempo, por lo que unas veces llegardn mas
datos y otras menos.

e El tamafio del stream es teéricamente infinito, por lo
que no puede ser totalmente almacenado en memoria
para su procesamiento.

En los dltimos tiempos, han ido apareciendo herramientas
para facilitar el tratamiento de los streams de manera
distribuida, tanto de cddigo abierto como propietarios. La Fig.
1 muestra el esquema general de las etapas necesarias para el
andlisis de un stream. El proceso puede dividirse en 3 etapas
[4]: recoleccién y pre-procesamiento; procesamiento; y analisis
y evaluacion.

Sotrcet Analisis

evaluacion

@

Source2

Recoleccién y

pre-procesamiento Procesamiento

SourceN

Fig. 1. Esquema general andlisis en stream

En la primera etapa se utilizard una herramienta que sea
capaz de realizar la recoleccion continua de los datos generados
por una o varias fuentes. También debemos asegurarnos de que
los datos estén en el formato correcto antes de pasar a la
siguiente etapa, por lo que serd necesario llevar a cabo un pre-
procesamiento, utilizando técnicas de reduccion de la
dimensionalidad (reduccién de caracteristicas y/o de instancias)
y simplificacién del espacio de caracteristicas [8].

Una vez que los datos han sido recolectados y pre-
procesados y tienen el formato correcto, podemos pasar a la
segunda etapa, el procesamiento. En esta etapa se utiliza un
algoritmo de mineria de datos para analizar el stream y llevar a
cabo la extraccion de conocimiento. Para mejorar el
rendimiento se puede elegir una herramienta que permita
realizar un procesamiento distribuido y que se adapte mejor a
los requisitos y necesidades del problema a resolver.

La tercera y ultima etapa (cuya realizacién es opcional) se
encarga de la visualizacién de los resultados obtenidos en la
etapa anterior mediante alguna herramienta de visualizacién en
tiempo real.

Aunque existen herramientas propietarias y de cédigo
abierto, en este trabajo nos centraremos fundamentalmente en
las de codigo abierto, puesto que permiten poner el
conocimiento obtenido al alcance de toda la comunidad
investigadora y son cada vez mds utilizadas [7]. En particular,
en este trabajo se analizan herramientas que desarrollan las 2
primeras etapas, aportando informacién que facilite la eleccién
de la herramienta a utilizar en funcién del objetivo a alcanzar.

El trabajo estd organizado de la siguiente forma. En la
seccion 2, se detalla la etapa de recopilacion y pre-
procesamiento de datos y se revisan las herramientas mas
destacadas. En la seccién 3, se introduce la etapa de
procesamiento y se analizan las herramientas de esta categoria.
En la seccioén 4, se reflejan las conclusiones obtenidas.
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II. ETAPA DE RECOLECCION Y PRE-PROCESAMIENTO

Antes de procesar los datos suele ser necesario recopilarlos,
ya que es habitual que sean generados por diferentes fuentes
simultdneas, y es necesario unificarlos para disponer de un
unico canal de entrada al procesamiento. Ademds hay que
llevar a cabo un pre-procesamiento de los datos, que permita
que la etapa de procesamiento reciba los datos de forma
adecuada. El objetivo de esta seccion es analizar y comparar
diferentes herramientas para realizar estas tareas, destacando
sus caracteristicas principales.

A. Apache Kafka

Apache Kafka' es una plataforma de streaming distribuida
que permite recopilar datos de diversas fuentes mediante una
metodologia de publicacién/subscripcion (el productor publica
los datos y el consumidor se suscribe para recibirlos), similar a
una cola de mensajes. Asi, se deben definir en el cldster de
Kafka un conjunto de ropics, en los que el productor publica
los mensajes, para que después un consumidor pueda recoger
los datos que se van almacenando en los fopics que se
seleccionen. Estos datos se mantienen durante un tiempo
(denominado periodo de retencién), siendo eliminados cuando
finaliza el mismo.

Los datos que se almacenan en los fopics son pares clave-
valor en formato texto, en los que la clave suele ser algtin tipo
de marca de tiempo (timestamp) y el valor el dato
correspondiente. Para llevar a cabo un pre-procesamiento hay 2
opciones: hacer el pre-procesamiento en el productor o
construir un consumidor-productor. La primera opcién
consistiria en un programa que transforme los datos antes de
enviarlos y la segunda serfa una aplicacién que escuche un
topic, capture todo lo que llegue a ese fopic para transformarlo
y envie por ultimo el resultado a otro fopic diferente.

Las caracteristicas ms importantes de Kafka se muestran en
la TABLA I. Algunos puntos a destacar son:

e Tiene compatibilidad con todas las herramientas de
procesamiento analizadas en este trabajo.

e Es necesario implementar un programa productor y otro
consumidor, en alguno de los lenguajes soportados.

e Se dispone de una extensa documentacién para
desarrolladores y muchos problemas resueltos.

e No tiene una utilidad nativa para monitorizar, pero hay
alguna aplicacién de terceros que si lo permite, como
Burrow de LinkedIn.

o Kafka es la plataforma mas utilizada, ya que permite
replicar y pre-procesar los datos. Ademds, su politica de
publicacién/subscripcion ~ permite  tener  varios
almacenamientos diferentes, por lo que al procesar los
datos podemos elegir de qué topic obtenerlos, e incluso
tener varias aplicaciones obteniendo datos del mismo
sistema que ejecuta Kafka.

! https://kafka.apache.org

B. Apache Flume

Apache Flume? es un servicio distribuido que permite
recolectar, agregar y mover eficientemente grandes cantidades
de logs. Tiene una arquitectura simple y flexible basada en
flujos de datos continuos. Se basa en un agente compuesto por
3 componentes: una fuente, un canal y un destino.

La fuente consume los datos de una fuente externa, como
un servidor web. Esta fuente envia datos a Flume en un
formato conocido por la fuente. Cuando la fuente recibe un
evento, éste es almacenado en uno o mds canales. Un canal es
un almacén pasivo que almacena eventos hasta que son
consumidos por el destino. Flume dispone de diferentes tipos
de canales, dependiendo del tipo de almacenamiento que se
utilice. Finalmente, el destino de los datos es el responsable de
eliminar un evento del canal y ponerlo en el sistema de ficheros
destino. La fuente y el destino se ejecutan asincronamente con
los eventos organizados en el canal. Hasta que un dato no se
almacena en el sistema de ficheros destino, no se elimina del
canal.

Las caracteristicas generales mds importantes de Flume se
muestran en la TABLA 1. Algunos puntos a destacar son:

e Se suele utilizar con Kafka (Flafka) como canal, de
forma que ya no habria que implementar el productor y
el receptor.

¢ Flume no permite replicar los datos, por lo que se suele
utilizar para transportar grandes cantidades de datos de
un sistema a otro.

C. Apache Nifi

Apache Nifi® es un software que permite migrar los datos
de un sistema de ficheros a otro. Los datos pueden ser
procesados mediante una serie de operaciones para
transformarlos antes de ser enviados al destino. Cuenta con una
interfaz de usuario para el navegador web, que facilita la
creacién de flujos y la configuracion de cada una de las
acciones. Nifi dispone de distintos componentes: processor,
reportingTask,  controllerService,  flowFilePrioritizer 'y
authorityProvider.

El processor es el componente mds utilizado. Permite crear,
eliminar, modificar o inspeccionar datos (denominados
flowFiles), que incluyen un contenido y una serie de atributos
que actiian como metadatos. Podemos hacer pasar los datos por
diferentes processors para pre-procesar los datos y finalmente
enviarlos al destino.

Las caracteristicas ms importantes de Nifi se muestran en la
TABLA 1. Algunos puntos a destacar son:

e No necesita programar nada, ya que todo se configura
en la interfaz.

e Permite realizar transformaciones sobre los datos, como
conversion de  datos/formatos, delegaciéon de
funcionalidades y operaciones de unién y difusiéon de
los datos.

2 https://flume.apache.org
3 https:/nifi.apache.org
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¢ Se suele utilizar con Kafka, de forma que ya no habria
que implementar el productor y el receptor.

e Permite monitorizar el estado del flujo en tiempo real,
identificando posibles errores.

e Permite el envio de datos a multiples destinos a la vez.

¢ Nifi no permite replicar los datos pero tiene una interfaz
gréfica, por lo que se suele utilizar cuando se necesita
mover datos de un sitio a otro y gestionar los streams de
datos.

D. Otras herramientas de recoleccion

Aunque las herramientas de recoleccién descritas hasta
ahora son de cé6digo abierto, existen otras herramientas
propietarias, como Alooma o Attunity Replicate.

Alooma permite tener visibilidad y control sobre los datos,
debido a su interfaz grafica. Alooma recopila, en tiempo real,
los datos de varias fuentes de datos y las unifica para aportarlas
al sistema de procesamiento.

Attunity Replicate permite a las organizaciones acelerar la
replicacion de datos, la recoleccion y el streaming a través de
diferentes bases de datos heterogéneas, almacenes de datos y
plataformas de big data. Attunity Replicate mueve facilmente
los datos, de forma segura y eficiente.

TABLA 1. CARACTERISTICAS DE LAS HERRAMIENTAS DE RECOLECCION

; Herramienta
Caracteristicas
Kafka Flume Nifi
Ultima versién 1.1.0 1.8.0 1.6.0
Fecha — —dlima | »e/537018 04/05/2018 08/04/2018
modificacién
Pre-procesamiento Si Si Si

Garantia de entrega Al menos una | Al menosuna | Al menos una

Si (solo con

Tolerante a fallos Si Si “FileChannel”)
Lenguajes . de Java Java Java
programacion
Tiene una ut_l!ldad No No Si
de monitorizacion

Windows Windows Wll:ldOWS
Plataformas Lin Lin Linux

ux inux Mac OS

Documentacion Extensa Extensa Extensa
Replicacion de datos Si No No

“Ver informacién en el punto IL.A

III. ETAPA DE PROCESAMIENTO

Una vez que se han recopilado y pre-procesado los datos,
estdn listos para ser procesados con algin algoritmo de
streaming. En esta seccidn vamos a analizar y comparar
diferentes herramientas de procesamiento, destacando sus
caracteristicas principales. En [5] y [6] se pueden encontrar
comparativas de rendimiento entre algunas de las herramientas
mds conocidas, como Spark, Storm y Flink.

A la hora de procesar los datos, hay que elegir de qué forma
vamos a tratar los datos, utilizando alguno de los 3 tipos de
garantias de procesamiento disponibles:

e Como maximo una vez:
procesados una vez o ninguna.

Los datos pueden ser

e Al menos una vez: Los datos pueden ser procesados 1 o
mds veces. Nunca tendremos datos sin procesar.

e Exactamente una vez: Los datos serdn procesados una
sola vez. No hay ni duplicados, ni datos no procesados.

A. Apache Spark Streaming

Apache Spark Streaming* es una extensién del nicleo
(core) de Spark que permite procesamiento escalable, de alto
rendimiento y tolerante a fallos de streams de datos. Los datos
llegan a través de uno o varios streams de entrada que pueden
ser procesados usando algoritmos complejos expresados con
funciones a alto nivel como map, reduce, join y window.
Finalmente, los datos procesados pueden ser transferidos a un
sistema de ficheros o una base de datos.

Spark Streaming trabaja de la siguiente forma. Recibe un
stream de entrada de datos y lo divide en batches, todos del
mismo tiempo (todos los datos que lleguen en un determinado
tiempo se tendrdn en cuenta). Después, cada batch es
procesado por el Spark Engine mediante algin algoritmo,
generando a la salida un batch por cada batch de entrada.

Las principales caracteristicas se muestran en la TABLA II.
Algunos puntos a destacar son:

e Puede analizar los datos en modo batch o en modo
streaming (una adaptacién del modo batch en el que el
stream se divide en batches).

e Permite la utilizacién de ventanas temporales. Estas
tienen un tamafio de ventana y un desplazamiento que
debe ser multiplo del intervalo de batch.

e La latencia es mayor que en otras herramientas, ya que
no realiza un procesamiento continuo de los datos, sino
que tiene que esperar siempre a que se cumpla el tiempo
de un batch.

e Spark Streaming es ttil en aquellos casos en los que
necesitamos procesar datos por lotes en modo batch o
en modo streaming. Ademas, la existencia de librerias
de algoritmos, su extensa documentacién y su activa
comunidad pueden ser factores por los que elegir esta
herramienta.

B. Apache Spark Structured Streaming

Apache Spark Structured Streaming® es un motor de
procesamiento de stream escalable y tolerante a fallos
construido sobre el motor de Spark SQL, lo que permite
procesar un stream de manera similar a como se hace en el
modo batch sobre datos estdticos. Structured Streaming
permite hacer consultas que se resuelven incrementalmente,

4 https://spark.apache.org
5 https://spark.apache.org/docs/2.3.1/streaming-
programming-guide.html
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actualizando el resultado final, que se almacena en una tabla de
salida.

En el modo streaming, hay una tabla ilimitada (dataset) a la
que se van afiadiendo los datos conforme llegan por el stream.
Sobre esta tabla se realizan las consultas incrementales. Estas
consultas procesan los datos en micro-batches de 100
milisegundos, aunque en la nueva versién 2.3 de Spark se ha
introducido un modo continuo, denominado “Procesamiento
continuo”, que permite latencias por debajo de 1 milisegundo
con garantias de procesamiento de “al menos una vez”, pero es
una caracteristica experimental ain en desarrollo.

Las principales caracteristicas se muestran en la TABLA II.
Algunos puntos a destacar son:

e Permite procesamiento en modo batch y en modo
Streaming.

e En el momento de actualizar la salida hay 3 modos:
complete, append y update. Dependiendo del tipo de
consulta se podra utilizar uno u otro.

e En otros modelos, el usuario tiene que mantener y
actualizar las agregaciones ejecutadas. En este modelo,
Spark es el que se encarga de mantener y actualizar las
tablas con los nuevos datos.

e Permite utilizar ventanas temporales igual que Spark
Streaming, con la diferencia de que aqui no hay que
especificar el intervalo de batch.

e Junto con las ventanas temporales se puede utilizar lo
que se conoce como watermark, que establece un limite
para los datos que lleguen con retraso, basandose en un
campo timestamp. Si un dato llega con retraso, se
actualizan los valores de su instante temporal
correspondiente y no en el que llega el dato.

e No dispone de ninguna libreria con algoritmos de
mineria de datos, aunque si hay algunas
implementaciones en GitHub.

e Spark Structured Streaming es util en aquellos casos
relacionados con consultas a bases de datos, gracias a
sus consultas incrementales sobre los datos que llegan.
Ademas, la utilizacién de watermarks con ventanas
temporales pueden ser factores por los que elegir esta
herramienta.

C. Apache Storm

Apache Storm® es un sistema de computacion distribuida en
tiempo real que procesa los datos de entrada dato a dato. Storm
trabaja por topologias, de forma que el flujo va a ir pasando por
una serie de nodos/operaciones hasta llegar al final de la
topologia. En una topologia Storm existen dos tipos de nodos:
Spout, que regulan la entrada de datos al sistema, y Bolt, que
realizardn operaciones sobre los datos.

Storm tiene un modo de funcionamiento utilizando una
abstraccion superior denominada Trident, lo que permite que
pueda procesar los datos por lotes (batch). Este modo ofrece
garantias de procesamiento de “exactamente una vez”, aunque

6 http://storm.apache.org

aumenta la latencia al tener que esperar para recopilar un
conjunto de datos.

La TABLA II muestra las principales caracteristicas de
Storm. Algunos puntos a destacar son:

e Solo permite procesamiento en modo streaming, dato a
dato.

e No garantiza que los datos se procesen en orden.

e Permite la utilizacién de ventanas temporales y, junto a
estas, se pueden utilizar watermarks.

e No dispone actualmente de ninguna libreria con
algoritmos de mineria de datos, aunque hay en
desarrollo una denominada SAMOA’.

e Storm es ttil en aquellos casos en los que se van a
repartir las tareas por nodos segin una topologia y
queremos procesar los datos dato a dato con garantias
de procesamiento de “al menos una vez”.

D. Apache Flink

Apache Flink® es un framework de procesamiento para
aplicaciones de streaming de datos distribuidas que permite
procesar los datos dato a dato o en micro-batches. También
permite el procesamiento en modo batch, con un conjunto de
datos estatico. Funciona por topologias, al igual que Storm, en
las que hay 3 tipos de nodos: operadores, fuentes y destinos.
Los datos entrardn por los nodos fuente al sistema, serdn
procesados mediante diferentes nodos operadores y el resultado
serd depositado en un destino.

Flink es muy potente en cuanto al uso de ventanas, ya que
permite una gran variedad. Las ventanas pueden estar basadas
en nimero de eventos o en tiempo. Dentro de una ventana
también se permite distinguir entre eventos de diferentes tipos.
Hay diferentes tipos de ventana ya implementadas, pero se
ofrece la posibilidad de implementar una ventana personalizada
si fuese necesario.

Las caracteristicas principales se muestran en la TABLA II.
Algunos puntos a destacar son:

e Su mayor ventaja es la variedad de ventanas, que
ademds permiten la utilizacién de watermarks para
permitir un retardo en los datos de entrada.

e Permite procesar los datos en modo streaming y en
modo batch. Ademas, se puede elegir entre procesar los
datos de uno en uno o por lotes.

e Flink es ttil en casos en los que queremos procesar los
datos dato a dato o por lotes con garantias de
procesamiento de “exactamente una vez”, en modo
batch o en modo streaming. Flink es muy similar a
Storm, pero proporciona funcionalidades que en Storm
habria que implementar. Ademads, la posibilidad de
utilizar ventanas temporales junto con watermarks o de
un tamafo concreto puede ser un factor importante por
el que elegir esta herramienta.

7 https://samoa.incubator.apache.org
8 https://flink.apache.org
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E. Apache Samza

Apache Samza® es un framework de procesamiento
distribuido de stream que utiliza Kafka y YARN en el proceso.
Samza ofrece muchas funcionalidades similares a Storm y
procesa streams de datos mediante tareas predefinidas, que
realizan alguna operacion en el stream de datos. Una aplicacién
Samza es un flujo de datos que consiste en consumidores que
obtienen datos que son procesados por un grafo de trabajos,
donde cada trabajo contiene una o mis tareas. En Samza cada
trabajo es una entidad que puede ser desplegada, iniciada o
parada inmediatamente.

En Samza, cada tarea contiene un almacén clave-valor
usado para almacenar el estado. Los cambios en este almacén
son replicados a otras maquinas del cldster para permitir a las
tareas ser recuperadas rdpidamente en caso de fallo.

Las caracteristicas de Samza se muestran en la TABLA II.
Algunos puntos a destacar son:

e Garantiza que los mensajes son procesados en orden.

e No dispone de una librerfa con algoritmos de mineria de
datos, aunque en el futuro podra utilizar algoritmos de
SAMOA.

o Utiliza procesos single-thread.

e Samza es Util en casos en los que necesitamos procesar
los datos dato a dato, en modo batch o modo streaming.
Samza se ha realizado sobre Kafka, por lo que los datos
se van a almacenar en particiones y se asegura que van
a ser procesados en orden.

F. Apache Apex

Apache Apex!? es una plataforma de procesamiento basada
en YARN nativo de Hadoop. Apex proporciona un API simple,
que permite a los usuarios escribir cédigo genérico y reusable.
El cédigo se coloca como estd y la plataforma autométicamente
maneja las cuestiones operativas, como gestién de estados,
tolerancia a fallos, escalabilidad, seguridad, métricas, etc. Esto
permite que los usuarios se centren en el desarrollo.

El nicleo de la plataforma de Apex es complementado por
Malhar, una libreria de funciones ldgicas y conectores.
Proporciona acceso a diferentes sistemas de ficheros, sistemas
de mensajes y bases de datos.

Las caracteristicas principales se muestran en la TABLA II.
Algunos puntos a destacar son:

e La topologia de Apex es un grafo aciclico dirigido,
cuyos nodos son Operators, y los arcos son los streams.

e Los datos se procesan dato a dato, aunque también
soporta procesamiento por lotes de un determinado
tiempo.

e No dispone de una libreria con algoritmos de mineria de
datos, aunque en el futuro podré utilizar algoritmos de
SAMOA.

9 http://samza.apache.org
10 https://apex.apache.org

e Apex es util en casos en los que necesitamos procesar
los datos dato a dato con garantias de procesamiento de
“exactamente una vez” y se quiere crear y utilizar
cédigo que sea reutilizable. Ademds tiene
compatibilidad con la libreria Malhar, que puede ser un
factor importante para elegir esta herramienta.

G. Apache Beam

Apache Beam!' es un framework de procesamiento de
streams  que  permite  definir un  procesamiento
independientemente del sistema de procesamiento de datos
(denominado runner) que se utilice. Permite seguir utilizando
el mismo procesamiento programado, permitiendo cambiar el
runner. Permite utilizar los siguientes runners: Apache Apex,
Apache Flink, Apache Spark, Apache Gearpump y Google
Cloud Dataflow.

Sus caracteristicas se muestran en la TABLA II. Algunos
puntos a destacar son:

e La garantia de procesamiento depende del runner que
se utilice para procesar los datos, ya que cada uno
ofrece unas garantias propias de la herramienta.

e Se puede utilizar como lenguaje de programacién Java
y Python, aunque también hay una API de Scala en un
proyecto de GitHub!?.

e La latencia varia segin el runner que se utilice.

e Beam es util en casos en los que se quiere probar un
procesamiento con diferentes runners para ver cual se
adapta mejor.

H. Otras herramientas de procesamiento

Aunque todas las herramientas de procesamiento analizadas
aqui son de codigo abierto, existen otras herramientas
propietarias, como Amazon Kinesis o Google Cloud Dataflow.
Estas herramientas ofrecen soporte, mayor seguridad y
herramientas avanzadas como entornos de desarrollo e
interfaces orientadas al negocio [7].

Amazon Kinesis permite procesar y analizar datos a medida
que se reciben y es capaz de ofrecer una respuesta instantdnea
en lugar de tener que esperar a la recopilacion de datos. Una
vez procesados los datos, Kinesis ofrece también herramientas
para visualizar los resultados mediante graficas o tablas.

Google Cloud Dataflow es un servicio de procesamiento de
datos administrado capaz de ejecutar canalizaciones, tanto en
modo batch como en modo streaming. Utiliza un modelo de
programacién unificado e incluye SDKs para definir flujos de
procesamiento de datos.

Finalmente, hay una herramienta llamada Apache
Gearpump, que atn estd en desarrollo (incubating). Gearpump
es un motor de procesamiento de streaming basado en
eventos/mensajes que estd inspirado en los avances recientes en
el framework de Akka.

1 https://beam.apache.org
12 https://github.com/spotify/scio
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IV. CONCLUSIONES

En este trabajo se han analizado diferentes herramientas
tanto para recolectar datos de las fuentes que los generan como
para procesarlos. Cada herramienta tiene ventajas e
inconvenientes segun la situacion, por lo que sus caracteristicas
seran factores clave a la hora de seleccionar la herramienta mas
apropiada para nuestro objetivo.

En cuanto a recoleccién de datos, la herramienta mas
completa es apache Kafka, ya que tiene un gran rendimiento
para esta tarea y permite pre-procesar los datos. También
permite replicar los datos, lo que aumenta considerablemente la
tolerancia a fallos. Ademas, Kafka puede recopilar datos para
diferentes aplicaciones a la vez, ya que se pueden distinguir por
un topic diferente. Por tltimo, esta herramienta estd siendo
muy utilizada y dispone de gran cantidad de documentacién y
problemas resueltos para ayudar a los desarrolladores.

En cuanto a procesamiento, actualmente la mejor
herramienta es Apache Spark Streaming por su gran
rendimiento, a pesar de que tiene algo de latencia. Ademas,
tiene garantias de procesamiento de “exactamente una vez” y
tiene algunas librerias con algoritmos ya implementados, tanto
en modo batch como en modo streaming, lo que puede ayudar
a los desarrolladores a la hora de implementar nuevos
algoritmos. También tiene compatibilidad con Kafka, por lo
que se pueden utilizar ambos para las etapas correspondientes.
Por ultimo, esta herramienta también estd siendo ampliamente

utilizada y dispone de gran cantidad de documentacién util
para los desarrolladores, evitando tener que invertir mucho
tiempo para resolver problemas.
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TABLA II. PRINCIPALES CARACTERISTICAS DE LAS HERRAMIENTAS DE PROCESAMIENTO

Herramientas
Caracteristicas Spark Spark .
X Structured Storm Flink Samza Apex Beam
Streaming .
Streaming
Ultima versi6n 2.3.1 2.3.1 122 1.5.0 0.14.1 3.7.0 2.4.0
Fecha ultima modificacién 08/06/2018 08/06/2018 04/06/2018 25/05/2018 18/05/2018 27/04/2018 20/03/2018
Al menos una
P . Exactamente Exactamente vez / Exactamente | Al menosuna | Exactamente a
Garantia de procesamiento Depende
una vez una vez Exactamente una vez vez una vez
una vez
Tolerante a fallos Si Si Si Si Si Si Si
Java Java Java Java Java
. L. Scala Scala Scala a
Lenguajes de programacion p Scala Java Java Scala’
'ython Python Python Pvthon
R R Ruby y Python
Utilidad de monitorizacion Si Si Si Si Si Si Si
Windows Windows Windows Windows Windows Windows
Plataformas Linux Linux Linux Linux Linux Linux Linux
Mac OS Mac OS U Mac OS Mac OS Mac OS
Documentacion Muy extensa Extensa Extensa Extensa Poca Poca Extensa
Modlfllc,acmnes durante la No No Si No No Si No
ejecucion
Latencia Segundos Milisegundos Milisegundos Milisegundos | Milisegundos | Milisegundos Depende®
Procesamiento modo batch Si Si Si? Si Si No Si
Procesamiento modo streaming Si Si Si Si Si Si Si
MLLIB FlinkML
S o streamDM a a SAMOA a a .a
Libreria Mineria de Datos Amidst No SAMOA Amidst SAMOA SAMOA Si
Toolbox Toolbox

& Ver informaci6n en el punto correspondiente
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Resumen—Los algoritmos de seleccion de caracteristicas son
de gran importancia para manejar conjuntos de datos de grandes
dimensiones. Sin embargo, algoritmos efectivos y populares como
ReliefF tienen una complejidad computacional que impide su uso
en estos casos. En este trabajo proponemos una modificacion de
ReliefF que se basa en la aproximacion del grafo de vecinos mas
cercanos usando una adaptacion del algoritmo VRLSH, basado
en Hashing Sensible a la Localidad. El algoritmo resultante,
llamado ReliefF-LSH, es capaz de procesar conjuntos de datos
masivos que estan fuera del alcance del original. Detallamos
experimentos que atestiguan la validez del nuevo enfoque y
demuestran su buena escalabilidad.

Index Terms—seleccion de caracteristicas, escalabilidad, apren-
dizaje automatico, Big Data

I. INTRODUCCION

La ciencia de datos estéd alcanzando gran relevancia gracias,
en parte, a la enorme cantidad de datos que se generan
diariamente en todos los ambitos que constituyen lo que
coloquialmente se conoce como Big Data [1]. No obstante,
este aumento en el volumen de datos constituye un reto para
los cientificos de datos dado que los obliga a desarrollar nuevos
algoritmos y a adaptar los existentes para que sean capaces
de tratar grandes cantidades de datos y obtener informacion
relevante en un tiempo razonable.

Existen numerosas técnicas para tratar con conjuntos de
datos de alta dimensionalidad, entendiendo por ello conjuntos
con gran nimero de muestras o gran niimero de caracteristicas
para cada muestra. Cuando se dispone de muchas carac-
teristicas para cada muestra es necesario aplicar técnicas de
reduccion de dimensionalidad. Entre las opciones del cientifico
de datos estan las técnicas de extraccion de caracteristicas,
(que transforman un conjunto de caracteristicas de entrada
en un nuevo conjunto mds pequefio en el cual cada carac-
teristica es una funcién de varias caracteristicas de entrada), o
las técnicas de seleccion de caracteristicas, que simplemente
descartan las caracteristicas redundantes o irrelevantes. A su
vez, estas técnicas se pueden aplicar de manera explicita antes

Este trabajo ha sido parcialmente financiado por el Ministerio de Eco-
nomia y Competitividad (proyectos de investigacién TIN 2015-65069-C2,
tanto 1-R como 2-R y Red Espafiola de Big Data y Andlisis de datos
escalable, TIN2016-82013-REDT), por la Xunta de Galicia (GRC2014/035
y ED431G/01) y por Fondos de Desarrollo Regional de la Unién Europea.

Bertha Guijarro-Berdifias

Antonio Bahamonde
Universidad de Oviedo
Gijon, Espaiia
abahamonde @uniovi.es

Amparo Alonso-Betanzos
Grupo LIDIA. CITIC.
Universidade da Coruiia
A Coruiia, Espana
ciamparo@udc.es

del entrenamiento como un paso de preprocesado de los datos,
o se pueden realizar simultineamente al aprendizaje.

Asimismo, para lidiar con el problema del volumen del
Big Data, se han desarrollado plataformas de procesamiento
distribuido que permiten utilizar hardware doméstico para for-
mar clisteres de procesamiento que pueden analizar grandes
cantidades de datos. La popularizaciéon de estas plataformas
comenzd con el desarrollo del paradigma de programacién
MapReduce por Google en el afio 2008 [2]. Desde entonces,
han surgido varias implementaciones de cédigo abierto que
siguen ese paradigma, siendo Apache Hadoop [3] y, pos-
teriormente, Apache Spark [4] las mds populares. Su éxito
dio lugar a la creacién de librerias de aprendizaje automatico
como Mabhout [5] para Hadoop y MLLib [6] para Spark y al
desarrollo de versiones distribuidas de populares algoritmos,
entre ellos algunos algoritmos de seleccién de caracteristicas.

Ademéds, en los casos en que la complejidad computacional
del algoritmo no se puede reducir y el volumen de datos hace
que incluso una implementacién distribuida requiera un tiempo
de ejecuciéon muy alto para procesarlos, se puede recurrir a
la utilizacién de técnicas que proporcionen aproximaciones
a la solucidén exacta o mds precisa (y también mdas costosa
computacionalmente) pero que, dependiendo del problema,
pueden obtener un rendimiento comparable.

En este trabajo hemos adaptado el popular algoritmo de se-
leccién de caracteristicas ReliefF para reducir su complejidad
computacional. Para ello, proponemos un cambio en el cdlculo
del grafo de vecinos mds cercanos (construccién en la que
se basa ReliefF) sustituyéndolo por un algoritmo de calculo
aproximado del grafo optimizado mediante el uso de Hashing
Sensible a la Localidad. Esto, unido a la implementacién del
algoritmo resultante en Apache Spark que permite paralelizar
gran parte de los célculos, aumenta drasticamente su capacidad
de procesar conjuntos grandes.

II. TRABAJO RELACIONADO

El algoritmo Relief es un método de ordenacién (ranking)
de caracteristicas atendiendo a su relevancia de cara a la
clasificacién [7]. Es un método supervisado, dado que requiere
conocer la clase de cada ejemplo, y da como resultado
una ordenacién por importancia de las caracteristicas, que
posteriormente se puede utilizar para realizar una seleccion de

1123



"l XVIII CONFERENCIA DE LA ASOCIACION ESPANOLA PARA LA INTELIGENCIA ARTIFICIAL

las mismas estableciendo un umbral de importancia a partir
del cual se desechan las caracteristicas que no lo alcancen.
La idea principal es asignar un peso a cada atributo de
acuerdo con su capacidad a la hora de distinguir ejemplos
que se encuentran muy cerca. Por ello, para cada ejemplo,
Relief busca el elemento de la misma clase (llamado hir)
mads cercano y el elemento de otra clase (llamado miss) mas
cercano y actualiza el peso de cada atributo A en funcidn de la
coincidencia o no de su valor en el ejemplo con el del hir y el
del miss. El peso final W de cada atributo A tiene, por tanto,
una interpretacion probabilistica ya que es una aproximacion
de la siguiente diferencia de probabilidades condicionadas:

W[A] = P(valor diferente de A|miss mds cercano) |
— P(valor diferente de Alhit més cercano) o

Su buen funcionamiento dio lugar a extensiones capaces
de lidiar con problemas multiclase y ejemplos con ruido o
incompletos [8]. ReliefF es una de estas extensiones y ha
terminado siendo mas popular que el algoritmo original, por
lo que se ha implementado en numerosas librerias y software
de aprendizaje automadtico. Posteriormente han sido publicadas
especializaciones del algoritmo [9] para adaptarlo a problemas
de regresion [10], multietiqueta [11], [12] o para tener en
cuenta el coste de obtener cada atributo [13]. Ademads también
se han hecho optimizaciones para facilitar su uso con grandes
conjuntos de datos, basadas en implementaciones distribuidas
[14], [15], muestreo [16] y en el uso de arboles k-d aleatorios
para aproximar el grafo de vecinos mds cercanos [17], pero
su aplicabilidad a conjuntos de alta dimensionalidad aun es
limitada.

ReliefF, al igual que otros muchos métodos de seleccion de
caracteristicas, asi como también problemas de Recuperacion
de Informacién, Mineria de Datos y Aprendizaje Automatico,
se basa en el estudio de grafos de similitud entre elementos del
conjunto de datos. Entre los grafos utilizados en aprendizaje
maquina, el mas popular es el grafo de los k vecinos mas
cercanos (kNN por sus siglas en inglés). Un grafo kNN es un
grafo dirigido sobre n elementos, X = &1,Ts,... %y, en el
que las aristas (£, ;) indican que & se encuentra entre los
k elementos mds similares a z; atendiendo a una medida de
similitud S(z;, ;). El grafo resultante es muy versdtil, pero el
coste computacional de su calculo es muy alto, ya que requiere
n(n—1)/2 comparaciones, lo que sitia su complejidad compu-
tacional en O(n?). Se han propuesto algoritmos que calculan
el grafo kNN exacto cuando la dimensionalidad del espacio de
entrada es pequeiia [18], ademas de algoritmos eficientes para
medidas de similitud especificas [19], sin embargo, a la hora de
lidiar con conjuntos de datos de alta dimensionalidad y medi-
das generales en tiempos manejables, solo se pueden construir
soluciones aproximadas. Estas soluciones buscan replicar el
grafo exacto con la mayor veracidad posible manteniendo el
coste computacional bajo. Para obtener el grafo aproximado
existen en la literatura algoritmos basados en disefio “divide y
venceras” [20], bisquedas locales [21] y en Hashing Sensible
a la Localidad [22], [23].

En este sentido, el Hashing Sensible a la Localidad (LSH,
por sus siglas en inglés) [24] es una técnica que se origind
para construir estructuras de datos que permitiesen realizar
consultas sobre un conjunto de datos en tiempo sublineal,
aunque el método 6ptimo de explotar esta técnica todavia
constituye un problema abierto. Basicamente, las técnicas de
LSH permiten mapear datos de cualquier tamafio a un espacio,
generalmente menor, utilizando una funcién de hashing que
maximiza la probabilidad de que a datos similares se les
asigne el mismo valor. Por este motivo, el uso de LSH para
la construcciéon del kNN se ha explorado con éxito en la
literatura [22], [23] con soluciones que utilizan LSH para aislar
en pequeflas agrupaciones los elementos similares entre si. A
partir de estas agrupaciones se construyen subgrafos aislados
que se combinan para obtener el grafo aproximado completo.

III. ALGORITMO PROPUESTO

El propdsito de este trabajo es obtener un algoritmo que
aproxime el resultado de ReliefF con menor esfuerzo compu-
tacional. La mayor parte de la carga de trabajo de este
algoritmo se invierte en el computo de los hits y misses mas
cercanos a cada dato, por lo tanto, es esta parte del algoritmo
la que se propone sustituir por el algoritmo LSH de Radio
Variable (VRLSH, de sus siglas en inglés) [23]. Este algoritmo
utiliza proyecciones LSH iterativas para obtener el grafo kNN
aproximado, como se explica a continuacion.

En primer lugar, se asignan una o varias claves hash a cada
elemento 7; del conjunto de datos X usando una funcién
LSH. Esta funcién esta disefiada para asignar claves iguales a
elementos similares de acuerdo a una medida de similitud dada
y usando un nivel de resolucion o radio de busqueda también
dado, que inicialmente serd pequefio para buscar similitudes
muy exactas. A continuacidn, se agrupan los elementos a los
que se les ha asignado la misma clave. Tendremos, gracias a las
propiedades de la funcién hash, pequefios grupos o “ctimulos”
de elementos similares de acuerdo a la medida de similitud
dada. A partir de estas agrupaciones para cada una de ellas
se computa un subgrafo kNN exacto por el método de fuerza
bruta, consistente en comparar cada elemento con todos los
demas de su mismo cimulo. Dado que un mismo elemento Z;
puede pertenecer a varios cimulos, posteriormente y si existe
este solapamiento, los subgrafos de los cimulos implicados
se fusionan para incluir todos los vecinos que han sido
detectados para Z;. A continuacion, se simplificard el conjunto
de datos X eliminando aquellos elementos Z; que hayan
estado involucrados en al menos un ndmero preestablecido
Cymax > k de comparaciones. Este proceso se repetird,
utilizando el nuevo X, para generar nuevos subgrafos que se
fusionaran entre si y con los ya existentes, hasta que el grafo
fusionado contenga todos los elementos del conjunto original.
En cada nueva iteracién se aumentard la resolucion, lo cual
permitird agrupar elementos un poco mds diferentes que en
la iteracidn anterior. Finalmente, si algtin elemento queda con
menos de k vecinos, se completard con los vecinos de sus
vecinos o con los vecinos de elementos al azar si no tuviese
ninguno. Este proceso aparece descrito en el Algoritmo 2.
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Adicionalmente, para que este grafo resulte de utilidad a
ReliefF en el cédlculo de los pesos W de cada atributo es
necesario hacer una modificacién de VRLSH. El algoritmo
VRLSH mantiene una unica lista de vecinos para cada ele-
mento del conjunto de datos. ReliefF, sin embargo, necesita
distinguir hits y los misses mas cercanos de cada clase, por
lo que es necesario adaptar VRLSH para que mantenga una
lista de vecinos por cada posible clase para cada elemento del
conjunto de datos.

Entrada: X <Conjunto de datos
k < Numero de vecinos a obtener
R;n71 < Radio de busqueda inicial
Cpmax <Maiéximas comparaciones por
elemento
N + Numero de hashes a obtener
L < Longitud de cada hash

Salida: G < Grafo kNN

1 G+ 0, cimulos < 0, original X + X,
radio < R[N]
mientras |cimulos| > 1 or |X| > 1 and | X| < k hacer
hashElems < LSH(X,radio, N, L)
ctimulos < hashElems.agrupaPorHash()
para cada c in cumulos hacer
si |c| > 1 entonces

G < GU KN Nexacto(c.elems, k) fin
fin
7 X+ X -
G.nodosConAlMenosN Comparaciones(Carax)
8 radio < radio * 2

A A W N

fin
9 si |X| > 1 entonces
10 para cada x in X hacer
11 si |z.vecinos| = 0 entonces
12 ‘ x.vecinos<—alAzar(original X,k)

en otro caso
Z.0ecinos —
x.wecinos U desciendeVecinos(X, G)
fin

13 G < G UdesciendeVecinos(X, G)

fin

Algoritmo 1: Pseudocddigo del algoritmo VRLSH

IV. EXPERIMENTACION

Para comprobar la validez del método propuesto se han lle-
vado a cabo dos baterias de experimentos. En primer lugar se
ha medido el tiempo de ejecucion necesario para el computo de
los pesos de los atributos usando ReliefF en conjuntos de datos
reales y se ha comparado con el tiempo que requiere ReliefF-
LSH sobre los mismos conjuntos. Dado que ReliefF-LSH es
un método aproximado, se ha medido ademas la exactitud
de los resultados obtenidos comparando las ordenaciones de
atributos obtenidas por los dos métodos. La segunda bateria
de experimentos va encaminada a comprobar la escalabilidad

Entrada: X <—Conjunto de datos
k < Nimero de vecinos a utilizar
Salida: W <— Vector de pesos asignados a cada atributo

1 para cada A in X.atributos hacer
2 | W[A]«0

fin

G+ VRLSH(X,]C,R[N],CMAX’N, L)
3 para cada r € X in G hacer

4 para cada A in X.atributos hacer
5 c < z.clase
k i s, vecinos(c);
6 WIA] < W[A] — Zl d’ff@“vilgq*k ()
]:
k
P(c) dif f(A,xz,vecinos(v);)
> | TPy T
y#c j=1
fin

fin
Algoritmo 2: Pseudocédigo de ReliefF-LSH

del método. Para ello se compara el tiempo de ejecucién de
ReliefF-LSH sobre los mismos conjuntos reales utilizando un
nimero creciente de nicleos de cémputo.

IV-A. Datos y metodologia

Todos los experimentos se llevaron a cabo en maquinas con
12 niicleos de computacién que forman parte de un clister.
La descripcién de cada nodo de computacidon aparece en el
Cuadro I. La versiéon de Spark utilizada es la 1.6.1, sobre
Hadoop 2.7.1.2.4.2.0-258. El sistema operativo instalado en
las méaquinas es CentOS Linux release 7.4.1708.

Cuadro 1
DESCRIPCION DEL CLUSTER DE COMPUTACION

32 nodos con las siguientes caracteristicas:

Procesador: 2 X Intel Xeon E5-2620 v3 a 2.40Ghz
Niucleos: 6 por procesador (12 por nodo)
Threads: 2 por ntcleo (24 en total por nodo)
Disco: 12 x 2TB NL SATA 6Gbps 3.5”G2HS
RAM: 64 GB

Red: 1x10Gbps + 2x1Gbps

Para realizar estos experimentos se eligieron cuatro con-
juntos de datos reales de alta dimensionalidad. En primer
lugar se utiliz6 Higgs, que representa propiedades cinéticas
de particulas detectadas en un acelerador' [25]. Consta de 28
atributos numéricos y 11 millones de ejemplos. En segundo
lugar se us6 el conjunto artificial Epsilon, creado para el
Pascal Large Scale Learning Challenge [26] en 2008 y que
se compone de 500.000 ejemplos con 2.000 atributos cada
uno. Por ultimo, se utilizé el conjunto multiclase Isolet [27],
que tiene 7.900 ejemplos de 617 atributos distribuidos en 27
clases. Los conjuntos utilizados y sus caracteristicas aparecen
reflejados en el Cuadro II.

IDisponible para descarga en https://archive.ics.uci.edu/ml/datasets/HIGGS
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Cuadro II
DESCRIPCION DE LOS CONJUNTOS DE DATOS

Conjunto Atributos ~ Muestras Clases

Higgs 28 11.000.000 2

Epsilon 2.000 500.000 2

Isolet 617 7.900 27
Cuadro III

TIEMPO DE EJECUCION DE LAS IMPLEMENTACIONES

Tiempo (s)
ReliefF | ReliefF-LSH
# nicleos 12 12
Higgs (0.5 %) 5.550 32
Epsilon (10%) | 13.150 2.264
Isolet 320 29

El alto nimero de muestras de algunos conjuntos los sitia
fuera del alcance de la version original de ReliefF, dado que
su tiempo de ejecuciéon seria de semanas, ain utilizando 12
ndcleos de computacién. En consecuencia, para el primer
experimento consistente en comparar los tiempos de ejecucién
de la versioén original con ReliefF-LSH se usaron versiones
reducidas de los conjuntos mds grandes tomando solamente
los N primeros elementos del conjunto. En particular, se tomé
el primer 0.5% de los datos del conjunto Higgs (55.000
elementos) y el primer 10 % de Epsilon (50.000 elementos).
No obstante, para demostrar la capacidad del método para
tratar con conjuntos grandes, en el segundo experimento se
utilizaron las versiones completas de los conjuntos.

IV-B. Resultados

El primer experimento consistié en comparar los resul-
tados obtenidos con ReliefF-LSH con los obtenidos por la
version exacta. En primer lugar se compararon los tiempos
de ejecucién necesarios para procesar cada conjunto de datos,
mostrados en el Cuadro III. Se puede apreciar que los tiempos
de ejecucién de ReliefF-LSH son siempre muy inferiores a
los de su contrapartida exacta. Cabe destacar que, tal como
se describe en [23], tanto el tiempo de ejecuciéon de VRLSH
como su precision dependen de los hiperpardmetros con que
se ejecute. En este caso los hiperparametros fueron obtenidos
empiricamente para que el grafo aproximado se computase
realizando en torno al 1% de las comparaciones necesarias
para calcular el grafo exacto. No obstante, existe un equilibrio
entre tiempo de cémputo y exactitud del grafo obtenido que
el usuario debe manejar en funcién de sus preferencias. Los
hiperparametros utilizados para este experimento aparecen
listados en el Cuadro V.

En lo referente a la exactitud de los subconjuntos de
caracterfsticas seleccionadas por ReliefF-LSH, estas dependen
en gran medida de dos factores. En primer lugar, si ReliefF
asigna a las caracteristicas de un conjunto puntuaciones que
difieren muy poco, es probable que el cdlculo aproxima-
do obtenga valores ligeramente distintos que las ordenen
de manera distinta. Por contra, los conjuntos que muestran

grandes diferencias entre sus caracteristicas en términos de
la puntuacién otorgada por ReliefF, obtienen rankings mads
robustos frente a las pequefias diferencias de puntuacién deri-
vadas del célculo aproximado. En segundo lugar, la exactitud
de las puntuaciones otorgadas por Relief-LSH dependen de
la exactitud del grafo aproximado calculado con VRLSH y
que, como ya se menciond anteriormente, viene determinado
por el nimero de comparaciones entre pares que se hayan
realizado, que a su vez se determinan en funcién de los
hiperpardmetros utilizados. Para representar la exactitud de los
subconjuntos de caracteristicas obtenidos hemos definido el
ratio de coincidencia entre el subconjunto seleccionado por el
algoritmo exacto (£) y el seleccionado por ReliefF-LSH (L)
definido como:

_leng
£

En la Figura 1 hemos representado el ratio de coincidencia
para distintos niveles de seleccién dentro del ranking devuelto
por los algoritmos. La ordenacién de caracteristicas para el
conjunto de datos Higgs se realizd sobre un grafo aproximado
calculado con alrededor de 5 * 10~3 veces menos calculos
de los que requeriria el grafo exacto. Esto se tradujo en
un tiempo de ejecucién muy bajo, pero también el nivel de
coincidencia es bajo cuando se seleccionan pocos atributos.
Por el contrario, los niveles de coincidencia para los atributos
seleccionados en el caso de los conjuntos Epsilon y Isolet son
mds altos, rondando el 90 % en el caso de Epsilon y el 80 %
en Isolet. Es importante destacar, no obstante, que para niveles
de seleccion muy extremos en los que nos quedamos con muy
pocas variables es posible que los pequefios cambios en la
ordenacidn de variables dejen fuera algunas que si aparecen en
la seleccién exacta, disminuyendo asi el ratio de coincidencia.

R 2)

1
= 08
1)
=
=
S 06
=
§s)
5]
< 04
ke Higgs (0.5 %)
& 0.2 —a— Epsilon (10 %)
-8 Isolet
0
0 10 20 30 40 50
# de caracteristicas seleccionadas
Figura 1. Ratio de coincidencia de las caracteristicas seleccionadas por

ReliefF vs ReliefF-LSH para los conjuntos Higgs (0.5 %), Epsilon (10 %)
y Isolet.

Finalmente, realizamos un experimento con el objetivo de
estudiar la escalabilidad del método. Para ello tomamos las
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Cuadro IV
TIEMPO DE EJECUCION DE RELIEF-LSH. ESCALABILIDAD
Tiempo (s)
ReliefF-LSH
# nicleos 12 2x12 4x12
Higgs 15.726 4.206 2.580
Isolet 29 30 31

versiones completas del conjunto con mds muestras (Higgs)
y con menos muestras (Isolet) y realizamos el cémputo
del ranking de atributos repetidas veces, utilizando en cada
una distinto nimero de nodos de computacién. Los tiempos
invertidos en cada caso aparecen reflejados en el Cuadro IV.

Este experimento pone de relieve la capacidad de ReliefF-
LSH de procesar conjuntos que estin completamente fuera del
alcance de la versién exacta de ReliefF. Asi, mientras que la
version exacta invirtié 5.550 segundos en procesar el 0.5 % de
los ejemplos de Higgs, ReliefF-LSH pudo realizar el cémputo
con el conjunto completo (200 veces mayor) en 15.726 se-
gundos. Cabe recordar que, al ser la complejidad del ReliefF
original de orden cuadritico en el nimero de muestras, cabria
esperar un tiempo de ejecucién del orden de 107 segundos, lo
cual es inabarcable en la préctica. Ademds, se puede apreciar
en los resultados que, gracias a que gran parte de los célculos
se pueden realizar independientemente de manera paralela, los
nodos de cémputo que se afiaden son aprovechados cuando
el conjunto es grande, lo que se traduce en una relacién
inversamente proporcional de pendiente cercana a -1 entre el
nimero de nodos de cémputo y el tiempo de ejecucién, como
es deseable. Esto no es asi en conjuntos pequefios como Isolet,
dado que el numero de operaciones requeridas es bajo y la
aceleracidn derivada de la paralelizacién se ve compensada por
el sobreesfuerzo de comunicacién que implica la distribucién
del trabajo a los nodos de cémputo.

Por otra parte, hay que recordar que ReliefF-LSH utiliza
proyecciones aleatorias a la hora de computar el grafo de
vecinos mds cercanos, lo cual introduce un factor de azar que
hace que cada ejecucién sea distinta incluso cuando utilice
los mismos hiperpardmetros. Esto provoca que los tiempos de
computo puedan variar entre ejecuciones. Finalmente, también
en este apartado entra en juego el balance entre exactitud y
rapidez mencionado anteriormente. Los valores de los hiper-
pardmetros utilizados aparecen reflejados en el Cuadro V. Se
puede comprobar que en el caso del conjunto de datos Higgs
se realizaron 3,5%10~% veces menos operaciones de las que se
necesitarian para calcular el grafo exacto. Es posible que esto
diese como resultado una ordenacién de las caracteristicas con
un bajo ratio de coincidencia con el eventual resultado exacto
- que resulta impracticable calcular. Dependiendo del nivel de
seleccion deseado y del rendimiento de la seleccién realizada
en el problema posterior para el que se precise, el usuario
podria decidir obtener una ordenacién mas coincidente con la
eventual solucién exacta. Por suerte, gracias a la escalabilidad
del método, el cdlculo de un grafo mds exacto alterando los
hiperpardmetros se puede realizar en un tiempo similar al

Cuadro V
DESCRIPCION DE LOS HIPERPARAMETROS DE VRLSH UTILIZADOS.
Operaciones INDICA LA FRACCION DE OPERACIONES REALIZADAS CON
RESPECTO AL CALCULO EXACTO.

Conjunto L N R Operaciones
Higgs 05%) 5 20 05 4,6%10-3
Higgs 8§ 5 025 3,5%10-6
Epsilon (10%) 70 5 025 3,7%1072
Isolet 5 4 01 2,8%1073

registrado con tan solo afiadir mas nodos al cémputo.

V. CONCLUSIONES

En este trabajo se ha propuesto una adaptaciéon del po-
pular algoritmo de seleccién de caracteristicas ReliefF para
posibilitar el tratamiento de grandes volimenes de datos.
Se ha hecho uso del algoritmo VRLSH para aproximar el
célculo de vecinos mds cercanos, que constituye la parte
mas costosa computacionalmente de ReliefF, y se obtiene asi
una ordenacién aproximada de las caracteristicas del conjunto
de datos. El algoritmo resultante, llamado ReliefF-LSH, se
ha implementado en la plataforma Apache Spark y se han
realizado experimentos para verificar la validez del método
y su escalabilidad. Los experimentos muestran que ReliefF-
LSH es un algoritmo que puede tratar conjuntos que estin
muy fuera del alcance de ReliefF. Asimismo, el algoritmo
propuesto ofrece al usuario la posibilidad de balancear la
rapidez de ejecucién con la exactitud de la solucién, lo que
lo convierte en una versétil herramienta para problemas de
distintas complejidades.

Actualmente estamos trabajando en simplificar el manejo
de los hiperpardmetros de VRLSH por parte del usuario, para
facilitar el mencionado balanceo de rapidez y precision. Igual-
mente, como trabajo futuro queremos afiadir estructuras de
datos que eviten computos duplicados, acelerando la ejecucion.
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Resumen—En cualquier proceso de mineria de datos, el valor
del conocimiento extraido estd directamente relacionado con la
calidad de los datos utilizados. Los problemas Big Data, genera-
dos por el crecimiento masivo de los datos en los dltimos afios,
siguen el mismo dictado. Un problema comiin que afecta a la
calidad de los datos es la presencia de ruido, especialmente en los
problemas de clasificacion, en los que el ruido de clase se refiere
al etiquetado incorrecto de las instancias de entrenamiento. Sin
embargo, en la era del Big Data, las grandes cantidades de datos
plantean un reto a las propuestas tradicionales creadas para
hacer frente al ruido, ya que tienen dificultades para procesar
tal cantidad de datos. Es necesario proponer nuevos algoritmos
para el tratamiento de ruido en Big Data, obteniendo datos
limpios y de calidad, también conocidos como Smart Data. En
este trabajo se proponen dos enfoques de preprocesamiento de
datos en Big Data para eliminar instancias ruidosas: un ensemble
homogéneo y un ensemble heterogéneo, con especial énfasis en su
escalabilidad y rendimiento. Los resultados obtenidos muestran
que estas propuestas permiten obtener eficientemente un Smart
Dataset a partir de cualquier problema de clasificacion Big Data.

Index Terms—Big Data, Smart Data, Clasificacion, Preproce-
samiento, Ruido de clase

I. PRELIMINARES

Hoy en dia estamos rodeados por enormes cantidades de
datos. Estd previsto que para 2020 el universo digital sea 10
veces mas grande que en 2013, totalizando unos asombrosos
44 zettabytes El volumen actual de datos ha superado
las capacidades de procesamiento de los sistemas cldsicos
de mineria de datos y ha creado la necesidad de nuevos
frameworks para almacenarlos y procesarlos. Es un hecho
ampliamente aceptado que hemos entrado en la era del Big
Data. El Big Data es el conjunto de tecnologias que hacen
posible el procesamiento de grandes cantidades de datos.

En Big Data, las técnicas preprocesamiento cldsicas para
mejorar la calidad de los datos consumen aiin mds tiempo
y exigen mds recursos, volviéndose inviables. La falta de
técnicas de preprocesamiento eficientes y asequibles implica
que las alteraciones en los datos afectaran a los modelos
extraidos de ellos. Entre todos los problemas que pueden
aparecer en los datos, la presencia de ruido es uno de los
mds frecuentes. El ruido puede definirse como la alteracién
parcial o total de la informacién recogida en una instancia
causada por un factor externo. El ruido conduce a modelos
excesivamente complejos con un rendimiento degradado.

Recientemente, se ha introducido el concepto Smart Data
(centrado en la veracidad y el valor de los datos), con el
objetivo de filtrar el ruido y resaltar los datos valiosos. Hay

'IDC: The Digital Universe of Opportunities. 2018 [Online] http://www.
emc.com/infographics/digital-universe-2014.htm

tres atributos clave para que los datos sean infeligentes, deben
ser:

= Precisos: los datos deben ser lo que dicen que son con
suficiente precision para generar valor. La calidad de los
datos es importante.

= Procesables: los datos deben ser escalables inmediata-
mente para maximizar objetivos empresariales.

= Radpidos: los datos deben estar disponibles en tiempo
real y listos para adaptarse a las cambiantes exigencias
empresariales.

El modelado y andlisis avanzado en Big Data es indispen-
sable para descubrir la estructura subyacente en los datos con
el fin de obtener Smart Data. En este trabajo aportamos varias
técnicas de preprocesamiento para Big Data, transformando
conjuntos de datos sin procesar en Smart Data. Nos hemos
centrado en la tarea de clasificacion, donde se distinguen dos
tipos de ruido: ruido de clase, cuando afecta a la etiqueta
de una instancia, y ruido de atributo, cuando afecta a los
atributos. El primero es conocido por ser el mas perjudicial [[1]].
Como consecuencia, muchos trabajos, incluido este, han sido
dedicados a resolver este problema, o al menos a minimizar
sus efectos (en [2]] encontramos una completa revision).

A pesar de que se han propuesto algunos disefios para
tratar el ruido en Big Data [3], no se ha propuesto ningin
algoritmo para eliminar el ruido ni se ha llevado a cabo
ninguna comparacién en Big Data.

Por esto proponemos un framework para eliminar instancias
ruidosas en Big Data sobre Apache Spark, compuesto de dos
algoritmos basados en ensembles de clasificadores. El primero
es un Ensemble Homogéneo (EHO), el cual usa un clasificador
base (Random Forest [4]) sobre un dataset particionado. El
segundo es un Ensemble Heterogéneo (EHT), el cual usa
tres clasificadores para identificar instancias ruidosas: Random
Forest, Regresiéon Logistica y k-Nearest Neighbors (kNN).
Para una comparativa mas completa, hemos implementado
un filtro basado en similaridad de instancias, llamado Edited
Nearest Neighbor (ENN). ENN examina los vecinos mads
cercanos de cada ejemplo de entrenamiento y elimina aquellos
cuyo vecindario pertenece a una clase diferente. Todas estas
técnicas han sido implementadas en Apache Spark [5], y
pueden ser descargadas de su repositorio comunitario

Para mostrar el rendimiento de los métodos propuestos, he-
mos llevado a cabo experimentos con cuatro grandes datasets:
SUSY, HIGGS, Epsilon y ECBDLI4. Hemos creado diferentes
niveles de ruido de clase para evaluar los efectos de aplicar los

Zhttps://spark-packages.org/package/djgarcia/NoiseFramework
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métodos, asi como la mejora obtenida en términos de precision
para dos clasificadores: un 4rbol de decisién y kNN. También
mostramos que, en los problemas estudiados, los clasificadores
se benefician del filtrado de ruido incluso cuando no hay
ruido afiadido, ya que los problemas Big Data contienen ruido
propio debido a la automatizacién en la recogida de los datos.
Los resultados indican que la propuesta es capaz de eliminar
exitosamente el ruido. En concreto, EHO es la primera técnica
vélida para tratar el ruido en problemas Big Data, mejorando
la precisién con un bajo coste computacional.

El resto del trabajo estd organizado como sigue: la Sec-
cién|lljexplica el framework propuesto. La Seccién |llI|describe
los experimentos llevados a cabo para probar el rendimiento
del framework. Finalmente, la Seccién |[[V|concluye el trabajo.

II. FILTRADO DE RUIDO EN BIG DATA

En esta seccion, presentamos el primer framework para Big
Data sobre Apache Spark para eliminar instancias ruidosas
basado en el modelo MapReduce. Se trata de un disefio
MapReduce donde todos los procesos de filtrado de ruido se
realizan de forma distribuida. En la Seccién [I-Al describimos
el modelo MapReduce. En la Seccién listamos las pri-
mitivas de Spark usadas en la implementacién del framework.
Hemos disefiado dos algoritmos basados en ensembles. Ambos
realizan un k-fold a los datos de entrada, aprenden un modelo
en cada particion de entrenamiento y limpian las instancias
ruidosas de la particién de test. El primero es un ensemble
homogéneo que utiliza Random Forest como clasificador,
llamado EHO (Seccién [[I-C). El segundo, llamado EHT
(Seccién [[I-D), es un ensemble heterogéneo basado en tres
clasificadores: Random Forest, Regresiéon Logistica y kINN.

II-A.  Modelo MapReduce

MapReduce es un framework disefiado por Google en
2003 [6], [7]. Este modelo se compone de una funcién
Map, que realiza una transformacién, y un método Reduce,
que realiza una agregacién. El flujo de trabajo de una tarea
MapReduce es el siguiente: el nodo master divide el conjunto
de datos y lo distribuye por el clister. Después cada nodo
aplica la funcién Map a sus datos. A continuacién, los datos
se redistribuyen por el cldster en funcién de los pares clave-
valor generados en la fase Map. Una vez que todos los pares
de una misma clave estdn en el mismo nodo, se procesan en
paralelo.

Apache Hadoo;ﬂ es el framework open-source mds co-
nocido para el almacenamiento y procesamiento de grandes
cantidades de datos, basado en el modelo MapReduce. El
framework estd disefiado para tratar los errores de hardware
automdticamente. A pesar de su popularidad y rendimiento,
Hadoop tiene algunas limitaciones [8]: bajo rendimiento para
tareas iterativas e imposibilidad de trabajar en memoria.

Apache Sparkﬂ es un framework open-source centrado en la
velocidad, facilidad de uso y procesamiento en memoria [9].
Spark estd construido sobre una estructura de datos distribuida

3 Apache Hadoop Project 2018 [Online] https://hadoop.apache.org/
4Apache Spark Project 2018 [Online] https:/spark.apache.org/

e inmutable llamada Resilient Distributed Datasets (RDDs)
[10]. Los RDDs se pueden describir como un conjunto de
particiones de datos distribuidas por el cldster. Los RDDS
soportan dos tipos de operaciones: acciones, que evalian y
devuelven un valor. Y transformaciones, que no son evaluadas
cuando se definen, se aplican sobre un RDD y producen un
nuevo RDD. Cuando se llama a una accién sobre un RDD,
todas las transformaciones previas se aplican en paralelo a
cada particién del RDD.

II-B.  Primitivas Spark

Para la implementacion del framework, hemos utilizado
algunas primitivas de la API de Spark. Estas funciones ofrecen
operaciones mds complejas al extender el modelo MapReduce.
A continuacion, describimos las empleadas en los algoritmos:

= map: Aplica una transformacién a cada elemento de un
RDD.

» zipWithIndex: Para cada elemento de un RDD crea una
tupla con el elemento y su indice, empezando en 0.

= join: Devuelve un RDD que contiene todos los pares de
elementos cuyas claves coinciden entre dos RDDs.

= filter: Devuelve un nuevo RDD que contiene solo los
elementos que satisfacen una condicién.

= ynion: Devuelve un RDD resultante de la unién de dos
RDDs.

= kFold: Devuelve una lista de k pares de RDDs, siendo
el primer elemento los datos de train, y el segundo
elemento los datos de test. Donde k es el nimero de
particiones.

= randomForest: Método para aprender un modelo de
Random Forest.

= predict: Devuelve un RDD que contiene las instancias
y clases predichas para un dataset usando un modelo.

= JearnClassifiers: A pesar de no ser una primitiva de
Spark, la usamos para simplificar la descripcién de los
algoritmos. Esta primitiva aprende un modelo de Random
Forest, Regresion Logistica y 1NN a partir de los datos
de entrada.

Estas primitivas de Spark se usan en las siguiente secciones
donde describimos EHO y EHT.

II-C. Ensemble Homogéneo: EHO

El ensemble homogéneo esta inspirado en Cross-Validated
Committees Filter (CVCF) [11]]. Este filtro elimina instancias
ruidosas realizando un k-fold a los datos. Después entrena
un arbol de decision k veces, dejando fuera uno de los
subconjuntos cada vez. Esto da como resultado & clasificadores
que se utilizan para predecir los datos de entrenamiento k
veces. Luego, utilizando una estrategia de voto, se eliminan
las instancias mal clasificadas.

EHO también estd basado en un esquema de particio-
namiento de los datos. Hay una diferencia importante con
respecto a CVCF: el uso de Random Forest en lugar de un
arbol de decisiéon como clasificador. CVCF crea un ensemble
particionando los datos de entrenamiento. EHO también divide
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Figura 1. Algoritmo EHO

1: Entrada: data RDD de tuplas (clase, atributos)

2: Entrada: P nimero de particiones

3: Entrada: nTrees nimero de drboles para Random Forest

4: Salida: RDD filtrado sin ruido

5: partitions <— kFold(data, P)

6: filteredData <+ ()

7: for all train, test in partitions do

8: rfModel < randomForest(train, nTrees)

9: rfPred < predict(rfModel, test)

10: JjoinedData — Jjoin(zipWithindex(test),
zipWithindex(rfPred))

11: markedData <—

12: map original, prediction € joinedData

13: if label(original) = label(prediction) then

14: original

15: else

16: (label = 0, features(original))

17: end if

18: end map

19: filteredData + union(filteredData, markedData)
20: end for
21: return (filter(filteredData, label # ())

los datos de entrenamiento, pero el uso de Random Forest nos
permite mejorar el paso de la votacién:

= CVCF predice el dataset entero k& veces. EHO solo
predice las instancias de la particion test del k-fold.
Este paso se repite k£ veces. Con este cambio no solo
mejoramos el rendimiento, sino también el tiempo de
computo, ya que solo tiene que predecir una pequefia
parte de los datos de entrenamiento en cada iteracion.

= No necesitamos implementar una estrategia de votacidn,
la decisién de si una instancia es ruidosa estd asociada
con la prediccién del Random Forest.

La Figura T]describe el proceso de filtrado de ruido en EHO.
Los parametros de entrada son los siguientes: el dataset (data),
el nimero de particiones (P) y el nimero de drboles para el
Random Forest (n1'rees):

= FEl algoritmo realiza un kFold en los datos de entrada.
Como se definié antes, la funcién kFold de Spark
devuelve una lista de (train, test) para un P dado.

= [teramos sobre cada particién, aprendiendo un Random
Forest usando train como datos de entrada, y predicien-
do test usando el modelo aprendido.

= Para unir los datos de test y los datos predichos para
comparar las clases, usamos la operacion zipWithIndex
en ambos RDDs. Con esta operacion, afiadimos un indice
a cada elemento de ambos RDDs. Este indice se utiliza
como clave para la operacion join.

= FEl siguiente paso es aplicar una funcién map al RDD
anterior y comprobar, para cada instancia, la clase ori-
ginal y la predicha. Si la clase predicha y el original
son diferentes, la instancia se marca como ruido y se

Figura 2. Algoritmo EHT
: Entrada: data RDD de tuplas (clase, atributos)

: Entrada: P nimero de particiones

Entrada: nTrees numero de drboles para Random Forest
. Entrada: vote estrategia de voto (mayoria o consenso)

: Salida: RDD filtrado sin ruido

. partitions <— kFold(data, P)

. filteredData + ()

: for all train, test in partitions do

classifiersModel + learnClassifiers(train, nTrees)

10: predictions < predict(classifiersModel, test)

N R NV B VO R

11: joinedData — Jjoin(zipWithIndex(predictions),
zipWithIndex(test))

12: markedData <

13: map rf, I, knn, orig € joinedData

14: count < 0

15: if rf +# label(orig) then count < count + 1

16: if Ir # label(orig) then count < count + 1

17: if knn # label(orig) then count < count + 1

18: if vote = majority then

19: if countr > 2 then (label = (), features(orig))

20: if count < 2 then orig

21: else

22: if count = 3 then (label = (), features(orig))

23: if count # 3 then orig

24: end if

25: end map

26: filteredData <— union(filteredData, markedData)
27: end for
28: return (filter(filteredData, label # ()))

devuelven sus atributos y la clase (linea 16).

= El resultado de la funcién map anterior es un RDD donde
las instancias ruidosas estdn marcadas. Estas instancias
son finalmente eliminadas usando una funcién filter y
el conjunto de datos resultante es devuelto.

II-D. Ensemble Heterogéneo: EHT

El ensemble heterogéneo estd inspirado en Ensemble Filter
(EF) [12]. Este filtro de ruido usa tres algoritmos de aprendi-
zaje para identificar instancias ruidosas: un arbol de decision,
kNN y un clasificador lineal. Realiza un k-fold sobre los datos
y para cada una de las k particiones, aprende tres modelos en
las otras k — 1 particiones. Cada uno de los clasificadores da
una etiqueta a los ejemplos de test. Finalmente, usando una
votacion, se eliminan las instancias ruidosas.

EHT sigue el mismo esquema que EF. La principal dife-
rencia es la eleccion de los tres algoritmos de aprendizaje:
en lugar de un arbol de decisién, usamos Random Forest.
Como clasificador lineal se ha usado la Regresién Logistica.
Finalmente, kNN se ha mantenido como clasificador.

En la Figura 2] se describe el filtrado de ruido en EHT. Los
parametros de entrada son los siguientes: el dataset (data), el
nimero de particiones (P), el numero de drboles para Random
Forest (nT'rees) y la estrategia de voto (vote):
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= Para cada particién de train y test del k-fold, se apren-
den tres modelos: Random Forest, Regresion Logistica y
INN usando train como datos de entrada.

= Después se predicen los datos de test usando los tres
modelos aprendidos. Esto crea un RDD de tripletas
(rf,lr,knn) con la prediccién de cada algoritmo para
cada instancia.

= Las prediccion y los datos de test se unen por indice para
poder comparar las predicciones con la etiqueta original.

= Se comparan las tres predicciones de cada instancia
con la etiqueta original usando una funcién map vy,
dependiendo de la estrategia de voto, las instancias se
marcan como ruidosas o limpias.

» Las instancias marcadas como ruidosas son eliminadas
usando la funcién filter y el dataset es devuelto.

III. RESULTADOS EXPERIMENTALES

Esta seccién describe los experimentos llevados a cabo so-
bre cuatro problemas Big Data. En la Seccién mostramos
los detalles de los datasets y pardmetros usados por los filtros
de ruido. Los estudios de precision e instancias eliminadas se
encuentran en la Seccién Finalmente, la Secci6n [[II-C
analiza los tiempos de computo de las propuestas.

III-A.  Framework Experimental

En nuestros experimentos hemos utilizado cuatro datasets
de clasificacion:

= SUSY, compuesto por 5,000,000 de instancias y 18
atributos. El objetivo es distinguir entre una sefial que
produce particulas supersimétricas (SUSY) y una que no.

= HIGGS, formado por 11,000,000 de instancias y 28
atributos. Este dataset es un problema de clasificacion
en el que se distingue una sefial que produce bosones de
Higgs y otra que no.

= Epsilon, con 500,000 instancias y 2,000 atributos. Este
dataset fue creado artificialmente para la Pascal Large
Scale Learning Challenge en 2008.

= ECBDL14, con 32 millones de instancias y 631 atributos.
Este dataset fue usado como referencia en la competicién
de machine learning del Evolutionary Computation for
Big Data and Big Learning llevado a cabo el 14 de
Julio, 2014, bajo la conferencia internacional GECCO-
2014. Es un problema de clasificacién binaria donde la
distribucion de clases estéd altamente desbalanceada: 98 %
de instancias negativas. Para este problema, usamos una
version reducida con 1,000,000 de instancias y 30 % de
instancias positivas.

Hemos llevado a cabo experimentos en cinco niveles de
ruido: en cada uno, un porcentaje de las instancias de entrena-
miento han sido alteradas, sustituyendo su clase por otra de las
disponibles. Los niveles de ruido elegidos son 0 %, 5 %, 10 %,
15% y 20 %. Un nivel de 0 % de ruido indica que el dataset no
ha sido alterado. Dadas las limitaciones del algoritmo kNN,
hemos realizado una validacién hold-out.

Hemos elegido 4 particiones para EHO y EHT. Para el filtro
heterogéneo, hemos usado dos estrategias de voto: mayoria

Tabla I
PRECISION EN TEST DE KNN. LOS VALORES MAS ALTOS DE CADA
DATASET Y NIVEL RUIDO SE MUESTRAN EN NEGRITA

Dataset Ruido | Original | EHO | EHT ENN

Voto Mayor.  Consen.

SUSY 0% 71,79 78,73 | 77,86 74,64 72,02
5% 69,62 78,68 | 77,68 73,38 69,84
10 % 67,44 78,63 | 77,44 72,01 67,66
15 % 65,27 78,62 | 77,19 70,52 65,28
20 % 63,10 78,56 | 76,93 69,10 63,25

HIGGS 0% 61,21 64,26 | 63,94 62,30 60,65
5% 60,10 64,06 | 63,63 61,45 59,60
10 % 58,97 63,83 | 63,29 60,65 58,56
15 % 57,84 63,65 | 62,86 59,81 57,52
20 % 56,69 63,53 | 62,55 58,89 56,45

Epsilon 0% 56,55 58,11 | 57,43 55,19 56,21
5% 55,71 58,64 | 57,47 55,47 55,43
10 % 55,20 58,51 | 57,26 55,25 54,79
15 % 54,54 58,39 | 57,00 55,00 54,30
20 % 54,05 58,02 | 56,75 54,72 53,68

ECBDL14 0% 74,83 76,06 | 75,12 73,54 73,94
5% 72,36 75,60 | 74,59 72,89 72,77
10 % 69,86 75,31 | 74,19 72,50 71,40
15 % 67,39 75,11 | 73,99 72,11 69,68
20 % 64,90 74,82 | 73,70 71,89 67,64

(mismo resultado para al menos la mitad de los clasificadores)
y consenso (mismo resultado para todos los clasificadores).
Para ENN, con k = 5 tenemos una carga de red mayor, y dada
la alta redundancia de datos en Big Data, no hemos apreciado
diferencia con respecto a k = 1. Por esto hemos elegido la
opcién mas eficiente.

Utilizamos dos clasificadores para probar la efectividad
de los filtros de ruido, un &4rbol de decisiéon y kNN. El
arbol de decisién puede adaptar su profundidad para detectar
mejor las instancias ruidosas, mientras que kNN es sensible
al ruido cuando el nimero de vecinos el bajo. Para evaluar
el rendimiento de los modelos usamos la precisién (niimero
de instancias correctamente clasificadas divido por el total
de instancias). Se ha aumentado la profundidad del arbol de
decision (depth = 20) para mejorar la deteccion de ruido.
Para kNN usamos k = [ ya que es mds sensible al ruido.

Los experimentos se han realizado en un clister compuesto
por 20 nodos de cémputo con la siguiente configuraciéon: 2 x
Intel Xeon E5-2620, 6 nucleos, 2.00 GHz, 2 TB HDD, 64 GB
RAM. Hemos utilizado la siguiente configuracién software:
Hadoop 2.6.0-cdh5.4.3 de la distribucién open source de
Apache Hadoop de Cloudera, Apache Spark y MLIib 2.2.0,
460 nucleos (23 nucleos/nodo), 960 RAM GB (48 GB/nodo).

III-B. Andlisis de Precision e Instancias Eliminadas

En esta seccién se presenta el andlisis de los resultados ob-
tenidos por los clasificadores después de aplicar el framework
propuesto. Denotamos con Original el uso del clasificador sin
utilizar ninguna técnica de tratamiento de ruido.

La Tabla |I]| muestra la precisién en test para los cuatro
datasets y los cinco niveles de ruido usando kNN como
clasificador. En vista de estos resultados podemos sefialar que:
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Tabla II

PRECISION EN TEST DEL ARBOL DE DECISION. LOS VALORES MAS ALTOS

DE CADA DATASET Y NIVEL RUIDO SE MUESTRAN EN NEGRITA

Dataset Ruido | Original | EHO | EHT ENN
Voto Mayor.  Consen.
SUSY 0% 80,24 79,78 | 79,69 80,27 78,56

5% 79,94 79,99 | 80,07 80,36 77,49
10 % 79,15 79,85 | 79,81 80,04 77,00
15 % 78,21 79,81 | 79,32 79,47 75,81
20 % 77,09 79,71 | 79,35 78,95 74,21

HIGGS 0% 70,17 71,16 | 69,61 70,41 68,85

5% 69,61 71,14 | 69,34 69,98 68,29
10 % 69,22 71,06 | 68,95 69,56 67,52
15 % 68,65 71,03 | 68,52 69,04 66,93
20 % 67,82 71,05 | 68,18 68,38 66,05

Epsilon 0% 62,39 66,86 | 65,13 66,07 61,54

5% 61,10 66,64 | 65,32 66,09 60,41
10 % 60,09 66,87 | 65,46 66,11 59,20
15 % 59,02 66,62 | 6533 65,99 58,09
20 % 57,73 66,46 | 65,08 65,69 56,71

ECBDL14 0% 73,98 74,59 | 74,21 74,51 73,66

5% 72,87 74,64 | 74,16 74,54 73,48
10 % 71,67 74,59 | 73,84 74,51 72,75
15 % 70,28 74,61 | 73,82 73,91 71,68
20 % 68,66 74,83 | 73,78 73,82 70,16

El uso de cualquier técnica de filtrado de ruido siempre
mejora la precision Original para un mismo nivel de
ruido. Hay que tener en cuenta que el uso de los filtros
de ruido permiten a kNN obtener mejor rendimiento para
cualquier nivel de ruido que Original a un nivel del 0 %
para cualquier conjunto de datos.

Si nos fijamos en la mejor estrategia de filtrado de ruido
para kNN, el filtro homogéneo EHO, permite a kNN
obtener los mejores valores de precision.

EHT obtiene un rendimiento inferior a EHO. Por otro
lado, la estrategia de voto es crucial para EHT, ya que el
voto por consenso alcanza una precision menor, cercana
al 2% con respecto al voto por mayoria.

Mientras que la precisidon para Original cae en torno a
un 2 % cada 5 % de incremento de ruido, llegando a un
total de un 10 % menos precision al 20 % de ruido, EHO
decrece menos de un 1 % en total.

El método base, ENN, es la peor opcién para kNN, ya
que obtiene la precision mds baja de los tres filtros de
ruido. Para ENN, la precisién cae alrededor de un 2 %
cada 5 % de incremento de ruido. Sin embargo, ENN es
preferible a no tratar el ruido.

La Tabla[[lrecoge los resultados de precisi6n en test para los

tres métodos de ruido usando un arbol de decisiéon profundo
como clasificador. De estos resultados podemos sefialar:

= De nuevo, evitar tratar el ruido no es la mejor opcion,

ya que usar el filtro adecuado supone una mejora de
precisién. Sin embargo, como el drbol de decisién es mas
robusto al ruido que kNN, no todos los filtros son mejores
que si no tratamos el ruido (Original). Cuando los filtros
eliminan demasiadas instancias, limpias y ruidosas, el
arbol de decision se ve mds afectado ya que es capaz

Tabla IIT
TASA DE REDUCCION ( %) PARA EHO, EHT Y ENN

Dataset Ruido | EHO EHT ENN

Voto Mayoria  Consenso

SUSY 0% 20,62 | 21,04 8,74 49,51
5% 23,57 | 25,09 10,33 49,57
10 % 26,50 | 27,94 11,68 49,66
15 % 29,44 | 30,85 13,04 49,74
20 % 32,35 | 33,71 14,22 49,82

HIGGS 0% 29,08 | 35,13 8,20 49,71
5% 31,15 | 36,65 8,83 49,75
10 % 33,23 | 38,11 9,59 49,81
15% 35,38 | 39,55 10,35 49,92
20 % 37,34 | 41,05 11,11 49,88

Epsilon 0% 34,31 | 22,30 2,90 49,97
5% 25,32 | 25,24 4,32 50,01
10 % 27,80 | 27,88 5,83 49,97
15 % 30,79 | 30,71 7,22 50,01
20 % 33,52 | 33,44 8,74 50,17

ECBDL14 | 0% 22,44 | 21,35 5,85 26,58
5% 25,80 | 24,51 8,25 31,06
10 % 28,49 | 27,68 10,31 35,07
15% 31,13 | 30,71 12,07 38,63
20 % 33,86 | 33,69 13,91 41,60

de tolerar pequeiias cantidades de ruido mientras explora
las instancias limpias. kNN se ve mas afectado que el
arbol de decisién por las instancias ruidosas mantenidas.
Por esto, una mala eleccion del filtro de ruido penalizara
el rendimiento del arbol de decision.

= Para niveles bajos de ruido, EHT puede rendir ligera-
mente mejor que EHO para algin dataset. Sin embargo,
del 10 % en adelante, EHO supera a EHT, haciéndolo el
mejor filtro para lidiar con ruido en arboles de decision.

= Como observamos anteriormente, la precision Original
cae con cada incremento de ruido. En este caso, EHO
rinde incluso mejor que con kNN, ya que la precision se
mantiene de 0% al 20 % de ruido.

= En cuanto a la estrategia de voto de EHT, el voto por
consenso obtiene mejores resultados que el voto por
mayoria. Hay que resaltar que en kNN se ha observado
lo contrario: dado que kNN es mucho mds sensible y
necesita fronteras mas limpias (logradas con el voto
por mayoria), el arbol de decision se beneficia de la
eliminacién de ruido mds precisa del voto por consenso.

= ENN, alcanza en torno a un 1 % menos de precisiéon que
el resto para niveles de ruido bajos, incrementdndose esta
diferencia hasta un 5 % para niveles altos.

Los resultados mostrados han demostrado la importancia de
aplicar un filtrado de ruido, independientemente de la cantidad
de ruido presente en el dataset. Para explicar mejor por qué
EHO es la mejor estrategia de filtrado, debemos estudiar la
cantidad de instancias eliminadas.

En la Tabla [[Ill mostramos la tasa de reduccién de instancias
después de aplicar los tres filtros de ruido sobre los cuatro
datasets. Cuanto mayor sea el porcentaje de ruido, mayor serd
la cantidad de instancias eliminadas. Sin embargo, observamos
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Tabla IV
TIEMPO MEDIO DE COMPUTO PARA EHO, EHT Y ENN EN SEGUNDOS

Dataset EHO EHT ENN
Voto Mayoria Consenso

SUSY 513,46 5.511,15 5.855,66 8.956,71
HIGGS 587,72 15.300,62  15.232,99 | 25,441,09
Epsilon 1.868,75 | 4.120,79 7.201,05 2.718,97
ECBDL14 | 1.228,24 | 9.710,70 11.217,02 | 14.080,03

diferentes patrones dependiendo de la técnica utilizada:

= De media, EHO elimina en torno a un 25 % de instancias
al 0 % de ruido. Cada nivel de ruido, se eliminan un 3 %
mads de instancias.

= En EHT Ia estrategia de voto tiene un gran impacto en
el nimero de instancias eliminadas. Mientras que el voto
por mayoria elimina casi tantas instancias como EHO, el
voto por consenso es mucho mas conservativo.

= ENN es el filtro que mas instancias elimina. De media eli-
mina la mitad de las instancias del dataset al 0 % de ruido,
incrementdndose un 1 % cada nivel. Este comportamiento
tan agresivo lacra el rendimiento de los clasificadores que
toleran algo de ruido, como el arbol de decision.

= EHO es el filtro mas equilibrado en términos de instan-
cias eliminadas. A pesar de que la cantidad de instancias
eliminadas por EHT con el voto por mayoria es muy si-
milar a EHO, las instancias seleccionadas son diferentes,
afectando al clasificador usado posteriormente.

HI-C. Tiempos de Computo

Para constituir una propuesta vdlida en Big Data, este frame-
work también tiene que ser escalable. Esta seccién mostramos
los tiempos de cémputo de los filtros EHO, EHT y ENN.

En la Tabla [IV| podemos ver los tiempos medios de ejecu-
cién para los tres filtros en segundos. Como el nivel de ruido
no es un factor que afecte a estos tiempos, mostramos la media
para las cinco ejecuciones realizadas para cada dataset.

Los tiempos medidos muestran que EHO es también el
método mas rapido. EHO es unas diez veces mds rapido que
EHT y ENN. Esto se debe al uso del clasificador kNN en EHT
y ENN, el cual es un algoritmo muy pesado computacional-
mente. Como resultado, EHO es la opcién mds recomendada
para tratar con el ruido en problemas Big Data.

En vista de estos resultados concluimos que:

= El uso de cualquier técnica de filtrado de ruido siempre

mejora la precisién Original al mismo nivel de ruido.

= EHO ha sido el método que mejor rendimiento ha

obtenido para ambos clasificadores. También es el mds
eficiente términos de tiempo.

= La estrategia de voto tiene un gran impacto en el nimero

de instancias eliminadas en EHT.

= kNN es un método muy pesado computacionalmente,

afectando a los tiempos de computo de EHT y ENN.

IV. CONCLUSIONES

Este trabajo presenta el primer filtro de ruido para Big Data,
donde la alta redundancia de las instancias y los problemas de

alta dimensionalidad plantean nuevos retos a los algoritmos
clasicos de preprocesamiento de ruido. Hemos propuesto dos
algoritmos de filtrado de ruido, implementados en un fra-
mework Big Data: Apache Spark. Diferentes estrategias de
particionamiento y ensembles de clasificadores han llevado a
tres enfoques diferentes: un ensemble homogéneo, un ensem-
ble heterogéneo y un enfoque de filtrado simple basado en
similitud entre instancias.

La idoneidad de estas técnicas propuestas ha sido analizada
utilizando varios conjuntos de datos. El ensemble homogéneo
ha demostrado ser el enfoque mds adecuado en la mayoria
de los casos, tanto en la mejora de la precision como en la
mejora de los tiempos de ejecucion. También muestra el mejor
equilibrio entre instancias eliminadas y mantenidas.

El problema de ruido en Big Data es un paso crucial
en la transformacién de estos datos brutos en Smart Data.
Con esta propuesta hemos permitido obtener Smart Data a
partir de datos imperfectos. Nuestra propuesta puede resolver
problemas con millones de instancias y miles de caracteristicas
en poco tiempo, obteniendo datasets limpios de ruido.
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Abstract—En clasificacion supervisada el tamafio muestral
condiciona enormemente el modelo a utilizar, especialmente para
volimenes de datos masivos donde la eficiencia del modelo y su
potencia predictiva constituyen un equilibrio entre rendimiento y
complejidad computacional. Los clasificadores basados en Redes
Bayesianas permiten ajustarlo parametrizando su aprendizaje
para estimar distribuciones de probabilidad cada vez mas com-
plejas. El rendimiento puede descomponerse en sesgo, que se
reduce al aumentar la complejidad, y varianza, que aumenta
de manera inversamente proporcional. El clasificador AkDE es
uno de los ejemplos mas estudiados ya que puede aprenderse en
una unica pasada sobre los datos y al tratarse de un modelo de
tipo ensemble reduce la varianza agregando las predicciones de
clasificadores individuales. En la practica es necesario reducir su
complejidad espacial y es utilizado junto a técnicas de seleccion
de modelos basadas en la Teoria de la Informacion lo que
implica pasadas adicionales sobre los datos. Este trabajo estudia
el rendimiento de este clasificador comparandolo a otras técnicas
de ensemble populares y cuestiona el impacto real de la agre-
gacion en la reduccion del sesgo y la varianza. Comprobaremos
empiricamente como en problemas con muestras grandes los
resultados no se ajustan al modelo teérico y como la seleccion
de modelos difiere del comportamiento basico de un ensemble.
Los resultados obtenidos se utilizaran para proponer un modelo
alternativo que si capture las propiedades deseadas para un
ensemble.

Index Terms—Clasificacion supervisada; Clasificadores basa-
dos en redes Bayesianas; Clasificadores ensemble.

I. INTRODUCCION

La actual abundancia de datos y potencia computacional
motiva a los investigadores en aprendizaje automatico a desar-
rollar nuevos métodos buscando el balance entre escalabilidad
y precisioén. Sin embargo, no deberiamos caer en el error de
conseguir este balance a cambio de producir algoritmos com-
plejos de usar y que generen modelos dificiles de interpretar, o
de otra manera, no tendrdn aceptacion por parte de la industria.

De hecho, gran parte de los algoritmos incluidos en los
paquetes software que son referencia en la actualidad (e.g.
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[12]), fueron propuestos hace mds de una década, pero todavia
son competitivos. Parte de su éxito, sin duda se debe a sus
fundamentos tedricos, pero también a su funcionamiento intu-
itivo y a la facilidad de interpretar y fijar los hiperparametros
necesarios para su uso. Un ejemplo claro son los clasificadores
tipo ensembles [9] y, en particular, Random Forest (RF) [5],
bien considerados tanto por investigadores como por usuarios.
Desde el punto de vista de su usabilidad, el éxito recae en
que un Unico pardmetro, el nimero de modelos en el ensemble,
sirve para controlar tanto la complejidad del modelo resultante
como su nivel de precision. P.e. en RF estd demostrado que
incrementar el nimero de arboles reduce la varianza en la
clasificacion manteniendo un sesgo estable. Esto garantiza
que el rendimiento del clasificador mejorara o se estabilizara
con un mayor nimero de drboles, lo que permite al usuario
fijarlo basdndose unicamente en la complejidad del problema
abordado y/o en los recursos disponibles (tiempo y espacio).

En este trabajo nos centramos en los clasificadores basados
en redes Bayesianas (BNCs), los cudles al poderse aprender
out of core son, en principio, excelentes candidatos para
abordar grandes volimenes de datos [1]. Ademds, en al-
gunos de estos algoritmos, un Unico pardmetro, k, controla
la complejidad de los modelos aprendidos. Por ejemplo en
el algoritmo kDB [14], incrementar el valor de k£ permite
aumentar el nimero de dependencias permitidas y, por tanto,
la complejidad de la red resultante. De forma similar, en
el clasificador tipo ensemble AkDE [18], aumentar el valor
de k implica también aumentar el nimero de dependencias,
pero también el nimero de modelos, por lo que el orden de
incremento en la complejidad es incluso superior al caso de
kDB. La implicacién, sin embargo, en términos del andlisis en
términos de sesgo y varianza es diferente: en kDB aumentar &
permite reducir el sesgo a cambio de incrementar la varianza,
mientras que en AkDB un aumento en £ reduce la varianza
pero aumenta mucho la complejidad del modelo resultante.
Ademas, en AkKDE la influencia de incrementar & se traslada
en un aumento de las necesidades computacionales, sobre todo
espaciales, que hacen obligatorio realizar una seleccion de
modelos [6], [7], [11] para permitir su uso con bases de datos
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de tamafo medio-grande. En este trabajo también estudiamos
de forma critica algunos de los principios en los que se basan
estos procesos de selecciéon de modelos.

Aunque el andlisis basado en sesgo y varianza es habitual
en otro tipo de ensembles, no es comun en los ensembles de
BNC:s, por ello, la novedad de este trabajo reside en que pro-
ponemos evaluar los ensembles (y sus modelos constituyentes)
de BNCs usando el enfoque de sesgo y varianza, estudiando
su comportamiento en dominios de diferente tamafio. Los
resultados que obtenemos indican que el algoritmo AkDE ex-
hibe un comportamiento completamente diferente en muestras
grandes que al considerar los benchmark habituales en apren-
dizaje automdtico, tradicionalmente formados por conjuntos
de pequefio tamafio. Por otra parte, el estudio de los modelos
constituyentes del ensemble, nos muestra discrepancias impor-
tantes con respecto al funcionamiento interno (y agregado) de
otros ensembles tipicos como RF. Estas observaciones podrian
hacer a los usuarios replantearse la forma que se entiende
el clasificador AKDE, especialmente en el caso de grandes
conjuntos de datos. A partir del estudio, proponemos un nuevo
ensemble de BNCs que si posee las propiedades esperadas en
clasificadores clésicos tipo ensemble como bagging y RF.

El resto del trabajo contiene una breve descripcién de los
BNCs usados en el estudio, seguido de la descripcién del
andlisis de sesgo y varianza seguido en el articulo y su
aplicacién al estudio del algoritmo AkDE desde la perspectiva
ensemble. A continuacién realizamos una experimentacion
usando tanto datos masivos como benchmarks cldsicos en
aprendizaje automdtico para evaluar los clasificadores objeto
del estudio. Por ultimo, a la luz de los resultados, proponemos
un ensemble de BNCs cuyo comportamiento se asemeja mas
a los ensembles clasicos (bagging y RF).

II. CLASIFICADORES BASADOS EN REDES BAYESIANAS

El problema de clasificacién supervisada consiste en pre-
decir la etiqueta y € Qy = {y1,...,y.} para la variable
de respuesta (o clase) Y, para un ejemplo x = (X1,...,Xd)
definido sobre d atributos {X1, ..., X4}. Para resolverlo, el
objetivo es inducir un modelo (o clasificador) a partir de
un conjunto de datos formado por m ejemplos previamente
etiguetados D = { (M, yY), ... (z(™) y(m)}.

El formalismo de las Redes Bayesianas (RBs) [13] usa un
grafo dirigido aciclico (DAG) para representar de forma efi-
ciente la distribucién de probabilidad conjunta (DPC) definida
sobre el conjunto de variables. En particular una RB factoriza
la DPC mediante el producto p(y,x) = H(ij:l p(xi | Tx;),
donde 7., denota el conjunto de padres del atributo X; en
el DAG. Desde un punto de vista probabilistico, la etiqueta a
asignar a un ejemplo x es la que maximiza la probabilidad a
posteriori, es decir, arg max,cqo, p(y | x).

En la préctica, los algoritmos que han demostrado un mejor
rendimiento en esta tarea son los denominados BNCs [3],
redes Bayesianas cuya estructura otorga un papel distinguido
a la variable clase y que limitan de distinta forma el nimero
de dependencias permitido. De ellos, el mds popular por su
simplicidad es Naive Bayes (NB), que asume que todas las

variables predictoras son independientes dada la clase. Sin em-
bargo, la suposicion realizada resta capacidad discriminativa a
NB lo que lo convierte en un clasificador con mucho sesgo.
Otros modelos de BNCs se basan en imponer la estructura base
de NB pero permitiendo algunas dependencias adicionales
entre las variables predictoras.

A. k-dependence BN Classifier (kDB)

El algoritmo kDB [14] se basa en el uso de estimadores k-
dependientes, es decir, cada variable puede depender de otros
k atributos y de la clase. Requiere aprendizaje estructural y el
modelo producido es una unica RB.

El algoritmo propuesto en [14] usa los conceptos de infor-
macion mutua (MI) e informacién mutua condicional (CMI)
para guiar el proceso de aprendizaje estructural. Primero se
ordenan las variables en funcién de I(X;;C). Después, a la
variable i-ésima de dicho orden se le ponen como padres en
el grafo la variable clase C' y las k variables X; con mayor
I(X;, X;|C), t.q. s6lo se consideran las que preceden a X; en
el orden. La posterior estimacién de parametros requiere una
pasada adicional por los datos cuando k£ > 2.

Fijando adecuadamente el valor de k se mejora el ajuste del
modelo a los datos, sin embargo, aumentar k£ implica también
obtener modelos mas complejos, habitualmente con menor
sesgo pero mayor varianza debido al sobreajuste. En [11] se
estudia que en bases de datos grandes el riesgo de sobreajuste
(e incremento de la varianza) disminuye considerablemente.
El algoritmo kDB selectivo (SkDB) combate la complejidad
del modelo eligiendo el k£ adecuado para cada variable [11],
lo que requiere una pasada adicional por los datos.

B. Averaged k Dependence Estimators

El clasificador AkDE puede modelarse como un ensemble
formado por un conjunto de BNCs H = {h;(m;),i =
1,..., K}, donde el nimero de modelos K se fija re-
stringiendo el espacio de los posibles modelos a una familia
de clasificadores k-dependientes. En particular, cada modelo
es un NB aumentado en el que ademds de depender de la
clase, todos los atributos dependen de un conjunto fijo (el
mismo para todos) de k padres, denotado por ;. El ensemble
consiste entonces en la familia completa de este tipo de
clasificadores, por lo que K = (Z) La etapa de inferencia
consiste en promediar la distribucién de probabilidad de la
clase a posteriori en todos los clasificadores del ensemble.
Como caso particular, el clasificador A1DE (AODE) asume
que todos los atributos dependen de la clase y otro atributo,
conocido como super padre (SP). En AODE los modelos
constituyentes se conocen como SPODE y en general como
SPLKDE. Al fijarse la estructura, no se requiere aprendizaje
estructural, siendo un clasificador out of core real.

Al igual que en kDB, en AKDE podemos ajustar el bal-
ance sesgo-varianza variando el pardmetro k, lo que permite
representar desde clasificadores con mucho sesgo y poca
varianza como NB (AODE), hasta clasificadores con poco
sesgo pero alta varianza, obtenidos al incrementar k£ y poder
usar distribuciones de probabilidad de alta dimensionalidad
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[18]. Sin embargo, en el caso de AkDE la influencia de
incrementar k£ en la complejidad del modelo resultante se
traslada al incremento del tamafio de las tablas de probabilidad
y, sobre todo, al incremento en el nimero de modelos del
ensemble. Por ejemplo, con 100 variables predictoras A1DE
contendrd 100 modelos individuales pero A2DE contendra
5000. Indudablemente esto representa un problema muy im-
portante de cara a la escalabilidad del algoritmo en problemas
de media-alta dimensionalidad (ndimero de variables) por lo
que se han propuesto diferentes soluciones basadas en realizar
seleccion de modelos [6], [7], [11]. Es importante remarcar
que si en kDB Ia seleccién de modelos tenia como objetivo un
mejor ajuste de los datos, en AkDE la seleccion de modelos es
obligatoria para convertirlo en un modelo usable en la prictica.

Estas técnicas de seleccién de modelos se basan en una
aproximacioén hibrida entre el enfoque filter y wrapper, guiados
por el uso de conceptos de Teoria de la Informacién, mayor-
mente Informaciéon Mutua (MI). En particular, los algoritmos
Sample Attribute Selective AkDE (SASAKDE) [6] y Selective
AKDE (SAKDE) [7] han mostrado que es posible reducir
la complejidad espacial, pero también (sorprendentemente)
obtener mejor prediccién (accuracy) que el ensemble formado
por la familia completa de SPkDEs. Sin embargo, también
hay algunos puntos débiles que deben ser estudiados: (1) este
proceso aflade pasadas adicionales por los datos, lo que supone
un inconveniente en el caso de grandes muestras (e.g. big
data); (2) la idea subyacente es asumir que la informacién
mutua condicional del conjunto de super-padres dada la clase
es un buen indicador del rendimiento en términos de clasifi-
cacién del sub-modelo resultante. En este trabajo analizamos
empiricamente esta hipétesis; y (3) volviendo a nuestra dis-
cusion inicial y las ventajas de tener hiperpardmetros inter-
pretables, indicar que este proceso de seleccién de modelos
también afiade cierta confusion al proceso, puesto que a igual
k la complejidad del modelo resultante puede diferir mucho
de un problema a otro.

I1I. SESGO Y VARIANZA EN CLASIFICACION

Distintos estudios [2], [4] han analizado la capacidad pre-
dictiva de los clasificadores ensemble mediante la descom-
posicion del error en términos de sesgo y varianza. Intuiti-
vamente, un algoritmo de aprendizaje sesgado muestra un
error persistente (similar) al entrenar con distintos conjuntos
de datos, mientras que un algoritmo con alta varianza muestra
un error que fluctia entre los distintos conjuntos de datos.

Breiman [4] presenta una taxonomia de clasificadores esta-
bles (poca varianza a riesgo de tener mucho sesgo) e inestables
(poco sesgo y alta varianza). Los clasificadores inestables, en
media tienen un buen rendimiento, lo que les convierte en
el marco ideal para los ensembles basados en voto por la
mayoria, puesto que su uso consigue reducir la varianza [4].
Ejemplos son RF o bagging con arboles de decision, que son
algoritmos estado-del-arte en clasificacién supervisada. Por
otra parte, los modelos inestables son buenos candidatos para
su aplicacién en problemas grandes [11], ya que el impacto
de la varianza se suaviza al disponer de mas datos.

Sin embargo, la descomposicién del error en sesgo y var-
ianza proviene de la regresién numérica, y aunque su inter-
pretacién es también intuitiva en el caso de la clasificacion,
su aplicacion no lo es. De hecho, mientras que en regresion
promediar funciones independientes reduce la varianza sin
modificar el sesgo, en clasificaciéon promediar los modelos
podria incrementar el error de clasificacion [15].

Existen distintas formulaciones de la descomposicion en
sesgo/varianza [15], [16]. En este trabajo hemos optado por la
implementacion realizada en [16]' de la descrita en [2], [4].
Las métricas utilizadas se obtienen a partir de la estabilidad
de un clasificador £ cuando se entrena y testea repetidamente
sobre un nimero de conjuntos de datos 7. Definimos la
tendencia central C'2,-(x) como la clase con maxima prob-
abilidad de ser seleccionada para un ejemplo determinado x
por parte de todos los clasificadores aprendidos a partir de 7T
Cpr(x) = arg max Pr(L(x) =vy)

El sesgo puede entonces medirse como el error introducido
por la tendencia central del algoritmo, es decir, el error de
la clasificacion mds frecuente, mientras que la varianza es
el error introducido por la desviaciéon de dicha tendencia
central. Habitualmente se habla de estos valores en términos de
contribucion del sesgo y la varianza al error de clasificacion,
ya que éste puede expresarse como la suma de ambos. Para
calcularlos, primero se obtiene una estimacién de la tendencia
central a partir de nuestra muestra D, para lo que se ejecuta
una 10x3 validacion cruzada, induciendo asi 30 modelos
L(T}) y el correspondiente conjunto de test fi{ para cada
una de las ¢ € {1,...,10} repeticiones y k € {1,2,3}
conjuntos (folds) de entrenamiento. Por tanto, se obtienen 10
predicciones independientes para cada instancia x y fijamos la
tendencia central C3-(x) para dicho ejemplo como la media.
Formalmente, la tendencia central se obtiene como:

10 3
Crr(x) = argmjle Z Z L[x € fi NL(TE)(x) = y]
’ i=1 k=1

La contribucién del sesgo y la varianza al error se calculan
para cada instancia y se agregan para todo el conjunto de
datos:

sesgo =
varianza =

Ploe), 7(L(T)(x) #y AL(T)(x) = CLr(x)
Ploe,y). 7 (L(T) (%) # y N L(T)(x) # Cr(x)

IV. AkEDE BAJO LA PERSPECTIVA DE UN ENSEMBLE

Entre los modelos ensemble mds populares encontramos el
clasificador RF [5] basado en agregar el voto de arboles de
decisién aplicando Bagging: Aprender cada modelo a partir
de una muestra obtenida realizando bootstraping, y Random
Subspaces: Seleccionar un conjunto de nodos subdptimo a
la hora de estimar la particién de cada nodo del arbol. Esto
incrementa la diversidad de los modelos de un modo predeci-
ble, especialmente en drboles completamente desarrollados.
El estudio original demuestra que, si se incluyen modelos

Esta metodologia se ha usado p.e. para estudiar la propuesta inicial del
clasificador AKDE [17], [18]

1139



"l XVIII CONFERENCIA DE LA ASOCIACION ESPANOLA PARA LA INTELIGENCIA ARTIFICIAL

suficientes el sesgo del ensemble converge asintéticamente a
niveles relativos a un drbol de decisién individual.

En el caso de AkDE se aprende un nimero finito de modelos
en funcién de k, imponiendo una cota para la reduccién de var-
ianza y siendo imposible estabilizar el sesgo asintéticamente.
Un nimero fijo de modelos reducird al mismo tiempo la diver-
sidad, deteriorando los resultados de la agregacion. Ademas,
los modelos del ensemble no se aprenden mediante una
estrategia aleatoria subdptima sino que su estructura se fija
heuristicamente conforme a cada super-padre. En general un
clasificador k-dependiente H reduce el sesgo ajustando su
estructura de la manera més fiel posible a un modelo 6ptimo
sin restringir H’, mientras que en el caso de AkDE no hay
garantia de que las distribuciones de probabilidad modeladas
aproximen a dicho clasificador, por lo que podemos asumir que
muchos pardmetros impactardn negativamente en el sesgo.

La literatura muestra que AkDE obtiene baja varianza en la
préctica, sin embargo, no existe evidencia de que esto sea un
resultado directo de la agregacion o es inherente a los modelos
individuales. Para profundizar realizaremos un experimento,
para nuestro conocimiento inédito, evaluando la contribucién
particular al error de sesgo y varianza para una coleccién de
ensembles y los modelos que los componen.

A. Sesgo y la Varianza en Problemas de Gran Tamario

Un BNC con bajo sesgo es idoneo para grandes volimenes
de datos ya que obtendré distribuciones de probabilidad mejor
calibradas. Para determinar el sesgo de un modelo podemos
medir su estabilidad para muestras de tamafio incremental.
Para ello utilizaremos la base de datos sintética pokerhand
[8] como benchmark, evaluando la descomposicién en sesgo
y varianza del error sobre 20 muestreos desde 50k instancias
hasta 1M 2.

En la Figura 1 podemos ver que RF obtiene menor varianza
que los modelos individuales, mientras que es mdxima en
el caso de arbol totalmente desarrollado. Al contrario, un
arbol sin aleatorizar, es un modelo menos sesgado que el
ensemble por estar compuesto por modelos que no se ajustan
perfectamente a los datos. No obstante, la suma confirma
que el ensemble es el de menor error y mayor estabilidad,
especialmente para dominios pequefios donde la varianza es
mas dificil de reducir. En los modelos BNC confirmamos
que los modelos con mayor sesgo como naive Bayes o kDB
con £ = 1 no mejoran conforme el tamafio de la muestra
aumenta, mientras que al aumentar k la mejora es clara y
constante, en presencia de suficientes datos que permitan
calibrar los pardmetros correctamente. Respecto a la varianza,
confirmamos que los modelos sencillos son mds estables,
mientras que los clasificadores complejos requieren de mas
datos para estabilizarse.

Aunque los resultados para A1DE deberian ser superiores
a los de kDB con £k =1 o k = 2, vemos que empeoran al

2Experimentos realizados en un cluster Apache Spark de 7 nodos
con procesadores hexacore Intel Xeon E5-2609v3 1.90GHz y 64GB de
RAM. El software estd basado en [1] y el cddigo estd disponible en
http://github.com/jacintoArias/pgm2018.

aumentar la muestra. Si utilizamos el voto por la mayoria en
lugar de la agregacién numérica de probabilidades, Figura 1
bajo el nombre alde-majority, vemos que la agregacién de
probabilidades suaviza el error cometido por los modelos de
peor calidad, mientras que el voto por la mayoria los imita,
implicando que si hay mds modelos sesgados que acertados
el ensemble lo estard también. Un tamafio de muestra mayor
calibra las probabilidades de dichos modelos hacia valores
extremos, convirtiendo al ensemble en un modelo equivalente
al voto por la mayoria para muestras grandes.

B. Diserio Alternativo de Ensembles Basados en BNCs

Recientemente se han propuesto ensembles de BNCs al-
ternativos, dado que en la prictica AKDE requiere aplicar
seleccion de modelos y con ello una fase de aprendizaje
adicional, podemos utilizar otros modelos que ya la realizan
como kDB. Cabe destacar el clasificador kDF (k-dependent
forest) [10] basado en construir un ensemble compuesto por
n modelos kDB, uno para cada atributo X donde se aplica
un proceso de ordenacién de los atributos mds sofisticado
que introduce diversidad. Aunque esta propuesta supera en
rendimiento a AIDE sufre de los mismos problemas descritos
anteriormente ya que solo considera un ndmero finito de
modelos obtenidos de un modo no aleatorio.

Un modelo ensemble basado en agregacién o voto por
mayoria deberia capturar ambas propiedades, para lo que pro-
ponemos una alternativa bésica, el clasificador k-dependiente
aleatorio (RkDB). Este ensemble tendd h € [1,inf) modelos
independientes aprendidos por una version alterada de kDB,
considerando solo un subconjunto en una proporcién « € [0, 1]
de los padres disponibles para cada nodo en cada modelo,
tomando como inspiracién el particionado sub6ptimo que
realiza RF. Asi, afadimos diversidad mediante aleatoriedad
controlada, preservando el sesgo del clasificador original.

C. Sesgo y Varianza en los Modelos Individuales

En nuestro segundo experimento evaluaremos el compor-
tamiento de la descomposicion del error para un benchmark
clasico (véase la Tabla I) obtenido a partir del repositorio UCI
[8]. Este conjunto de problemas es el utilizado en la mayoria
de propuestas basadas en el clasificador AkDE. Estos modelos
han obtenido siempre un buen rendimiento en este contexto,
como hemos podido reproducir seglin muestran los resulta-
dos de la Tabla II. Comprobamos que no existe diferencia
significativa entre el rendimiento de A1DE y RF y la nueva
propuesta RkDB cuando k=1, no obstante para sucesivos
valores de k los resultados empeoran, lo que achacamos al
reducido tamafio de muestra de los problemas que conforman
el benchmark. Si se observa la Figura 1 podemos comprobar
que ocurre lo mismo en muestras de poco tamafio.

A la vista de que los ensembles mejoran a los modelos
individuales, estudiaremos el efecto de la agregacion en la
descomposiciéon en sesgo y varianza. La Figura 2 muestra
la distancia entre el ensemble y los modelos individuales,
podemos ver como RF reduce la varianza como esperabamos
seguido de RkDB, mientras que en A1DE esta reduccién es
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Figura 1. Evolucién de sesgo y varianza para experimentos repetidos sobre muestras de mayor tamafio incrementalmente. La grafica muestra en el eje y los
valores para varianza, sesgo y error de izquierda a derecha, para la familia de modelos BNC en la parte superior y los basados en arboles en la inferior.

Problema Casos Atr.  Etiq. Problema Casos  Atr.  Etiq. Problema Casos  Atr.  Etiq.
Pokerhand 1000000 10 8 Car 1728 8 4 Soybean 307 35 15
Adult 48842 15 2 Contraceptive-mc 1473 10 3 Haberman 306 3 2
Chess 28056 6 18 German 1000 21 2 HeartDisease-c 303 14 2
Letter 20000 17 26 Vowel 990 14 11 Audiology 226 70 24
Nursery 12960 9 5 Tic-Tac-Toe 958 10 2 New-Thyroid 215 6 3
PenDigits 10992 17 10 Anneal 898 39 6 Glass-id 214 10 3
CensusIncome 10419 14 2 Vehicle 846 19 4 Sonar 208 61 2
Mushrooms 8124 23 2 PimalndiansDiabetes 768 9 2 Autos 205 26 7
Musk 6598 168 2 BreastCancer-w 699 10 2 Wine 178 14 3
OpticalDigits 5620 49 10 BalanceScale 625 5 3 Hepatitis 155 20 2
PageBlocks 5473 11 5 CreditApproval 690 15 2 TeachingAssistant 151 6 3
Spambase 4601 58 2 Cylinder-bands 512 39 2 Iris 150 5 3
Hypothyroid 3772 30 4 Haberman 306 3 2 Promoters 106 58 2
Kr.vs.kp 3196 37 2 HouseVotes84 435 17 2 Zoo 101 17 7
Splice 3190 62 3 HorseColic 368 22 2 Post-operative 90 9 3
Segment 2310 20 7 Tonosphere 351 35 2 LaborNegotiations 57 17 2
Mfeat 2000 6 2 Primary Tumor 339 18 22 LungCancer 32 57 3
Tabla I

PROPIEDADES DE LOS PROBLEMAS UTILIZADOS EN LOS EXPERIMENTOS. LOS ATRIBUTOS CONTINUOS HAN SIDO DISCRETIZADOS EN CUATRO
INTERVALOS POR IGUAL FRECUENCIA PARA LOS MODELOS BNC.

casi imperceptible, incluso la mejora parece venir de una re-
duccién en sesgo. Observando una muestra de estas diferencias
a nivel individual, Figura 3, podemos ver dos distribuciones
muy diferentes, muy consistente en el caso de RF y RkDB
pero casi aleatoria en A1DE. Este experimento saca a luz que
AI1DE al no seguir los mismos principios de disefio que otros
ensembles tampoco se comporta de la manera esperada, lo que
explica porque la seleccidon de subconjuntos puede mejorar el
rendimiento respecto al conjunto entero, una propiedad nada
deseable y dificil de controlar en un ensemble [15].

0.2

o
o

|
o
o

Error Decomposition

|

o

~
.

alde RF rkdb1 rkdb2 alde RF rkdb1 rkdb2

Classifier

alde RF rkdb1 rkdb2

Figura 2. Distribucion de las diferencias en la descomposicion del error entre
el modelo agregado y los diferentes modelos individuales. La linea roja en
y=0 ayuda a distinguir entre diferencias positivas y negativas.

D. Sobre la Efectividad de la Seleccion de Modelos

Hemos observado baja consistencia en los modelos que
componen un ensemble AKDE, donde unos modelos muestran
propiedades deseables como bajo sesgo mientras que otros
parecen ser propensos a error y tienen poco margen de varianza
que reducir. Los algoritmos de seleccion de modelos introduci-
dos aprovechan esta circunstancia para reducir el espacio de
modelos y al mismo tiempo mejorar su rendimiento utilizando
heuristicas basadas en la hipétesis de que la Informacién
Mutua (MI) entre los atributos predictores que guian los
modelos y la clase es un buen indicador de su rendimiento.

Cabe realizar entonces la pregunta de si estos métodos
seleccionan entonces aquellos clasificadores propensos a mejo-
rar en la agregacién, poco sesgo y mayor varianza, o solo
aquellos que minimizan el error independientemente. Para
responder empiricamente hemos evaluado diversos criterios
de seleccion de modelos de manera incremental, es decir,
afiadiendo cada vez un modelo adicional. Se han evaluado tres
criterios wrapper: minimo error, bias y varianza; un criterio
filter basado en MI y un criterio aleatorio para establecer
una base de comparacion. La Tabla III muestra la suma del
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Figura 3. Distribucién bidimensional de sesgo (x) y varianza (y) para los
modelos individuales (cruces azules) y el ensemble (punto rojo).

error sobre todos los incrementos para cada criterio y base
de datos del benchmark anterior. Los resultados muestran que
los mejores criterios son aquellos que minimizan el error o su
componente del sesgo, mientras que la varianza, la IM y el
resultado aleatorio son equivalentes. Esta evidencia reafirma
nuestra hipétesis y revela que la los criterios filter basados en
Informacién Mutua pueden no ser los mas acertados.

V. CONCLUSIONES Y TRABAJO FUTURO

Hemos visto que los buenos resultados de AkDE en la
préctica son inconsistente con la definicién de un ensemble,
y que la mejora en rendimiento al seleccionar modelos solo
es relevante en la aplicacién de técnicas wrapper que son

Algorithm  rank pvalue  win tie  loss
AIDE 2.48 - - - -
RF 249 9.7929e-01 26 0 27
RkDBI1 276  8.7224e-01 30 2 21
kDBI1 3.58  7.1644e-03 37 0 16
RkDB2 4.75 1.8647¢-09 46 0 7
kDB2 493  7.4299-11 46 1 6

Tabla IT
LAS COLUMNAS GANA, EMPATA Y PIERDE COMPARAN EL ERROR
OBTENIDO POR EL MEJOR MODELO (A1DE) CONTRA LOS DEMAS (P.E,
A1DE GANA 24 VECES CONTRA RF Y PIERDE 17). EL RANGO Y EL
P-VALOR CORRESPONDEN AL TEST DE FRIEDMAN Y POST-HOC (HOLM)
CON « = 0.05. EN NEGRITA LAS HIPOTESIS RECHAZADAS.

Criterio  Rango p-valor Gana Empata Pierde
error 1.52 - - - -
bias 1.83  3.6273e-01 24 3 17
mi 3.75  7.8353e-11 43 0 1
variance 3.81  3.713%-11 41 1 2
random 4.09  1.0269e-13 43 0 1

Tabla IIT
COMPARATIVA DE LA SUMA DEL ERROR PARA DISTINTOS CRITERIOS DE
SELECCION EN A1DE. METRICAS DESCRITAS EN LA TABLA II.

muy costosas de computar en un escenario real. En su lugar
hemos propuesto y comparado favorablemente un clasificador
sencillo de tipo ensemble basado en BNCs. Los resultados
muestran que es comparable a AkDE y que proporciona un
recorrido de mejora que exploraremos en trabajos posteriores,
especialmente en problemas de gran tamaio, donde hemos
visto una clara superioridad del clasificador basico kDB en
calibracién de probabilidades y reduccién del sesgo.
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Resumen—El clasificador difuso de los k vecinos mas cercanos
(Fuzzy k Nearest Neighbor - Fuzzy kNN) es reconocido por su
eficacia en problemas de aprendizaje supervisado. El algoritmo
kNN clasifica comparando una nueva instancia con los datos
etiquetados mediante una funcién de similitud. Su versién difusa
se compone de dos etapas. La primera etapa calcula el grado
de pertenencia a cada clase para cada instancia del problema,
con el objetivo de detectar con mayor precision las fronteras
entre clases. La segunda etapa clasifica siguiendo el mismo
esquema que el algoritmo kNN, aunque haciendo uso del grado
de pertenencia a clase previamente calculado. La propuesta
existente de Fuzzy KNN para afrontar conjuntos de datos muy
grandes no es completamente escalable, debido a que replica
el comportamiento de Fuzzy KNN original. Con el objetivo
de agilizar este algoritmo, en esta contribucion se propone un
enfoque aproximado que acelera los tiempos de ejecucion sin
perder calidad en la clasificaciéon, mediante el uso de arboles
e implementado en Spark. En la experimentacion realizada
se comparan varios enfoques de Fuzzy kNN para big data,
con conjuntos de datos de hasta 11 millones de instancias.
Los resultados muestran una mejora en tiempo de ejecucion y
precision con respecto al modelo de la literatura.

Palabras Clave—Conjuntos difusos, K-vecinos mas cercanos,
Clasificacion, MapReduce, Apache Spark, Big Data

I. INTRODUCCION

El algoritmo de los k vecinos mds cercanos (k Nearest
Neighbor - KNN) [1] es catalogado como clasificador basado
en instancias. Para clasificar, compara las instancias no vistas
con aquellas etiquetadas del conjunto de entrenamiento uti-
lizando una funcién de similitud. Generalmente la similitud
es medida mediante una funcion de distancia (Euclidea o
Manhattan). A pesar de su simplicidad, el clasificador kNN
es uno de los diez algoritmos de clasificacién mas relevantes
(2].

Sin embargo, kNN suponiendo todos los vecinos igual de
importantes en la clasificacién, considerando que las fronteras
entre clases estidn perfectamente definidas. Existen diferentes
propuestas basadas en la teoria de los conjuntos difusos que
abordan este problema. En [3], el algoritmo cldsico Fuzzy
kNN [4] destaca como uno de los enfoques mds eficaces.
Fuzzy kNN se compone de dos etapas: cdlculo de grado
de pertenencia y clasificaciéon. La primera etapa, cambia la
etiqueta de la clase por un grado de pertenencia a cada clase,
de acuerdo a las instancias mas cercanas. La segunda etapa,
calcula el kNN con la informacién del grado de pertenencia.

Isaac Triguero
School of Computer Science
University of Nottingham, Jubilee Campus
Nottingham NG8 1BB, United Kingdom
Email: Isaac.Triguero@nottingham.ac.uk

Asi, se consigue detectar con mayor precisién las fronteras,
viéndose menos afectado por el ruido y mejorando al kNN en
la mayoria de los problemas de clasificacion.

En el ambito del big data, tanto el algoritmo kNN co-
mo Fuzzy kNN encuentran problemas para manejar grandes
conjuntos de datos con respecto al tiempo de ejecucién y
al consumo de memoria. Existe una propuesta exacta del
algoritmo kNN para abordar problemas big data y se denomina
k Nearest Neighbor - Iterative Spark (KNN-IS) [5]. Ademas
de esta version exacta, también existen versiones aproximadas
que reducen los tiempos de ejecucion: Metric-Tree [6] y Spill-
Tree. En [7], los autores estudian estos modelos y proponen el
modelo Hybrid Spill-Tree (H.S) como hibridacién de ambos
con el objetivo de mejorar el tiempo de ejecucion sin afectar
a los resultados debido a la redundancia de datos implicita
en big data. Por otro lado, existe una solucién exacta para
aplicar Fuzzy kNN en big data, Global Exact Fuzzy k Nearest
Neighbors (GE-FKNN) [8]. Aunque es capaz de escalar hasta
conjuntos de datos muy grandes, los tiempos de ejecucion
de la primera etapa son sustancialmente altos, provocando un
cuello de botella. Sin embargo, no se han aplicado enfoques
aproximados para el algoritmos Fuzzy kNN en big data.

En este trabajo se propone una variacién aproximada del
algoritmo Fuzzy kNN desarrollado en Spark. Para aliviar el
cuello de botella de la primera etapa del algoritmo Fuzzy kNN,
se estudiardn dos enfoques: local y global. El enfoque local
consiste en dividir el conjunto de datos en diferentes partes y
calcular el grado de pertenencia a clase internamente en cada
particion (operacién map), sin considerar otras particiones. El
enfoque global estd basado en el modelo HS. Este genera un
arbol con las instancias del conjunto de entrenamiento y lo
distribuye entre todos los nodos de cémputo, considerando
todas las instancias para el cdlculo del grado de pertenencia.
La segunda etapa es responsable de la clasificacién y comun
para las dos propuestas. En ésta, el esquema de trabajo es igual
a la versioén global de cdlculo de pertenencia, pero considera
la pertenencia previamente calculada clase para predecir. Para
comprobar el rendimiento de este modelo, los experimentos
realizados se han llevado a cabo en 4 conjuntos de datos
con hasta 11 millones de instancias. El estudio experimental
analiza la precisiéon y tiempo de ejecucién realizando una
comparativa con otros algoritmos de la literatura.

El documento estd estructurado de la siguiente manera. La
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seccién II introduce el estado del arte en los algoritmos Fuzzy
kNN y Hybrid Spill-Tree. La seccién III detalla la propuesta
aproximada del algoritmo Fuzzy kNN. El estudio experimental
se describe en la Seccién IV. La secciébn V concluye el
documento y esboza el trabajo futuro.

II. PRELIMINARES

Esta seccidn proporciona el conocimiento basico del algorit-
mo Fuzzy kNN (Seccién II-A), el Hybrid Spill-Tree (Seccién
II-B) y las tecnologias big data utilizadas (Seccién II-C).

II-A.  k vecinos mds cercanos difuso y su complejidad

El algoritmo Fuzzy kNN [4] se propone como una mejora
del algoritmo kNN, llegando a mejorarlo en términos de
precision para la mayoria de los problemas de clasificacion.
Necesita una etapa de pre-computo en el conjunto de en-
trenamiento, que calcula el grado de pertenencia a la clase.
Posteriormente, calcula kNN para cada instancia no vista y
decide la clase predicha con el grado de pertenencia. Una
notacién formal para el algoritmo Fuzzy kNN es la siguiente:

Sea C'E un Conjunto de Entrenamiento y C'P un Conjunto
de Prueba, compuestos de n y t instancias respectivamente.
Cada instancia x; es un vector (X;1,X;2,X;3,...,X;;), donde
x;; es el valor de la i-ésima instancia y j-ésima caracteristica.
Para cada instancia de C'E se conoce su clase w. Sin embargo,
para las instancias de C'P la clase es desconocida.

Fuzzy kNN posee dos etapas: cédlculo de pertenencia y
clasificacién. La primera etapa calcula los k vecinos mas
cercanos para cada instancia del C E/, manteniendo un esquema
leave-one-out seleccionando las k instancias con una distancia
menor. Finalmente, calcula el grado de pertenencia de acuerdo
a la Ecuacion 1. El resultado de la primera etapa serd C'E mo-
dificando la etiqueta de clase w, por un vector de pertenencia
a cada clase (w1, wo, ..., w;) donde [ es el nimero de clases.
Este nuevo conjunto se llamard Conjunto de Entrenamiento
Difuso, CED.

0,51 + (n;/kpert) - 0,49 if j=1i
uj(z) = (1)
(nj/kpert) . 0749 Zf ] 7& 1
La etapa de clasificacion calcula para cada instancia de
CP sus KNN como se describe en la primera etapa, para
cada instancias de C'P en el CED vy se obtiene el grado de
pertenencia a clase. Posteriormente, obtiene la clase resultante
de acuerdo a la Ecuacién 2.

S i (1 | — a2/ D)
S (1w — a2/ =)

La etapa extra respecto a kNN y el aumento de la comple-
jidad computacional generan dos problemas big data:

ui(z) = (2)

= Tiempo de ejecucién: La complejidad de calcular kNN
para una instancia es mathcalO(n - ¢), donde n es
el nimero de instancias de CE y c¢ el nimero de
caracteristicas. Para mds de un vecino, aumenta a O(n -

log(N)). Ademds, Fuzzy kNN tiene una etapa extra de
computo para el cdlculo de grado de pertenencia.

= Consumo de memoria: Para acelerar el calculo, se re-
quiere disponer de los conjuntos CE y C'P almacenados
en memoria principal. Cuando ambos conjuntos son
grandes, es fécil exceder la memoria principal disponible.

Para aliviar estas dificultades, trabajamos en el disefio de un
modelo aproximado basado en Hybrid Spill-Tree desarrollado
bajo las tecnologias big data de MapReduce y Spark.

II-B.  Hybrid Spill-Tree

El algoritmo Hybrid Spill-Tree (H.S) [9] es una propuesta
aproximada para calcular el algoritmo kNN de forma distribui-
da. HS se compone de dos estructuras: Metric-Tree y Spill-
Tree. La estructura de datos Metric-Tree (M1") organiza el
conjunto de datos en una jerarquia espacial. Es un drbol binario
cuya raiz contiene todos los elementos, y donde cada hijo
representa un subconjunto de elementos. La Figura 1 ilustra
como dividir los elementos entre los dos hijos, seleccionando
cada hijo como las instancias mas lejanas posibles (repre-
sentados por (). Los nodos hijos de un MT no contienen
instancias repetidas (representadas por +). El arbol tendrd una
profundidad de Olog(N)). Para realizar la busqueda de la
instancia mas cercana, se conserva al candidato con menor
distancia C' y su distancia d. Si la distancia a una rama es
superior a d, la poda y continda la bisqueda. Una vez no existe
una rama del arbol con distancia menor que d, se finaliza la
bisqueda y se devuelve C'y d. Sin embargo, invierte tiempo
y coémputo en asegurar que C' es el mas cercano, volviendo
atrds en el arbol si fuese necesario. Con el objetivo de reducir
el tiempo de bisqueda emerge Spill-Tree.

La estructura de datos Spill-Tree (SP) es una variacion de
MT. La diferencia principal consiste en permitir instancias
compartidas entre los nodos hijos. La Figura 1 presenta cémo
se dividen los datos con el mismo procedimiento que MT,
permitiendo un conjunto de instancias duplicadas en los nodos
hijos. El 4rea de solapamiento es dependiente del pardmetro 7.
Cuando 7 es 0, no se comparten instancias, seria un M7T'. Si
7 es demasiado alto, el solapamiento es alto y la profundidad
del drbol tiende a infinito. S P reduce los tiempos de bisqueda
respecto a MT sacrificando la vuelta atrds en el arbol para
comprobar que C' es el mds cercano. Debido al solapamiento
entre hijos, la instancia que encuentra, aunque aproximada, es
muy representativa del problema.

HS aparece con el objetivo de obtener un balance entre
precision y tiempo de ejecucion. Para ello, fusiona los modelos
MT y SP. Para construir la estructura hibrida de HS, se
construye un SP, y si el nimero de instancias en el drea de
solapamiento es menor que el Umbral de Equilibrio (UFE),
se mantiene como SP. Si las instancias repetidas superan
el UFE, se reconstruye como MT. Para calcular kNN sobre
esta estructura, se realizard vuelta atrds para asegurar el
mds cercano si la rama es M7, mientras que los nodos
SP no haran esta comprobacion. Destacar la implementacion
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Figura 1: Construccién de Metric-Tree y Spill-Tree

disponible en el repositorio de software libre spark-package',
que es el punto de partida en la etapa de desarrollo del presente
trabajo.

II-C. Paradigma de programacion MapReduce: Spark

Para el desarrollo del algoritmo propuesto en este trabajo
se utilizard el paradigma de programaciéon MapReduce [10].
MapReduce tiene como objetivo procesar grandes conjuntos
de datos a través de la distribucién del almacenamiento de
datos y ejecucion a través de un conjunto de maquinas.

La implementacion de MapReduce seleccionada es Apache
Spark [11]. Spark paraleliza el calculo de forma transparente a
través de una estructura de datos distribuidos llamada Resilient
Distributed Datasets (RDD). Los RDDs permiten persistir y
reutilizar estructuras de datos almacenadas en memoria prin-
cipal. Adicionalmente, Spark fue desarrollado para cooperar
con el sistema de archivos distribuidos de Hadoop? (Hadoop
Distributed File System - HDFS). Con esta configuracidn, se
puede aprovechar la divisiéon de instancias, la tolerancia a
fallos y la comunicacién de trabajos que proporciona Spark.

Spark incluye una libreria de aprendizaje automaético llama-
da MLIib’. Dispone de multitud de algoritmos de aprendizaje
automadtico y técnicas estadisticas de diferentes dreas como
clasificacion, regresion o preprocesamiento de datos.

III. Fuzzy KNN ACELERADO PARA BIG DATA

En esta seccién se presenta una propuesta aproximada y
distribuida del algoritmo Fuzzy kNN basado en el método HS
para tratar problemas big data implementado en Spark. La
presente propuesta tiene las mismas dos etapas que el modelo
Fuzzy kNN: grado de pertenencia a clase (Seccién III-A) y
clasificacién (Seccion III-B).

III-A.  Etapa de cdlculo de grado de pertenencia a clase

Esta seccién explica el flujo de trabajo de dos enfoques
aproximados para calcular el grado de pertenencia a clase:
Local basado en kNN (Seccion I1I-A1) y global basado en HS
(Seccion II-A2) . El resultado de ambos enfoques es modificar
la etiqueta de clase del Conjunto de Entrenamiento (C'E) por
un vector de pertenencia a clase, formando el Conjunto de
Entrenamiento Difuso (CED)

"Hybrid Spill-Tree. https://spark-packages.org/package/saurfang/spark-knn
2 Apache Hadoop. Web: http://hadoop.apache.org/
3Machine Learning Library for Spark. Web: http://spark.apache.org/milib/

Algorithm 1 Etapa de cédlculo de grado de pertenencia - Local

Require: C'FE, k, #Maps
1: CEP < repartition(C'E, #Maps)
CEPD < mapPartition(calcularPertenencia(C' E P, k))
CED <+ unir(CEPD)
return CED
COMIENZA calcularPertenencia
for y: CEP; do
Vecinos, < calcularkNNLocal (modelo, k, y)
pertenencia, <— calcularPertenencia (Vecinosy)
9:  CEPD < unir(y, pertenenciay)
10: end for
11: return CEPD
12: FIN calcularPertenencia

A A o

Algorithm 2 Etapa de céalculo de grado de pertenencia - Global

Require: CE, k
1: muestreas + muestrear(C'E,0, 2 %)
arbolSuperior < construlrMT(muestreas)
7 < estimarTau(TopT'ree)
arbol < repartif(CE, arbolSuperior, T, UE = 70 %)
modelo < (difundir(arbol Superior),arbol)
for y: CE do
Vecinos, < calcularkNN (modelo, k, y)
pertenencia, <— calcularPertenencia (Vecinosy)
resultado, < unir(y, pertenenciay)
end for
return resultado

TRV IDINE LD

—_—

III-Al.  Enfoque local: El enfoque local conjuntamente
con la etapa de clasificacion recibe el nombre Local Hybrid
Spill-Tree Fuzzy kNN (L-HSFKNN). El Algoritmo 1 muestra
los pasos y operaciones en Spark para el célculo del grado de
pertenencia. Comienza leyendo el C'E de HDFS y es dividido
en # M aps partes. Posteriormente, utiliza una operacién map-
Partition de Spark para calcular de forma distribuida el grado
de pertenencia a clase para cada particion C EP;. Para cada
instancia y de cada particiéon C' E P;, calcula kNN y finalmente
obtiene el grado de pertenencia aplicando la Ecuacién 1. Una
vez obtenida la pertenencia para cada particion, se agrupan los
resultados y forman el CE D, que serd la entrada de la etapa
de clasificacion.

III-A2.  Enfoque global basado en HS': El enfoque global
sumado a la etapa de clasificacién recibe el nombre Global
Approximate Hybrid Spill-Tree Fuzzy kNN (GA-HSFKNN). El
Algoritmo 1 muestra los pasos y operaciones en Spark para
el calculo del grado de pertenencia.

El algoritmo 2 muestra los pasos de la etapa de cdlculo de
pertenencia. Las lineas 1-5 corresponden a la etapa de ajuste
del modelo, y las restantes al clculo del grado de pertenencia.

La etapa de ajuste del modelo comienza leyendo el C'E de
HDFS. En primer lugar, toma un submuestreo aleatorio para
construir un MT como se describe en la Seccion II-B (Los
autores recomiendan un 0,2 %). Este MT' recibe el nombre
de érbol superior (AS) y es usado para estimar el valor del
parametro 7 y particionar todo el CF. La estimacién de 7
es la distancia media entre las instancias. Para acelerar este
célculo, se realiza con las instancias del AS.

El siguiente paso es repartir el CE. Para ello, a partir
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Algorithm 3 Calcular kNN

Algorithm 4 Etapa de clasificacién

Require: modelo, k, x

1: Indices < x.flatMap ( buscalndices(modelo.arbol) )
Vecinos < consulta(modelo.arbol, Indices, k)
return Vecinos

COMIENZA buscalndices
distlzq < nodolzq.dist(x)
distDch < nodoDch.dist(x)

if nodo! = HOJA then

9: if distlzq < distDch then
10: buscalndices(nodol zq, I D)
11: else

12: buscalndices(nodoDch, ID + hijolzq)
13: end if

14: else

15:  return Indices

16: end if

17: FIN buscalndices

A o

del AS se distribuyen las instancias en el espacio. El valor
de 7 define el 4rea de solapamiento. Comienza construyendo
un SP, y comprueba si el nimero de instancias en el drea
de solapamiento es menor que el 70%. En otro caso, se
reconstruye un MT'. Al realizar la bisqueda, aquellas ramas
S P realizan una busqueda més rdpida al no tener que volver
atrds en el arbol. Sin embargo, las construidas como MT
realizan vuelta atrds para asegurar el mds cercano. La etapa
de construccién del modelo termina distribuyendo el AS'y el
arbol asociado al C'E.

La etapa de célculo de grado de pertenencia se muestra
en las lineas 6-10. Para cada instancia de C'E, se calcula
kNN siguiendo el modelo generado. El Algoritmo 3 describe
como se realiza la bisqueda con operaciones nativas de Spark.
Mediante una operacion flatMap, se computan y obtienen los
indices de las instancias mds cercanas del C'E. Para ello,
se calcula la distancia hasta el nodo derecho e izquierdo, y
continda por el nodo con una distancia menor. Cuando alcanza
un nodo hoja, devuelve el indice de la instancia seleccionada.

Dados los vecinos, se calcula el grado de pertenencia
siguiendo la Ecuacién 1. (Linea 8). El resultado de esta fase es
el CED, pasando a ser la entrada de la etapa de clasificacion.

III-B.  Clasificacion con Hybrid Spill-Tree

Esta seccidn describe la etapa de clasificacion, la cual recibe
como entrada el C'E D calculado en la etapa previa. La etapa
de clasificacion estd basada en H.S y sigue la misma estructura
que la aproximacién global de la primera etapa (Seccion
III-A2). Tiene dos fases diferenciadas: creacion del modelo
y clasificacién. La primera construye el drbol y divide las
instancias entre los nodos de computo. La segunda busca las
k instancias mds cercanas de CED calculado en la primera
etapa, y devuelve como salida la clase predicha de acuerdo al
vector de grado de pertenencia.

El Algoritmo 4 muestra los pasos de la etapa de clasifica-
cion. Se especificardn las diferencias con respecto a la seccion
II-A2, ya que el esquema principal es el mismo y sélo se ven
afectados pequeios detalles de la estructura de datos.

Require: CED, CP, k
1: muestreas < muestrear(CED,0,2 %)
arbolSuperior < constmlrMT(muestreas)
7 < estimarTau(TopT'ree)
arbol < repartir(CE D, arbolSuperior, T, UE = 70 %)
modelo < (difundir(arbol Superior),arbol)
for y: CE do
VecinosP, < calcularFuzzykNN (modelo, k, y)
prediccion, <— calcularPrediccion (Vecinosy)
end for
return predicciony

SOVRXIDINERD

—_

La primera diferencia se encuentra en los conjuntos de datos
de entrada. En este caso, se utilizaran CED y CP. La fase de
ajuste del modelo no se ve afectada pues no se modifican las
caracteristicas, manteniendo las distancias de las instancias.
Asi, se construye el modelo con la misma metodologia.

El calculo de Fuzzy kNN se hace de la misma manera,
con la diferencia de que en lugar de devolver la etiqueta de
clase para cada vecino, se devuelve el vector de grado de
pertenencia a la clase (Linea 7). La linea 8 calcula la clase
predicha aplicando la Ecuacién 2. El resultado final es la clase
prevista para cada instancia de C'P.

IV. ESTUDIO EXPERIMENTAL

En esta seccion se presentan las cuestiones planteadas en el
estudio experimental. La Seccién I'V-A presenta los algoritmos
de comparacion utilizados para la experimentacion. La Seccién
IV-B determina el marco de los experimentos. Finalmente, la
Seccién IV-C expone y analiza los resultados obtenidos.

IV-A.  Algoritmos de comparacion

Esta seccién expone los algoritmos de comparacién utiliza-
dos en los experimentos y sus acrénimos. Se compara con
otras propuestas de Fuzzy kNN y sus andlogos no Fuzzy
siguiendo dos enfoques: local y global. El enfoque local divide
las instancias y los distribuye entre los nodos de cémputo, eje-
cutando de forma independiente en cada particién, obteniendo
resultados aproximados. El enfoque global si considera todas
las instancias, aunque realice el cdmputo de forma distribuida
y a su vez presenta dos posibilidades: exacto y aproximado.
El exacto invierte cdlculo en asegurar que el resultado es
igual que la variante secuencial. El aproximado, no asegura
el mismo resultado acelerando el tiempo de ejecucion.

Algoritmos utilizados en la experimentacién para realizar la
comparativa:

» Global Exact Fuzzy kNN (GE-FkNN) [8]: modelo exacto
del algoritmo Fuzzy kNN para abordar problemas big
data, obteniendo los mismos resultados que el Fuzzy
kNN original. Sus dos etapas son globales y exactas.

= Local Fuzzy kNN (L-FkNN): propuesta desarrollada del
algoritmo Fuzzy kNN. La primera etapa es la descrita
en la Seccion III-Al y su segunda etapa seria global y
exacta, idéntica a la de GE-FKNN.
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» k Nearest Neighbor - Iterative Spark (kNN-IS) [5]: pro-
puesta exacta de kNN para abordar problemas big data,
obteniendo los mismos resultados que el kNN original.

= Hybrid Spill-Tree kNN (HS-kNN) [9]: propuesta apro-
ximada de kNN para big data. Aunque aproximada,
considera todas las instancias en la bisqueda.

IV-B. Marco experimental

Para el estudio experimental, se han seleccionado cuatro
conjuntos de datos de un elevado niimero de instancias. El
conjunto de datos ECBDL14 se extrae de la competicién [12].
A pesar de que tiene una relaciéon de desbalanceo superior
a 45, hemos seleccionado este conjunto de datos por su
ndmero relativamente alto de caracteristicas. Sin embargo, en
este documento no abordamos el problema de la clasificacién
desequilibrada, por lo que se ha submuestreado dejandolo en
una relacién de desbalanceo de dos. Los otros tres conjuntos
han sido extraidos del repositorio UCI [13]. La Tabla I presenta
el nimero de instancias, caracteristicas y clases (#w). Se
seguird el esquema de validacion cruzada en 5 particiones.

Tabla I: Descripcién de los conjuntos de datos

Conjunto de datos  #Instancias  # Caracteristicas  #w
Poker 1.025.010 10 10
ECBDL14 2.063.187 631 2
Susy 5.000.000 18 2
Higgs 11.000.000 28 2

Se tendran en cuenta las siguientes medidas para evaluar el
rendimiento de la técnica propuesta:

= Precision: Contabiliza el nimero de clasificaciones co-

rrectas en relacion con el ndmero total de instancias.

» Tiempo de ejecucion: Tiempo consumido considerando

lecturas y comunicaciones por red de Spark.

El pardmetro mas conocido para el algoritmo original Fuzzy
kNN es el nimero de vecinos (k). k podria ser diferente en
cada etapa, pero mantendremos ambos iguales por simplicidad.
En nuestros experimentos, el pardmetro k estd ajustado a
3, 5y 7. Se necesita un pardmetro adicional debido a su
comportamiento distribuido. Este es el nimero de particiones
del conjunto de entrenamiento. Para exprimir la componente
distribuida, se utilizard el maximo posible para la configura-
cion del cluster, 256 operaciones maps/particiones.

Los algoritmos basados en HS tienen dos pardmetros adicio-
nales: el nimero de instancias para construir el arbol principal
AP y el umbral de equilibrio UE. Los valores recomendados
por los autores son AP igual al 0,2% y UFE igual al 70 %.

Todos los experimentos se han realizado en un cluster
compuesto por 14 nodos de cdlculo gestionados por un nodo
maestro. Todos los nodos tienen la misma configuracién. 2
procesadores Intel Xeon CPU E5-2620, 6 nicleos (12 hilos)
por procesador, 2 GHz y 64 GB de RAM. Red Infiniband
40Gb/s. Con la configuracion actual, se disponen de 256 tareas
map como maximo. La versién de Spark es 2.2.1.

IV-C. Resultados obtenidos y andlisis

Esta seccidon presenta una comparativa de los modelos
propuestos y los detallados en la Secciéon IV-A, analizando el
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Figura 2: Tiempo de ejecucion para cada conjunto y algoritmo

tiempo de ejecucién y la precisién de cada uno de ellos. Para
realizar un andlisis detallado de los algoritmos, se utilizaran
los 4 conjuntos de datos expuestos en la Tabla I. La Seccion
IV-C1 presenta el tiempo de ejecucién y precisién. La Seccion
IV-C2 compara los algoritmos propuestos con otros algoritmos
de la literatura.

IV-CI1. Estudio de tiempo y precision: Esta seccion pre-
senta y estudia el tiempo de ejecucién y precisiéon obtenida
para los 4 conjuntos de datos y los diferentes algoritmos.

La Tabla II muestra una comparacioén de precision entre los
algoritmos en relacién al nimero de vecinos (k) y para todos
los conjuntos de datos.

Tabla II: Comparativa entre algoritmos - Precision

Algoritmo k Poker ECBDL14 Susy Higgs
3 | 0,5257 - 0,7301 -
GE-FKNN 5 | 05316 - 07306 -
7 | 0,5338 - 0,7268 -
3 | 0,5218 0,7636  0,7178  0,5936
L-FKNN 5 | 0,5243 0,7492  0,7190  0,5953
7 | 0,5243 0,7423  0,7179  0,5959
3 | 05233 0,8051 0,7302  0,5968
GA-HSFKNN | 5 | 0,5371 0,8050  0,7457  0,6081
7 | 0,5459 0,8014  0,7510  0,6162
3 ] 05324 0,8035 0,7320  0,6038
L-HSFKNN 5 | 0,5432 0,8027 0,7438  0,6139
3 | 0,5487 0,7969  0,7471  0,6198

La Figura 2 muestra el tiempo de la etapa de calculo
de pertenencia y el tiempo de la etapa de clasificacién en
segundos, para cada conjunto de datos, algoritmo y los valores
de kigual a 3,5y 7.

De acuerdo con la tabla y figura presentadas, se observa:
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Tabla III: Comparativa contra propuestas kNN

Ademas, KNN-IS obtiene resultados significativamente peores
que los demas algoritmos. Aunque HS-kNN mejora respecto al
algoritmo kNN-IS, siempre queda por debajo de los modelos
propuestos, sin verse incrementado en exceso el tiempo de
ejecucién debido a la optimizacién realizada en la etapa de
clasificacion del algoritmo GA-HSFKNN.

V. CONCLUSIONES Y TRABAJO FUTURO

En esta contribucién se ha propuesto un enfoque MapRe-
duce para acelerar el algoritmo Fuzzy kNN en problemas Big
data. Gracias al disefio realizado y al uso de tecnologias big
data, se consigue ejecutar con conjuntos de datos muy grandes,
que de otra forma seria inviable. Los experimentos realizados
comparan la propuesta con otros enfoques de comportamiento
exacto y aproximado para conseguir un equilibrio entre eficien-
cia y precision. Asimismo, se ha comparado con las versiones
no Fuzzy para estudiar la mejora del modelo propuesto.
El algoritmo L-HSFKkNN demuestra una escalabilidad muy
elevada, asi como resultados en precision de alta calidad.
Como trabajo futuro, se plantea adaptar el modelo desarrollado
a otros problemas de minerfa de datos como regresién, o
aprendizaje semi-supervisado.

Conjunto de datos | Algoritmo k | Tiempo Total  Precision
3 113,2370 0,4758

kNN-IS 5 123,8311 0,4952

7 136,5830 0,4937

Poker 3 32,9661 0,5201
HS-kNN 5 33,4674 0,5305

7 35,5575 0,5369

GA-HSFKNN | 7 72,1978 0,5459

L-HSFKNN 7 54,3435 0,5487

3 27121,0583 0,7833

kNN-IS 5 28673,7015 0,7797

7 28918,2992 0,7683

3 3151,6242 0,8020

ECBDL14 HS-kNN 5 2608,1722 0,8017
7 2691,5595 0,7986

GA-HSFKNN | 3 12413,8265 0,8051

L-HSFKNN 3 2787,1230 0,8035

3 2615,0150 0,6675

kNN-IS 5 2273,6377 0,6784

7 2372,4100 0,6861

Susy 3 128,1860 0,7223
HS-kNN 5 131,0210 0,7360

7 133,2428 0,7431

GA-HSFKNN | 7 133,2568 0,7510

L-HSFKNN 7 146,2076 0,7471

3 10262,9178 0,5454

kKNN-IS 5 13446,0519 0,5458

7 14285,6442 0,5559

Higgs 3 641,4434 0,5885
HS-kNN 5 651,1573 0,5936

7 664,9204 0,5981

GA-HSFKNN | 7 429,3507 0,6162

L-HSFKNN 7 608,2571 0,6198

= El valor de k no afecta significativamente a los tiempos
de ejecucion en ninguna de las etapas.

= FEl algoritmo GE-FKNN encuentra su limite de escalabi-
lidad en su primera etapa, no llegando a ejecutar para los
datasets ECBDL14 y Higgs.

= Centrdandonos en los tiempos de ejecucion, el modelo L-
FKNN escala mejor en la primera etapa y se ve menos
afectado por el nimero de caracteristicas. El algoritmo
GA-HSFKNN consigue mejores tiempos en la etapa
de clasificacién. Asi, los mejores tiempos de ejecucion
son obtenidos por el algoritmo L-HSFKNN, que toma
la primera etapa del algoritmo L-FkNN y la etapa de
clasificacion de GA-HSFKNN.

= En precisiéon los ganadores son GA-HSFKNN y L-
HSFKNN con diferencias poco significativas. Teniendo
en cuenta que los tiempos de ejecucion totales son meno-
res para L-HSFKNN, es nuestra propuesta mas escalable
y de mayor calidad.

1V-C2. Comparativa con versiones kNN big data: En esta
seccion se comparan los modelos basados en conjuntos difuso
con las versiones cldsicas de kNN para big data. La Tabla III
muestra una comparativa entre el mejor resultado obtenido por
los dos algoritmos propuestos y las dos alternativas no Fuzzy,
explorando los mismos valores de k. Se muestra para cada
conjunto de datos y algoritmo, el tiempo total de ejecucién y
el valor de k utilizado asociado a la precisién obtenida.

De acuerdo con la tabla presentada, se puede observar
que los mejores resultados los obtienen las versiones Fuzzy.
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Resumen—Presentamos un nuevo método de particionamiento
difuso distribuido para reducir la complejidad de los arboles
de decision difusos multi-via en problemas de clasificacion Big
Data. El algoritmo propuesto construye un nimero fijo de
conjuntos difusos para todas las variables y ajusta su forma y
posicion a la distribucion real de los datos de entrenamiento.
Para ello se aplica un proceso compuesto por dos fases: 1)
transformacion de la distribucion original en una distribucion
uniforme estindar mediante la transformada integral de la
probabilidad. Dado que generalmente la distribucién original
se desconoce, se calcula una aproximacion de la funcion de
distribucion acumulada extrayendo los g-cuantiles del conjunto
de entrenamiento; 2) construccion de una particion difusa de
Ruspini en el espacio de caracteristicas transformado empleando
un nimero fijo de funciones de pertenencia triangulares unifor-
memente distribuidas. A pesar de realizar una transformacion
sobre los datos originales, la definicion de los conjuntos difusos
en el espacio original se puede recuperar aplicando la funcién
cuantil. Los resultados experimentales revelan que el método de
particionamiento propuesto permite mantener la precision del
arbol de decision difuso multi-via del estado del arte FMDT
empleando hasta 6 millones menos de hojas.

Index Terms—Arboles de Decisién Difusos; Transformada In-
tegral de la Probabilidad; Funcién Cuantil; MapReduce; Apache
Spark; Big Data

I. INTRODUCCION

Los arboles de decision (ADs) [1] son uno de los algo-
ritmos de aprendizaje automatico mds populares, habiendo
sido aplicados en una gran variedad de problemas como las
finanzas [2], la clasificacién de iméagenes [3], la bioinformati-
ca [4], o la medicina [5]. La principal caracteristica de los
ADs es la habilidad para explicar el razonamiento de sus
predicciones mediante grafos en forma de arboles. Cada nodo
es una pregunta o test en un atributo determinado (por ejemplo,
(x > 0,57), cada rama representa la respuesta o el resultado
del test, y los nodos terminales (hojas) contienen la decision
final. Generalmente los arboles se construyen aplicando una
estrategia fop-down llamada particionamiento recursivo [1],
en donde los datos de entrada se dividen recursivamente en

dos o mds sub-espacios que aumentan la homogeneidad de
las distribucién de las clases.

La 16gica difusa [6] ha mostrado ser una forma efectiva para
mejorar el rendimiento de clasificacién de los algoritmos de
aprendizaje automadtico cuando se trabaja con datos imprecisos
que generan incertidumbre [7], [8], incluyendo los érboles
de decision difusos (ADDs). Sin embargo, en entornos Big
Data los excesivos requerimientos de tiempo y espacio de los
ADDs afectan seriamente la escalabilidad de estos algoritmos.
Segatori et al. propusieron una solucion MapReduce que
consiste en un nuevo método de particionamiento difuso y
en un algoritmo de aprendizaje de ADD distribuido [9]. El
discretizador genera una particién difusa fuerte y triangular
para cada atributo continuo basdndose en la entropia difusa, las
cuales son empleadas posteriormente para construir el arbol.
Los autores propusieron dos versiones de ADD que difieren en
la estrategia de particionamiento recursivo: el ADD binario (o
bi-via) (FBDT) y el ADD multi-via (FMDT). El ADD binario
divide el espacio del atributo en dos sub-espacios (nodos hijo),
mientras que el ADD multi-via puede generar mas de dos sub-
espacios. A pesar de que la solucién propuesta por Segatori
et al. consigue buenos resultados en términos de precision,
normalmente los arboles construidos por este algoritmo estan
compuestos por miles e incluso millones de hojas, por lo que
la complejidad del modelo es generalmente elevada.

En este trabajo presentamos un nuevo método de particio-
namiento difuso que reduce la complejidad de los érboles
construidos por FMDT en términos de nimero de conjuntos
difusos empleado por variable y nimero de hojas. El algoritmo
propuesto aplica la transformada integral de la probabili-
dad [10] para ajustar un ndmero fijo de conjuntos difusos
a la distribucién real del conjunto de entrenamiento. Esta
transformacién permite convertir las variables del conjunto
de entrenamiento en variables aleatorias uniformes indepen-
dientemente de su distribucién original. Posteriormente, se
construyen la particiones difusas de Ruspini [11] en el nuevo
espacio transformado empleando funciones de pertenencia
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triangulares uniformemente distribuidas. Los conjuntos difusos
resultantes se utilizan posteriormente por el FMDT original
para construir el arbol.

Para evaluar los beneficios de nuestra propuesta, hemos
llevado a cabo un estudio empirico que consiste en 4 proble-
mas de clasificacion Big Data disponibles en los repositorios
de UCI [12] y OpenML'. En este estudio comparamos la
precisiéon y la complejidad del modelo de FMDT cuando
se considera el método de particionamiento difuso original
y el propuesto. Los resultados experimentales muestran una
reduccion significativa en la complejidad del modelo cuando
se aplica nuestro método.

La estructura de este trabajo es la siguiente. La Seccién
II repasa los conceptos bdsicos de los ADDs y describe
brevemente la solucién distribuida de Segatori et al. para
construir ADDs para Big Data. En la Seccién III introducimos
el método de particionamiento difuso propuesto. El marco y
el estudio experimental se muestran en las Secciones IV y V.
Finalmente, la Secciéon VI presenta las conclusiones de este
trabajo.

II. PRELIMINARES: ARBOLES DE DECISION DIFUSOS
PARA BIG DATA

Los arboles de decision (ADs) [1] son algoritmos de apren-
dizaje automatico supervisado no-paramétricos empleados pa-
ra tareas de clasificacion y regresion. En este trabajo nos
centramos en las tareas de clasificacion, las cuales consisten
en construir un modelo predictivo llamado clasificador que es
capaz de clasificar ejemplos no etiquetados (desconocidos) en
base a un conjunto de entrenamiento formado por ejemplos
previamente etiquetados. Cada ejemplo = = (x1,...,2p)
contenido en el conjunto de entrenamiento T'R pertenece a una
clase y € C = {C},...,Cpr} (siendo M el nimero de clases
del problema) y se caracteriza por un conjunto de F' variables
(también llamadas atributos o caracteristicas), donde cada va-
riable x y puede tomar cualquier valor contenido en el conjunto
F. Por tanto, la construccién de un clasificador consiste en
encontrar una funcién de decisiéon h : F1 X ... X Fp — C
que maximice la precision en la clasificacion.

Un AD es un grafo dirigido aciclico donde cada nodo
interno es un test sobre un atributo, cada rama representa
el resultado del test, y cada nodo terminal (hoja) contiene la
decision final (etiqueta de la clase). Los ADs se construyen
aplicando un particionamiento recursivo [1] del espacio de
atributos. La seleccién del atributo considerado en el nodo
de decision estd basada en métricas que miden la diferencia
entre el nivel de homogeneidad de las clases contenidas
en el nodo padre y en los nodos hijos. Para los atributos
continuos se pueden aplicar soluciones basadas tanto en fuerza
bruta como en estrategias de discretizacién. Las primeras
comprueban todos los posibles puntos de corte en el conjunto
de entrenamiento, mientras que las dltimas dividen el dominio
del atributo en un conjunto discreto de intervalos (también
llamados bins). Dado que las soluciones por fuerza bruta

Thttps://www.openml.org/search?type=data

pueden ser computacionalmente costosas, los ADs disefiados
para Big Data suelen aplicar estrategias de discretizacién para
acelerar la ejecucion del algoritmo y reducir la complejidad
del modelo.

Los arboles de decision difusos (ADDs) [7] hacen uso de
la légica difusa [6] para manejar mejor la incertidumbre y
crear fronteras de decisién suaves que mejoran la precision
de la clasificacién. En este caso los atributos continuos estdn
caracterizados por particiones difusas en lugar de un conjunto
discreto de intervalos. Por consiguiente, un valor de entrada
determinado puede pertenecer a uno o mds conjuntos difusos
con un grado de pertenencia determinado y activar mdltiples
ramas al mismo tiempo. Las particiones difusas permiten ma-
nejar transiciones progresivas entre los intervalos adyacentes y
mejorar asi la precision de las predicciones cuando se manejan
datos numéricos. A la hora de clasificar un nuevo ejemplo z, se
calcula el grado de activacién de cada hoja. Para ello se debe
calcular el grado de activacién de todos los nodos internos que
pertenecen a la ruta de la hoja correspondiente de la siguiente
forma. Dado el nodo actual C'N que considera xy como el
atributo a dividir, se calcula el grado de activacién md®™ (z)
de C'N para x:

md“N(z) =T (W (z5), md™ (z)), (1)

donde T es una T-norma, u“N (x ) es el grado de pertenencia
de x; al conjunto difuso asociado con el nodo CN, vy
mdPN () es el grado de activacién del nodo padre PN para
x. Posteriormente, se obtiene el grado de asociacién ADEN (z)
de la clase C,, en la hoja LN para x:

ADpN (x) = md™ () - wy,, )
donde md*" (z) es el grado de activacién de la hoja LN para
xy wEN es el peso de la clase C,, en LN. En la literatura se
han propuesto diferentes definiciones para wX¥ [13]. En este
trabajo consideramos

Z mdN (z)

LN z€TRc,,

"o Z md™" () 7

ze€TR

w.

3)

donde T'R¢,, es el conjunto de todos los ejemplos de entrena-
miento que pertenecen a la clase C,,. Finalmente, se predice
la clase de x siguiendo un determinado criterio, siendo los
siguientes los mds comunes:

= Mdxima activacion: se predice la clase que corresponde
al maximo grado de asociacidn.

= Voto ponderado: para cada clase se calcula la suma de
todos los grados de asociacion correspondientes a la clase
y se predice aquella que obtiene la mayor suma.

Los requerimientos de tiempo y memoria de los ADDs pue-
den causar serios problemas de escalabilidad cuando se tratan
grandes conjuntos de datos. En este trabajo consideramos la
solucidén distribuida propuesta por Segatori et al. en [9] para
construir ADDs en Big Data, la cual consta de dos fases:
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1. Particionamiento difuso. Se genera una particiéon difusa
triangular fuerte para cada atributo continuo basdndose
en la entropia difusa. Para ello, el algoritmo selecciona
la particién difusa candidata que minimiza la entropia
difusa y divide el dominio del atributo en dos subcon-
juntos de forma recursiva hasta que se cumple una cierta
condicién de parada. A pesar de que las particiones
difusas construidas por este método suelen ser precisas,
el alto nimero de conjuntos difusos que habitualmente
contienen aumenta la complejidad del modelo.

2. Aprendizaje del ADD. Se construye un ADD aplicando
una de las dos estrategias de divisiéon consideradas por
los autores: binaria (FBDT), que genera dos nodos
hijos, o multi-via (FMDT), que puede generar mads
de dos hijos. Ambos métodos emplean la ganancia de
informacién difusa [14] para la seleccién del atributo.
En este trabajo nos centramos en los arboles FMDT.

III. APLICANDO LA TRANSFORMADA INTEGRAL DE LA
PROBABILIDAD PARA REDUCIR LA COMPLEJIDAD DE LOS
ARBOLES DE DECISION DIFUSOS MULTI-ViA

En este trabajo proponemos un nuevo método de particio-
namiento difuso distribuido que reduce la complejidad de los
ADDs generados por el algoritmo FMDT [9]. La solucién
propuesta reemplaza el método de particionamiento difuso
original empleado por FMDT sin alterar el algoritmo de
aprendizaje del ADD. Los objetivos de nuestra propuesta son
los siguientes:

= Construir un nimero reducido de conjuntos difusos por
atributo. El método original afiade conjuntos difusos a la
particion hasta que la ganancia de informacién difusa es
menor que un cierto umbral, aumentando la complejidad
del modelo. Nuestro método emplea un niimero fijo de
conjuntos difusos para todos los atributos.

= Ajustar los conjuntos difusos a la distribucién real de los
atributos. La solucién propuesta modifica tanto la forma
como la posicién de los conjuntos difusos para mejorar
la capacidad de discriminacién del modelo

Para cumplir estos objetivos proponemos un algoritmo que
consiste en una fase de pre-procesamiento que resulta en un
particionamiento difuso auto-adaptativo.

= Pre-procesamiento: las variables del conjunto de en-
trenamiento son transformadas en variables aleatorias
uniformes aplicando la transformada integral de la pro-
babilidad [10] descrita en el Teorema 1. Este teorema
afirma que cualquier variable aleatoria continua puede ser
convertida en una variable aleatoria uniforme estandar.

Teorema 1. Si X es una variable aleatoria continua con
una funcion de distribucion acumulada (FDA) Fx (x) y
si Y = Fx(X), entonces Y es una variable aleatoria
uniforme en el intervalo [0,1].

Demostracion. Supongamos que Y = g(X) es una
funciéon de X donde g es derivable y estrictamente

creciente. Por tanto, su inversa g_1 existe unicamente.

La FDA de Y se puede derivar usando
Fy(y) = Prob(Y <y) = Prob(X < g '(y))

=Fx (97'(v))
y su densidad viene dada por
d d
= —Fy(y)=—Fx(g~*
fr () a v(y) i x(g~ ()
d

= fx(g7 () - @g’l(y)~

Este procedimiento se llama la técnica de la FDA y
permite que la distribuciéon de Y se derive de la siguiente
forma:

Fy(y) = Prob(Y <y) = Prob (X < F¢'(y))
=Fx (Fx'(y)) =y
|

Sin embargo, dado que la distribucién original del con-
junto de entrenamiento es desconocida, la FDA no puede
ser calculada exactamente. Como solucién proponemos
calcular los g-cuantiles del conjunto de entrenamiento
para obtener una FDA aproximada. Para ello, para cada
variable, se ordenan todos los valores y se extrae cada
cuantil. Si ¢ es menor que el nimero de ejemplos en el
conjunto de entrenamiento, el valor de la FDA para un
valor dado se interpola linealmente en el intervalo [Q;_1,
Q@;], siendo @); el primer cuantil mayor que el valor. Si el
valor es menor que el primer cuantil (1) o mayor que
el dltimo cuantil (Q4—1), el valor de la FDA serd 0 o 1,
respectivamente. De esta forma, las variables del nuevo
conjunto de datos transformado seguirdn una distribucién
aproximadamente uniforme independientemente de su
distribucion original. Por supuesto, la transformacién so-
bre el conjunto de test se realiza interpolando la FDA con
los cuantiles extraidos del conjunto de entrenamiento.
Particionamiento: se construye una particion difusa fuerte
de Ruspini [11] distribuyendo uniformemente un niimero
fijo de funciones de pertenencia triangulares a lo largo
del intervalo [0,1]. Cabe destacar que la definicién de
cada uno de los conjuntos difusos en el espacio original
puede recuperarse aplicando la funcién cuantil [15]. En
este caso, para cada punto que define la funcioén de perte-
nencia triangular, el valor correspondiente se interpolaria
calculando la inversa de la funcién lineal empleada para
calcular la FDA entre los dos cuantiles mds préximos.
La Figura 1 muestra un ejemplo ilustrativo de cémo se
distribuyen los conjuntos difusos en el espacio original y
en el transformado del atributo jet_I_eta del conjunto de
datos HIGGS. Las lineas s6lidas y las barras representan
las funciones de pertenencia y la distribucion original de
las variables, respectivamente.

Notese que ambas fases (pre-procesamiento y particiona-
miento) estdn estrechamente relacionadas. Dado que, bajo
nuestro punto de vista, una particiéon difusa de Ruspini con
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Figura 1: Conjuntos difusos construidos para jet_I_eta en
HIGGS.

funciones de pertenencia uniformemente distribuidas es una
buena forma de modelar una distribucién uniforme, nuestra
hipétesis es que si es posible transformar la distribucién de
cualquier atributo en una distribucién uniforme y al mismo
tiempo poder realizar el proceso inverso, se obtiene una par-
ticiéon auto-adaptada para la distribucién original del atributo.
El hecho mds interesante es que este resultado se obtiene sin
necesidad de disefiar un nuevo método de particionamiento
especifico. El cédigo fuente de nuestra propuesta estd escrito
en Scala 2.11? para Apache Spark 2.0.2 y estd disponible en
GitHub? bajo la licencia GPL.

IV. MARCO EXPERIMENTAL

En esta seccion primero describimos los conjuntos de datos
y las medidas de rendimiento empleadas para evaluar los
métodos considerados en los experimentos (Seccién IV-A).
Posteriormente detallamos los pardmetros y la configuracién
del entorno utilizados para la ejecucidon de los algoritmos
(Seccién 1V-B).

IV-A.  Conjuntos de datos y medidas de rendimiento

Para llevar a cabo el estudio experimental hemos consi-
derado 4 problemas de clasificacion Big Data disponibles
en los repositorios de UCI [12] y OpenML*. La Tabla I
muestra la descripcién de los conjuntos de datos indicando
el nimero de instancias (#Instancias), atributos (#Atributos)

Zhttp://www.scala-lang.org/
3https://github.com/melkano/uniform-fuzzy-partitioning
“https://www.openml.org/search?type=data

reales (R)/enteros(E)/categéricos(C)/totales(T), y clases (#Cla-
ses). Los nombres de BNG Australian (BNG) y HEPMASS
(HEPM) han sido abreviados. En todos los experimentos se
ha empleado un esquema de validacién cruzada estratificada
de 5 particiones.

Tabla I: Descripcion de los conjuntos de datos.

Dataset #Instancias #Atributos #Clases
R E C T

BNG 1,000,000 8 6 0 14 2

HEPM 10,500,000 28 0 0 28 2

HIGGS 11,000,000 28 0 0 28 2

SUSY 5,000,000 18 0 0 18 2

El rendimiento en clasificaciéon se ha medido empleando la
denominada matriz de confusién (Tabla II), la cual almacena
el nimero de ejemplos clasificados correcta e incorrectamente
para cada clase. De esta matriz podemos obtener las siguientes

Tabla II: Matriz de confusién para un problema binario.

Prediccion positiva Prediccion negativa

Clase positiva Verdadero positivo (TP) Falso Negativo (FN)

Clase negativa Falso Positivo (FP) Verdadero Negativo (TN)

cuatro medidas:

= Ratio de verdaderos positivos: porcentaje de ejemplos
positivos clasificados correctamente.
TProte =TP /| (TP + FN).
= Ratio de verdaderos negativos: porcentaje de ejemplos
negativos clasificados correctamente.
TNygte =TN | (TN + FP).
= Ratio de falsos positivos: porcentaje de ejemplos negati-
vos clasificados incorrectamente.
FP.g4e=FP | (FP+TN).
= Ratio de falsos negativos: porcentaje de ejemplos positi-
vos clasificados incorrectamente.
FNyyte=FN / (FN+TP).
Basados en estas métricas, el rendimiento de clasificacion
de cada método se ha medido empleando el porcentaje de
precisién y el Area Bajo la Curva ROC (AUC) definidas como:

%Precision = (TP+TN) | (TP+FN+FP+TN) (4)
AUC = (1 + TPrate + FPrate) / 2 &)}

IV-B.  Pardmetros y configuracion del entorno

En cuanto a los pardmetros utilizados para FMDT, hemos
fijado los valores sugeridos por los autores en el articulo
original [9]:

= Medida para calcular la impureza de los nodos: entropia

difusa

= T-norma: producto

= Maximo niimero de bins para los atributos numéricos: 32
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= Maixima profundidad del arbol: 5

» v=01%; ¢$=002-N; A=10"*-N

Todos los métodos han sido ejecutados en un cluster de 8
nodos conectados a una Red de area Local Ethernet a 1Gb/s.
La mitad de estos nodos estdn compuestos por 2 procesadores
Intel Xeon E5-2620 a 2.4 GHz (3.2 GHz con Turbo Boost)
con 12 nucleos virtuales en cada uno (de los cuales 6 son
fisicos). Tres de los nodos restantes estan equipados con 2
procesadores Intel Xeon E5-2620 a 2.1 GHz con el mismo
nimero de nucleos que los anteriores. El dltimo nodo es el
master, compuesto por un procesador Intel Xeon ES5-2609
con 4 nucleos fisicos a 2.4 GHz. Todos los nodos esclavos
estdn equipados con 32GB de RAM, mientras que el maestro
trabaja con 8GB de RAM. Con respecto al almacenamiento,
todos los nodos emplean discos duros con velocidades de
lectura/escritura de 128 MB/s. Todo el cluster funciona sobre
CentOS 6.5, Apache Hadoop 2.6.0, y Apache Spark 2.0.2.

De acuerdo con los autores de FMDT, emplear mds de 24
nicleos de CPU tiene un impacto negativo en el tiempo de
ejecucion de este método. Por consiguiente, hemos empleado
6 executors con 4 nicleos cada uno para ejecutar FMDT.

V. ESTUDIO EXPERIMENTAL

Para evaluar el rendimiento de nuestra propuesta hemos
llevado a cabo un estudio empirico que cubre tres aspectos:
rendimiento en la clasificacién (Tabla III), complejidad del
modelo (Tabla IV), y tiempo de ejecucidon (Tabla V). En
todos los casos hemos considerado cuatro métodos: el FMDT
original [9] y tres configuraciones diferentes del método
propuesto que difieren en el nimero de conjuntos difusos
(X) utilizados para los atributos numéricos (denotado como
FMDTx). Cabe sefialar que el método FMDT original se
quedé sin memoria mientras procesaba HEPMASS debido
al gran nimero de hojas que se generaron a lo largo del
entrenamiento, y por tanto no se muestran resultados para este
método en HEPMASS.

Las Tablas III y IV revelan que el método de particio-
namiento difuso propuesto (FMDTx) es capaz de mantener
el rendimiento de clasificacion de FMDT con modelos no-
tablemente mds simples. Las diferentes configuraciones de
nuestra aproximacion rinden de forma similar en términos de
precision y AUC (excepto en HIGGS), a pesar de que hay una
tendencia positiva a favor del uso de mds conjuntos difusos.
Sin embargo, emplear mas conjuntos difusos suele causar que
el algoritmo de aprendizaje genere mas hojas, aumentando
la complejidad del modelo. A continuacidon analizamos los
resultados obtenidos en cada uno de los conjuntos de datos:

= BNG: nuestro método mejora la precisién y el AUC de

FMDT un 6 % y un 8 %, respectivamente. A pesar de que
los arboles construidos por FMDT x son mds profundos,
éstos tienen entre 8 mil y 80 mil veces menos de hojas
que FMDT.

= HEPM: el FMDT original construye demasiadas hojas

como para poder afrontar este problema con el cluster
descrito en la Seccién IV-B, quedandose sin memoria
durante la ejecucion. Este hecho sugiere que nuestra

aproximacién es una solucién candidata para evitar la
explosion del nimero de hojas durante la induccién de
los ADDs.

= HIGGS: el rendimiento de clasificacion de FMDTj5 en
este problema cae casi un 1% con respecto al resto
de métodos, revelando que 5 conjuntos difusos no son
suficientes para capturar la complejidad de este problema.
Sin embargo, el resto de configuraciones (FMDT7 y
FMDTy) son capaces de mantener el rendimiento de
clasificacion de FMDT con 15 mil y 50 mil hojas,
respectivamente, mientras que FMDT genera 6 millones
de hojas. Ademads, el método de particionamiento difuso
original genera casi el doble de conjuntos difusos que
FMDT5.

= SUSY: todas las configuraciones rinden de forma similar
a FMDT en términos de capacidad de discriminacion.
Sin embargo, nuestro método construye arboles de 3
mil, 15 mil, y 50 mil hojas, mientras que FMDT genera
5 millones de hojas. En este caso, la diferencia en el
nimero de conjuntos difusos empleados por cada método
es aun mayor, ya que FMDT utiliza casi 23 conjuntos de
datos por atributo.

Tabla III: Rendimiento de clasificacion de cada método.

%Precision

Dataset FMDT FMDTs5 FMDT> FMDT,
BNG 80.23%0:05 86 79E0.06 g6 93+0,07  gg g7+0,06
HEPM 91.13%0,02 9] 25+0.02 g1 33+0,02
HIGGS  71.54%002  7061%0:02 71 3%0.03 7] 69+0.03
SUSY 79.29F0,05 79 15E0.04 79 49+0,04 79 66F0,04
AUC

Dataset FMDT FMDTs FMDT> FMDT,

BNG 78960004 g649+.0006  g65gE-0007  geepE.0007
HEPM - 9113%:0002  91p5+,0002  g1334,0002
HIGGS ~ .7143%:0001  7033%:0002  7714%.0008  7)55%.0003
SUSY  7859F:0004  7g47%.0004  7gg0+.0004  7g9gE.0004

La Tabla V muestra el tiempo requerido por cada método
para las tres fases: particionamiento difuso, la induccién del
ADD, y el tiempo total. En general, no hay diferencias
significativas entre los diferentes métodos cuando se trata de la
fase de particionamiento, a pesar de que el algoritmo propuesto
es un 30% mas rdpido que el método original en SUSY.
Sin embargo, cuando se considera la induccién del ADD, la
reduccién en la complejidad del modelo cuando se emplea
nuestro método resulta en tiempos de ejecucion mucho mas
rapidos.

VI. CONCLUSIONES

En este trabajo hemos presentado un nuevo método de
particionamiento difuso distribuido que reduce la complejidad
del modelo de los arboles de decision difusos (ADDs) multi-
via en problemas de clasificacién Big Data. El algoritmo
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Tabla IV: Complejidad de cada modelo.

Nimero de hojas

Dataset FMDT FMDT5 FMDT~ FMDTg
BNG 83,044 1,211 4,807 9,492
HEPM - 2,854 13,472 43,339
HIGGS 6,414,575 3,005 15,876 53,489
SUSY 5,225,134 2,977 14,989 49,038
Profundidad media
Dataset FMDT FMDT; FMDT; FMDT,
BNG 3.02 4.67 5.00 4.35
HEPM - 4.52 4.03 3.93
HIGGS 3.25 5.00 5.00 4.89
SUSY 3.68 5.00 5.00 4.76

Promedio de nimero de conjuntos difusos

Dataset FMDT FMDT; FMDT; FMDTy
BNG 6.04 5.00 7.00 9.00
HEPM - 5.00 7.00 9.00
HIGGS 13.01 5.00 7.00 9.00
SUSY 22.60 5.00 7.00 9.00

Tabla V: Tiempos de ejecucion(s) de cada método.

Particionamiento
Dataset FMDT FMDT5 FMDT~ FMDTy
BNG 58 41 40 40
HEPM - 295 292 294
HIGGS 252 273 274 276
SUSY 110 77 72 77
Aprendizaje
Dataset FMDT FMDT5 FMDT~ FMDTy
BNG 25 23 22 24
HEPM - 149 158 153
HIGGS 4,984 176 167 158
SUSY 1,282 76 75 71
Tiempo total
Dataset FMDT FMDT5 FMDT~ FMDTy
BNG 84 65 63 65
HEPM - 445 450 448
HIGGS 5,238 450 441 435
SUSY 1,392 154 148 155

propuesto consiste en transformar el conjunto de entrenamien-
to original de tal forma que todas las variables numéricas
sigan una distribucién uniforme estandar. Para ello se aplica
la transformada integral de la probabilidad, la cual afirma
que cualquier variable aleatoria continua puede ser convertida
en una variable aleatoria uniforme en base a la funcién de
distribucién acumulada (FDA) original. Dado que la FDA es
generalmente desconocida, proponemos aproximar esta fun-
cion calculando los g-cuantiles del conjunto de entrenamiento
e interpolando linealmente entre dichos cuantiles. Después de
esta transformacion, se crean las particiones difusas de Ruspini
distribuyendo un ntimero fijo de funciones de pertenencia

triangulares de forma uniforme a lo largo del intervalo [0,1].
Para recuperar los puntos que definen los conjuntos difusos en
el espacio original se aplica la funcién cuantil. E1 método de
particionamiento propuesto es capaz de ajustar tanto la posi-
cién como la forma de los conjuntos difusos a la distribucion
real del conjunto de entrenamiento.

Para evaluar el rendimiento de nuestra propuesta, hemos
realizado un estudio empirico que se centra en el algoritmo de
induccién de ADDs multi-via propuesto por Segatori et al. para
Big Data (FMDT). Para ello, hemos reemplazado el método
de particionamiento difuso original por el método propuesto,
sin modificar la fase de induccién del ADD. Los resultados
experimentales revelan que nuestro algoritmo genera arboles
significativamente mds simples que son capaces de mantener
el rendimiento de clasificacion del método original.
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EDGAR-MR: un algoritmo evolutivo distribuido
escalable para la obtencion de reglas de clasificacion
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Resumen. El modelo evolutivo para la obtencion de reglas de
clasificacion, EDGAR, cuenta entre sus especificidades con diferentes
estrategias para resolver el problema del aprendizaje distribuido de
reglas cuando el conjunto de entrenamiento estd dividido en diferentes
subconjuntos. Sin embargo, el modelo encuentra limitaciones
practicas a su escalabilidad con un numero creciente de particiones
de datos. Las actuales tecnologias derivadas de los principios de
MapReduce en cambio, pueden ayudar a resolver dicha limitacion
facilitando una implementacion mas escalable del modelo evolutivo
distribuido EDGAR, manteniendo aspectos de su esencia. Es este
trabajo se desarrolla una primera aproximacion practica a dicho
modelo.

Palabras clave: Big Data, Algoritmos Genéticos Distribuidos,
EDGAR, MapReduce, Clasificacion, Programacion Distribuida.

I. INTRODUCCION

Actualmente, enormes cantidades de datos son recogidas y
almacenadas en bases de datos. El fin ultimo de la Mineria de
Datos es obtener informacion de interés en forma de modelos
precisos y entendibles de estas bases de datos. Dentro de esta
disciplina, los sistemas de clasificacion basados en reglas son un
instrumento tradicional de gran utilidad. La extraccion de reglas
de un conjunto de datos depende en gran medida de la topologia
de los datos y del volumen de éstos. Adicionalmente, a medida
que el volumen de datos crece, su manejo es mas complejo, el
tiempo necesario para su tratamiento se incrementa de manera
exponencial, y ademas crece la dificultad de aprendizaje del
algoritmo.

Los algoritmos evolutivos han demostrado una gran
capacidad como recurso para extraer conocimiento, siendo
robustos al ruido y a otras caracteristicas inherentes a los datos;
sin embargo, suele ser dificil escalar un algoritmo evolutivo
eficientemente, debido al calculo reiterativo de la bondad de los
individuos que implica la evaluacién de un conjunto de reglas
sobre el conjunto de datos.

En este sentido, el algoritmo evolutivo distribuido para
obtener reglas de clasificacion, EDGAR [1], propone un sistema
de distribucion de poblaciones y reparticion de datos que permite
escalar en varias magnitudes el nimero de instancias que es
capaz de manejar eficientemente un algoritmo evolutivo de sus
caracteristicas. No solo eso, EDGAR también emplea otras
estrategias dirigidas al manejo de conjuntos de datos con clases
no balanceadas sin preprocesamiento especifico. Sin embargo,

Antonio Peregrin

Centro de Estudios Avanzados en Fisica,
Matematicas y Computacion
Universidad de Huelva
Huelva, Espaiia

existen limites inherentes a la arquitectura que utiliza, las cuales
se pueden confirmar en la practica.

En los ultimos afios, la aparicion del paradigma MapReduce
[2] y el sistema de almacenamiento HDFS [3], ha impulsado
relevantes mejoras en la escalabilidad. No obstante, no todos los
algoritmos son directamente aptos para implementarse
directamente de forma equivalente, y por tanto, en tales casos es
necesario establecer estrategias que conserven la calidad de los
resultados y mantengan el tiempo de ejecuciéon a niveles
competitivos en relacion a otras alternativas distribuidas.

Este trabajo propone un algoritmo evolutivo escalable para
la obtencion de reglas de clasificacion basado en los principios
de EDGAR, implementado sobre el paradigma MapReduce, y
realiza una experimentacion preliminar para comprobar la
validez los conceptos propuestos.

La organizacion de este trabajo es la siguiente: en la primera
Seccion se introduce el esquema general del algoritmo evolutivo
EDGAR. La Seccion 2.1 se dedica a exponer las alternativas de
implementacion del modelo distribuido sobre MapReduce. La
Seccion 3 se centra especificamente en la adaptacion de las
estrategias para conjuntos de datos no balanceados. Finalmente,
la Seccion 4 analiza los resultados de precision, calidad y
escalabilidad sobre una experimentacion preliminar con
conjuntos de datos de diversas caracteristicas.

II. ANTECEDENTES

En esta Seccion se repasan, para el aprendizaje de
clasificadores, en primer lugar, las principales referencias en el
area de los algoritmos genéticos distribuidos, y en segundo
lugar, las propuestas que emplean MapReduce.

A. Modelos evolutivos distribuidos para el aprendizaje de
clasificadores

Una de las primeras referencias resefiables en este ambito es
REGAL [4]. Este propone una division de datos en nodos que
contienen algoritmos genéticos (AGs) para el aprendizaje de
reglas. Posteriormente refina dichas reglas asignando cada una
de ellas y sus datos asociados a diferentes nodos. REGAL-TC
[5] es una propuesta que mejora la precision de REGAL a través
de un ponderado de contra-ejemplos y otras estrategias. Now-
GNet [6] por su parte, propone una mejora sobre el mismo
esquema utilizando un buffer de reglas a evaluar que separa las
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funciones de evaluacion del individuo y del AG, lo cual permite
un mayor grado de paralelizacion. Estos tres algoritmos tienen
en comun la presencia de un proceso supervisor sincrono que en
base a los resultados parciales de los nodos redistribuye datos y
reglas a los nodos subordinados.

EDGAR utiliza un modelo mixto de nodos aprendedores
independientes, que emplean un AG local (AGL), con un
subconjunto de los datos y supervisor central. El sistema es
asincrono, utilizando una copia del conjunto global de datos para
evaluar las reglas generadas por los AGLs y generar un
clasificador final basado en la cobertura y calidad de ellas sobre
el conjunto de datos de entrenamiento (Figura 1). El AGL utiliza
una codificacion de tipo un individuo = una regla, dentro del
paradigma GCCL; la poblacion representa un conjunto
redundante de reglas y la solucion del mismo es un clasificador
compuesto por un subconjunto de las mismas que clasifica al
conjunto de los datos asignados.

Fig. 1. Modelo distribuido de EDGAR: poblaciones de algoritmos geneticos
y datos con particiones en nodos y nodo central con conjunto completo

La regla se representa como una cadena binaria donde cada
posible valor de un atributo estd asociado a un bit. Esta
representacion puede tener varios valores activos en cada
atributo, consiguiendo un lenguaje de descripcion de conceptos
compacto, pero por otra parte requiere que los conjuntos de
datos continuos sean discretizados previamente. La clase
también esta representada en el cromosoma con un unico valor
a la vez (Figura 2).

ci c2 c3 Clase
Vi V2 V3 V4 Vs Ve A% A% V9 Vio

si cien (vi,v3) y cs en (vi) entonces clase es vz

Fig.2. Ejemplo de representacion de regla en EDGAR a formato binario
Las mejores reglas, por calidad y cobertura, se intercambian

periddicamente entre nodos para favorecer la cooperacion entre
los AGLs de modo similar al modelo de AGs distribuidos

basado en Islas [9] y se envian a un nodo central que hace las
veces de supervisor. Este nodo dispone de una copia del
conjunto global de datos que utiliza para reevaluar las reglas
recibidas y generar un clasificador final basado en la cobertura
y calidad de ellas sobre el conjunto completo de datos de
entrenamiento. El supervisor manda una sefial de terminacion a
los nodos AGL cuando el clasificador generado no mejora
durante un periodo de tiempo y genera el clasificador como una
lista ordenada en base al valor de las reglas sobre el conjunto
completo de datos.

B. MapReduce en el ambito del aprendizaje de clasificadores

MapReduce [1] permite un modelo de disefio paralelo
basado en la division de datos. Este modelo se basa en la
existencia de un conjunto de datos distribuidos que permiten una
alta escalabilidad de datos y la codificacion de tareas sobre estos
basados fundamentalmente en dos operaciones Map y Reduce.

Centrandonos en el aprendizaje de modelos de clasificacion,
hay técnicas que se prestan mejor que otras para este paradigma
porque no necesitan de un acceso repetido a los datos. En este
sentido, la generacion de clasificadores con Random Forest [7]
implementado bajo MapReduce realiza la evaluacion de
multiples arboles de decision eficientemente. Un ejemplo
reciente de este uso puede verse en [8].

Otro algoritmo directamente compatible con esta
arquitectura es el de generacion de reglas basadas en ejemplos
como semillas que posteriormente formaran el clasificador. En
[10] se generan reglas en la fase Map en base a un conjunto de
etiquetas lingiiisticas que son evaluadas en la fase de
construccion y posteriormente seleccionadas en la fase Reduce
para generar el conjunto de reglas final teniendo en cuenta el
coste de la clasificacion en caso de existir clases no balanceadas.

III. EL MODELO EDGAR-MR

En este apartado proponemos una version del modelo
EDGAR sobre el paradigma MapReduce. Esta version, a la que
denominamos EDGAR-MR, aprovecha las mejoras en
eficiencia, robustez y facilidad de ejecucion con conjuntos de
datos de alta cardinalidad que proporciona MapReduce
manteniendo un modelo de calidad y precision en conjuntos de
datos complejos.

Como se ha indicado anteriormente, EDGAR lleva a cabo el
aprendizaje de reglas empleando un conjunto de AGLs, en lo
que cada uno de ellos trabaja sobre una fraccion del conjunto
completo de datos. Este modelo de datos distribuido es
parcialmente compatible con el paradigma MapReduce, ya que
el aprendizaje de reglas est4 asociado a las particiones de datos,
y la ulterior extraccion del clasificador final es una tarea
independiente. Sin embargo, EDGAR emplea mecanismos cuya
adaptacion al modelo MapReduce, por los principios de éste, no
pueden llevarse cabo, como son por ejemplo aquellos
relacionados con la cooperacion entre AGLs basado en el
intercambio de reglas.

En el resto de esta Seccidn pues, se va a describir el disefio
concreto empleado para el modelo EDGAR-MR.

Las fases principales de EDGAR-MR (fig. 3) son:
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e Inicial, carga de datos: Preparacion de conjuntos de
datos para iniciar el proceso distribuido.

e Fase de aprendizaje de reglas: Es llevada a cabo por los
AGLs implementados en los Map, y en ella, cada uno
aprende un clasificador local basado en su particion de
datos.

e Fasede agregacion de reglas: Las reglas provenientes de
los Map son procesadas en nodos Reduce para generar
una unica regla que agrega los casos positivos y
negativos encontrados en los Map.

e Fase de generacion del clasificador: el clasificador se
genera como una lista ordenada de reglas por mayor
cobertura y calidad.

e Fase de fest: se clasifican los conjuntos de test con el
clasificador generado para tener una medida de
precision del mismo.

Inicial [Hash, Reglas] [Null, Reglas]

Fusién B
Clasificador
Fusién Generaciéon —> Test
Ordenacién de reglas
en base a valor
Conjunto Glpbal Fusién estimado
de entrenamiento
. Acumulacion de e 2
i casos positivos, Map

entrenamiento

negativos

Reduce

Fig.3. Esquema MapReduce de las fases de aprendizaje, agregacion,
generacion de clasificador y fest

A continuacion se describe en detalle en cada una de las
fases :

A. Inicial, carga de datos

El proceso de aprendizaje requiere una particion de los datos
en los nodos Map en bloques HDFS independientes que son
replicados y transferidos a otras maquinas para ser procesados
por cada tarea Map independiente. Esta particion es realizada
mediante un muestreo aleatorio de cada clase teniendo en cuenta
equilibrar las clases en los AGL en caso de existir desbalanceo
(figura 2). Otro paso de esta preparacion inicial consiste en la
recodificacion en el formato de cromosoma binario que sera
utilizado por los AGL en los Map.

B. Fase de aprendizaje de reglas (Map)

Cada AGL genera un conjunto de de reglas que cubre
completamente el conjunto de los datos en el nodo. La salida del
Map son conjuntos (Key, Value), donde Value corresponde a la
regla concatenada con el nimero de casos positivos y negativos
que cubre y Key contiene un valor generado mediante una
funcion hash para repartir la carga sobre los nodos Reduce. Esta
funcion utiliza una codificacion sobre los antecedentes de la
regla para reunir en el mismo Reduce las reglas con los mismos

antecedentes. La funcion hash codifica en un numero en base 10
la codificacion binaria de la clase. Por ejemplo, en un conjunto
de datos con 3 atributos de tres valores cada uno y dos clases,
EDGAR usa 11 bits para su codificacion; por tanto el rango de
la clave se encuentra entre 20 y 211. Si se implementa con 2
nodos Reduce. Las reglas con clave entre 0 y 210 serdn
asignados al primero y las claves entre 210 y 211 se asignan al
segundo. El pseudocddigo 1 muestra el detalle de este Map.

Preprocesamiento

* Muestreo
¢ Distribucién

e Datos

Conjunto
Entrenamiento

Nuevo Conjunto
Entrenamiento

Fig. 4. Esquema de rebalanceo inicial de clases en fase de carga inicial

Input (Key, Value)
Key, Valor no utilizados, Map inicial.
AGL.generarClasificador(ConjuntoDatosLocal)
Para cada Regla en el clasificador

Key’ : Valor decimal (Regla)
Valor: (Regla, casos positivos, casos negativos)
Emit (Key’, Valor)
Fin Para

Pseudocodigo 1. Fase de aprendizaje de reglas (Map)

C. Fase de agregacion de reglas (Reduce)

Este proceso combina los conjuntos de reglas recibidos de
cada Map, fusionando las reglas con los mismos antecedentes.
El proceso de fusion es como sigue: acumula los casos positivos
y negativos de las reglas con los mismos antecedentes para cada
clase y crea una nueva regla fusionada. La nueva regla tendra la
clase de la regla con mayor valor ponderado de cobertura y
calidad, denominado I7 (1). Este criterio minimiza la longitud
de la regla y cobertura de casos negativos y maximiza la
cobertura de casos positivos.

I = (1+ longitud! yC®>sNeg *CasosPos 6))

Input (Key, Values)
Key es una clave hash calculada en base a la regla
Values: las reglas generadas por los AGLs en los Map
ArrayList auxReglas= new ArrayList();
Para cada Regla en values
Si (Regla not in auxReglas) auxReglas.add(Regla)
Sino
AuxReglas.get(Regla). AcumulaCasos(Regla)
Fin Si
Fin Para
Para cada Regla en auxReglas
Emit (null, auxReglas)

Fin Para

Pseudocodigo 2. Reduce, aprendizaje. Fusion de reglas

1157



' XVIII CONFERENCIA DE LA ASOCIACION ESPANOLA PARA LA INTELIGENCIA ARTIFICIAL

La salida del proceso Reduce es un conjunto de reglas con
informacion necesaria para el proceso de generacion del
clasificador: casos positivos, casos negativos (pseudocddigo 2).

D. Fase de generacion del clasificador:

El clasificador producido EDGAR originalmente, es
generado mediante la evaluacion de las reglas sobre el conjunto
completo de datos de entrenamiento y la posterior ordenacion en
una lista ordenada donde cada regla elimina las instancias
cubiertas por las predecesoras.

Sin embargo, en la propuesta de este trabajo, la agregacion
de reglas aprendidas sobre modelos locales puede no tener la
misma validez sobre el conjunto completo de datos, por ello se
han implementado dos variantes dependiendo del método de
calculo del valor de la regla:

e Estimado: toma como valor de ordenaciéon para la
generacion del clasificador los casos positivos y negativos
calculados por la fase de agregacion de reglas.

e Evaluacion global: efectia una re-evaluacion de las reglas
generadas en la fase de agregacion de reglas mediante otro
ciclo MapReduce con el conjunto de datos preexistente en
cada Map (pseudocddigo 3). La salida de los Map sera
acumulada en un Reduce que tendra como resultado una
lista de reglas con valores positivos y negativos relativos al
conjunto completo de datos (fig. 5).

~— 4 [Null, Clasificador]

Evaluacién :
Clasificador

Reglas

agregadas Ordenacion ——>

Generacion de Clasificador

— ordenado decreciente valor IT
Evaluacion
- . £ =
Re-evaluacién de
Map

reglas agregadas en
conjuntos de datos

Reduce

Fig. 5. Esquema MapReduce de la re-evaluacion de reglas en variante de
evaluacion global en la fase de generacion del clasificador

Finalmente se genera un clasificador como una lista ordenada de
reglas en base al valor decreciente de 77 (1).

Input (Key, Value)
Value es conjunto de reglas generado por el Reduce de agregacion de reglas
ArrayList auxReglas = new ArrayList()
auxReglas, auxpi = GenerarClasificadorGredy(Values, Datos de fest Local)
posicion=0;
Para cada Regla en auxReglas
posicion ++
Valor = Regla + Auxpi + casos positivos y negativos + posicion
Fin Para

Pseudocodigo 3. Map de fase de evaluacion global

E. Fase de test

Habitualmente se siguen esquemas de aprendizaje que
reservan un 10% o un 20% del tamafio del conjunto de datos
para test, en alguna de las configuraciones propuestas para
minimizar la fractura de datos en el proceso de aprendizaje. En
conjuntos de datos grandes, la medida de la precision del
clasificador generado implica en si misma la asignacion de
grupos de datos siguiendo un esquema de distribuido de datos y
por tanto la ejecucion de un nuevo ciclo MapReduce.

Inicialmente se carga en los nodos el conjunto de test. El
Map se encarga de aplicar el clasificador generado sobre cada
ejemplo generando como salida una linea para cada instancia
con el valor real y el predicho (Fig. 6). El proceso Reduce
acumula los aciertos y fallos en cada ejemplo respecto de la clase
predicha generando un informe que puede ser utilizado para
realizar distintas variantes de calculo de la precision sobre
clasificadores.

Inicial [ejemplo+ clase]

C. datos
Test

Evaluacién

Célculo —>|

C. Test
Clasificado

Evaluacién

Conjunto . Conj YNasifics
Evalu: n Jonjunto Clasificado
Global de Test valuaci6

Conjuntos de
test

Map Reduce

Fig. 6. Calculo de la precision en fase test

V. ESTUDIO EXPERIMENTAL

Esta seccion muestra una experimentacion tentativa sobre un
conjunto de datasets representativos para valorar la validez de la
propuesta y un algoritmo de referencia no distribuido. Se
estimara la calidad del clasificador generado en base al la
interpretabilidad del mismo (numero de reglas) y precision
(media geométrica). Asimismo se mostrara la escalabilidad del
mismo segun el rendimiento alcanzado respecto del nimero de
Maps.

A. Entorno de Experimentacion

El entorno de experimentacion se basa en un cluster Hadoop
compuesto por 13 nodos. Cada nodo es una maquina virtual
sobre un servidor basado en memoria comun y multiprocesador:
192GB de memoria RAM, 40 ntcleos con hyperthreading y
sistema operativo CentOS 7 de 64 bits. Todo el desarrollo se ha
realizado en Java. Las caracteristicas de las maquinas virtuales
son:

Nodo maestro:
e Sistema operativo CentOS 7 64 bits, y 8 niicleos.
e 16 GB de memoria RAM.

e 20 GB de almacenamiento en disco configurado en
modo dindmico.
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Nodos esclavos:
e Sistema operativo CentOS 7 64 bits, y 4 niicleos.
e 12 GB de memoria RAM.

e 20 GB de almacenamiento en disco configurado en
modo dindmico.

Respecto de los conjuntos de prueba se han seleccionado
datasets balanceados y no balanceados con distintas
cardinalidades y dimensionalidades. Estos se encuentran
disponibles en los repositorios UCI [12] y KEEL [13]. Los
conjunto de datos con atributos continuos han sido discretizados
para EDGAR-MR usando Chi2-Merge [14]. Las tablas muestran
valores medios de ejecuciones con 10 semillas y 5x2 particiones
de datos.

TABLA L. CARACTERISTICAS DE LOS CONJUNTO DE DATOS
Nombre Instancias Atributos IR
Mushroom 8124 23 0.93
Page-blocks0 5472 10 8.77
Segment( 2308 19 6.01
Yeast3 1484 8 8.11

Los algoritmos genéticos utilizados como aprendedores en
los Map (AGLs) siguen la estructura de operadores de EDGAR
con la siguiente configuracion:

e Probabilidad de Mutacion = 0.01
e Tamaifio de poblacion = 40
e Numero de iteraciones de parada = 500

B. Analisis

En la tabla II se observa que la precision en test con media
geométrica de las dos modalidades de aprendizaje, con la
opcion de balanceo de clases a los nodos mediante
redistribucion aleatoria de las instancias, sin balanceo y con
aplicacion del método de balaceo SMOTE [11] respecto del
algoritmo de referencia C4.5 para una distribucion de 12 nodos.
El acronimo NA (No Aplica) en la columna del conjunto de
datos Mushroom refleja el hecho de que no se aplica el método
de rebalanceo por tratarse de un dataset balanceado en origen.
Para facilitar la visualizacion de los datos se ha sombreado
levemente la fila correspondiente a la variante EDGAR-MR
Global en las tablas ITa IV.

En relacion de la comparacion entre las dos variantes,
EDGAR-MR Estimado y Edgar-MR Global, se aprecia que la
precision de la variante con evaluacion global alcanza en
general las mismas cotas de precision que el estimado. Acerca
de la eficacia del método de rebalanceo, se observa que si bien
la aplicacion previa de balanceado con SMOTE, permite que
EDGAR-MR alcance mejores niveles de precision (muy
apreciable en la precision alcanzada sobre Yeast3 para la
variante global), el método de redistribucion puede ser una
alternativa valida, que para algunos conjunto de datos, puede
llegar a superar al estandar de facto en el preprocesamiento para

desbalanceadas, SMOTE. Se puede observar este caso en las
precisiones alcanzadas sobre Page-bloks(, que son superadas
por la variante de rebalanceo mediante la distribucion
balanceada de clases a los nodos (redistribucion).

Mushroom es tipicamente un conjunto de datos robusto
frente al particionamiento de datos para su aprendizaje, o dicho
de otra forma no tiene un gran riesgo de fractura de datos por la
division de los mismos previa al proceso de aprendizaje. Sin
embargo, se observa una diferencia apreciable entre las variantes
estimada y global en el nimero de reglas sobre este conjunto de
datos, aunque la precision sea similar en ambos. Esto puede ser
debido a la representacion del mismo concepto en diferentes
Maps por reglas equivalentes, que en la variante global elimina,
eligiendo s6lo la mejor representante del concepto y eliminando
las reglas parcial o totalmente redundantes.

TABLA 1I. PRECISION COMPARADA EN MEDIA GEOMETRICA
Algoritmo Balanceo Mushroom Page- Segment | Yeast3
s blockso | >®
Sin Banlanceo 99,8 80.84 96.55 88.97
EDGAR- MR
Estimado SMOTE NA 83.96 97.85 88.00
Redistribucion NA 86.39 97.02 91.01
Sin Balanceo 99,9 76.08 97.23 52.07
EDGAR- MR
Global SMOTE NA 81.62 98.59 87.15
Redistribucion NA 84.96 97.14 91.30
Sin 100 97.33 99.18 94.14
C4.5
SMOTE NA 94.33 99.22 93.53

Relativo a la comparacion con otros algoritmos de
clasificacion, se comprueba que el algoritmo alcanza niveles
proximos a al algoritmo de referencia C4.5 , sin llegar a
superarlo. Probablemente el uso de conjunto de datos continuos
no sea el mas apropiado para un algoritmo de representacion
discreta y la discretizacion pueda afectar a la calidad del mismo.

En cuanto al numero de reglas se puede observar en la tabla
11, que el nimero de reglas generada por la variante global es
claramente inferior al de la variante estimada, resultando en un
clasificador mas compacto. El nimero de reglas no se ve
afectado de manera general por el método de desbalanceo,
aunque se aprecia una ligera mejora del numero de reglas en el
balanceo por redistribucion frente a los otros.

TABLA III. NUMERO DE REGLAS DEL CLASIFICADOR
Algoritmo | Balanceo | Mushroom Page- Segment | Yeast3
g blocks0 g

Sin 20 530 316 240

EDGAR-MR Balanceo

Estimado SMOTE NA 559 320 220
Replica NA 510 285 230
S 15 142 46 52

EDGAR-MR Balanceo

Global SMOTE NA 150 43 56
Réplica NA 144 45 49
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Finalmente , en cuanto a la escalabilidad, se puede observar
en la tabla IV, que existe una mejora o speed-up (ratio tiempo
proceso original—paralelo) que dista mucho del ideal, 1/#nodos.
Los tiempos indican minutos por cada configuracion de nodos.

En el detalle de las ejecuciones observamos que la mayor
parte del tiempo de proceso (en torno a un 70%) se consume en
las tareas propias de preparacion de datos, codificacion en el
formato de instancias y aquellos procesos en los reduce, y que
en esta experimentacion es un proceso Unico: agregacion y
fusion de reglas, generacion de clasificador global y generacion
de los valores de test con el clasificador, siendo este tiempo
similar en todas las configuraciones.

TABLA IV. TIEMPOS MEDIOS POR EJECUCION
Algoritmo | #Nodos | Mushroom Page- Segment Yeast3
o " blocks0 | 8

4 5,30 7,34 5,30 423
ED.GAR'MR 8 4,45 6,68 445 3,81
Estimado

12 3,87 6,23 3,87 3,24

4 5,81 7,71 5,81 4,65
EDGAR-MR
Global 8 5,03 6,75 5,03 428

12 4,34 6,34 434 402

V. CONCLUSIONES

EDGAR propuso un método eficiente para trabajar sobre
conjuntos de datos particionados mediante la colaboracion de
algoritmos genéticos y un clasificador compacto basado en una
lista ordenada validada sobre un conjunto de datos global. Sin
embargo, con un numero de particiones elevado disminuye la
influencia de la comunicaciéon en tiempo de aprendizaje.
Asimismo la validacion central, aunque de menor entidad
algoritmica, supone un cuello de botella directamente ligado a la
capacidad de la memoria del nodo central para albergar el
conjunto completo de datos. Esta propuesta mejora la
escalabilidad del modelo mediante un proceso de evaluacion
escalable mientras conserva el algoritmo genético de
aprendizaje del original. Por otro lado no implementa la
comunicacion entre nodos incoherente con la implementacion
MapReduce seguida e ineficiente con un numero creciente de
particiones.

Este trabajo presenta una arquitectura novedosa para la
implementacion de algoritmos evolutivos de clasificacion
basados en reglas, en el que el antecedente de la regla aprendida
en distintas particiones forma una clave que permitird su
posterior fusion. Se propone asimismo un proceso de

reevaluacion que aprovecha los datos ya particionados para
mejorar la calidad del clasificador.

Los resultados muestran una escalabilidad creciente, aunque
mejorable, con el uso de un mayor numero de fases Reduce en
las etapas de agregacion. La comparacion con un algoritmo de
referencia parecen mostrar que la discretizacion afecta a la
precision del clasificador, siendo mas adecuado para conjunto
de datos nominales, por lo que en futuros trabajos se planteara
la posibilidad de trabajar con datos continuos en los nodos para
mejorar su precision.
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