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Resumen—La clasiicación de series temporales tiene
la peculiaridad, respecto a otros problemas de clasiica-
ción supervisada, de que las observaciones de las series
o variables predictoras tienen un orden especíico. La
mayoría de las soluciones propuestas en la literatura
consideran que este orden es discriminatorio para la
clasiicación y, por tanto, emplean métodos especíicos
que tienen en cuenta el orden. El objetivo de esta
investigación es explorar, de una manera preliminar,
si realmente es siempre necesario el uso de métodos
especíicos para series temporales o si hay algunos casos
en los que los métodos de clasiicación no especíicos,
habitualmente utilizados para datos de tipo convencio-
nal, obtienen mejores resultados que los especíicos. La
experimentación llevada a cabo en 40 bases de datos
del repositorio UCR muestra como en los casos en los
que el orden de las observaciones no es relevante para la
clasiicación, los clasiicadores no especíicos consiguen
mejorar la precisión, mientras que en los casos en los
que el orden es un factor clave no lo consiguen.

Index Terms—Clasiicación, series temporales, orden,
vector, información temporal, métodos especíicos.

I. Introduction
Una serie temporal es una secuencia de datos u ob-

servaciones que viene ordenada respecto al tiempo -la
mayoría de las veces-, o respecto a otros aspectos como
el espacio, por ejemplo. Es un tipo particular de datos
precisamente porque tiene una naturaleza ordinal que la
mayoría de datos no tienen. Las series temporales aparecen
naturalmente en diferentes áreas como la bio-informática
o economía [1], y están adquiriendo una gran relevancia
en el ámbito del aprendizaje automático debido al gran
reto que supone trabajar con este tipo especial de datos.
De esta manera, continuamente están surgiendo nuevos
métodos para representar, indexar, agrupar y clasiicar

series temporales [2]. El presente trabajo se sitúa dentro
del área de la clasiicación de series temporales -Time
Series Classiication (TSC)-, donde cada serie del conjunto
de entrenamiento tiene asociada una clase, y el objetivo es
encontrar una función tal que, dada una serie nueva, sea
capaz de predecir cuál es su clase. La diferencia principal
con el problema clásico de clasiicación es que, mientras
en éstos las instancias vienen descritas por atributos sin
orden especíico, en la clasiicación de series tempora-
les las instancias vienes deinidas por las propias series
temporales completas [3][4]. Además de que las variables
predictoras están ordenadas en este caso, las series pueden
tener un número muy alto de observaciones, las longitudes
pueden ser variables dentro de una misma base de datos
y, dependiendo del contexto, pueden ser observaciones con
mucho ruido [5].

La peculiaridad de las series temporales, su posible
interpretabilidad y su signiicado semántico han llevado
a la comunidad cientíica a asumir que éstas tienen que
ser tratadas con métodos especíicamente diseñados pa-
ra series [4][6][7][8]. Estos métodos tienen en cuenta la
información temporal que intrínsecamente contienen las
series para extraer atributos, construir modelos, medidas
de similitud, etc. útiles para la clasiicación. El orden de
las observaciones ha sido hasta ahora una de las caracterís-
ticas más comúnmente asumidas como información tempo-
ral discriminatoria; en los métodos basados en distancias
elásticas [3][9][10], en los métodos basados en modelos auto-
regresivos [11][12] en los modelos ocultos de Márkov [13], o
en los métodos extraen atributos temporales de las series
[5].

Esta asunción implica que los métodos no especíicos, es
decir, los métodos basados en clasiicadores tradicionales
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que no tienen en cuenta la información temporal, no
deberían ser competitivos con los especíicos en cuanto a
precisión se reiere. En este trabajo se pretende explorar
hasta qué punto esta airmación es cierta y, sobre todo, en
qué casos se cumple o no se cumple.

Este trabajo parte de la clasiicación de series tempo-
rales basada en distancias [14], donde se utiliza la distan-
cia/similitud entre series como criterio para la clasiicación;
dos series que sean similares pertenecerán a la misma
clase. En particular, el método que hasta ahora más se
ha utilizado para en la clasiicación de series temporales
basada en distancias es el 1-Nearest Neighbour (1NN), cla-
siicador que aunque haya demostrado buenos resultados
en el ámbito [2][9][15][16], no es muy robusto. En cuanto a
las distancias utilizadas, en el ámbito de la clasiicación de
series temporales, podemos distinguir entre distancias que
tienen en cuenta el orden de las observaciones y distancias
que no lo tienen, pero muchas de las distancias situadas en
el segundo grupo son muy costosas computacionalmente.
En este contexto, sería interesante saber en qué casos no
es necesario el uso de métodos especíicos -casos en los que
se podrían utilizar clasiicadores estándares de una manera
eiciente y con mejores resultados-.

El trabajo se organiza de la siguiente forma: en la
Sección II se introducen algunos conceptos básicos para
contextualizar la clasiicación de series temporales basada
en distancias, en la Sección III se presenta la propuesta y
la experimentación realizada y, inalmente, en la Sección
IV presentamos las principales conclusiones obtenidas.

II. Conceptos básicos y motivación
En esta sección se presenta un breve resumen de los

conceptos básicos necesarios para abordar la clasiicación
de series temporales basada en distancias y se introducen
algunas de las distancias más conocidas para series.

II-A. Clasiicación de series temporales
Los métodos de clasiicación de series temporales se pue-

den dividir entre tres principales categorías [15]: métodos
basados en atributos, basados en modelos y basados en
distancias. Dentro de la primera línea, los investigadores
tratan de extraer características fundamentales de las se-
ries para obtener una nueva representación no-ordenada y
de menor dimensión que, además, contenga la información
más relevante de las series. Esta transformación evita
tener que aprender directamente con las series originales
y las traslada a un nuevo espacio donde las características
discriminatorias pueden ser más detectables [17]. Algunos
ejemplos de estas representaciones incluyen Discrete Fou-
rier Transformation (DFT) [5], Discrete Wavelet Transfor-
mation (DWT) [18] o Piecewise Aggregate Approximation
(PAA) [19]. Por otro lado, en los métodos basados en
modelos, se asume que todas las series de una clase han
sido generadas por un modelo subyacente y a una serie
nueva se le asigna la clase del modelo al que mejor se
ajuste. Algunos de los modelos más utilizados son los

modelos auto-regresivos [11] [12] o los modelos ocultos de
Markov [13]. Por último, en los métodos basados en dis-
tancias los investigadores tratan de deinir una similitud,
o disimilitud, entre series que tenga en cuenta diferentes
características semánticas o temporales. La deinición de
una distancia adecuada es una cuestión crucial, ya que
cada distancia releja diferentes características de las series.
Una vez elegida la distancia adecuada, la clasiicación se
lleva a cabo empleando métodos basados en distancias,
en la mayoría de los casos clasiicadores basados en el
vecino más cercano (1NN). Entre las distancias para series
temporales más conocidas están la distancia Euclídea,
Dynamic Time Warping (DTW) [20] o Edit Distance with
RealPenalty (ERP) [21].

II-B. Distancias de series temporales
Las distancias entre series temporales suelen categori-

zarse habitualmente en dos grupos principales mostradas
en la Figura 1 [22]; las medidas rígidas, que se reieren
a aquellas medidas que comparan el punto i-ésimo de
una serie con el punto i-ésimo de la otra, y las medidas
elásticas, que tratan de crear un mapeo no lineal entre
las series para alinearlas, permitiendo una comparación
de uno-a-varios puntos. La mayor diferencia entre estos
dos tipos de medidas es que las medidas rígidas, al no
considerar los puntos de alrededor, tratan la serie como si
fuera un vector y por tanto, no consideran la ordenación
de las mediciones. De esta forma, aún desordenando la
serie, obtendríamos los mismos resultados de clasiicación.
Las medidas elásticas, por el contrario, consideran que el
orden de las observaciones es determinante y hacen uso de
la misma en su cálculo. Por tanto, otra ordenación de las
observaciones podría cambiar por completo los resultados
de la clasiicación.

Medida rígida Medida elástica
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Figura 1: Alineamientos de medidas rígidas y elásticas

La distancia rígida más habitual es la denominada
distancia Euclídea. Se deine de la siguiente forma: dadas
dos series temporales T=(t1,. . .,tn) y S=(s1, . . ., sn),

ED(T, S) =

√

√

√

√

n
∑

i=1

(ti − si)2

Esta distancia es ampliamente conocida debido que cum-
ple buenas propiedades, como ser métrica, así como su
bajo coste computacional y simplicidad, razones por las
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que es habitualmente utilizada en numerosos problemas
de aprendizaje automático. Sin embargo, tiene también
algunos inconvenientes como que sólo acepta dos series
que tengan la misma longitud, o como se ha comentado
anteriormente, que no considera el orden de las observa-
ciones.

En vista de las carencias de la distancia Euclídea, en los
últimos años se han presentado numerosas distancias elás-
ticas especíicamente diseñadas para medir la disimilitud
entre series temporales. La más habitual entre ellas es la
Dynamic Time Warping (DTW). Esta distancia alinea las
dos series con tal de minimizar la distancia entre ellas y,
por lo tanto, es robusta frente a desfases y distorsiones en
el tiempo. Además, a diferencia de la distancia Euclídea,
permite calcular la distancia entre series de diferentes
longitudes. Dadas dos series temporales T y S, el objetivo
de la DTW es buscar la alineación óptima que minimice la
distancia entre ellas. Para ello, el primer paso es construir
una matriz de distancias de n×m donde cada posición (i, j)
contiene la distancia (ti − sj)

2, que representa el coste de
alinear la observación i-ésima de T con la observación j-
ésima de S. Así, un alineamiento entre dos series se deine
como un camino π en la matriz de distancias, que tiene
que cumplir ciertas restricciones (continua, monótona cre-
ciente y puntos de inicio y inal ijos) (ver Figura 2). El
alineamiento óptimo entre dos series es aquel que mini-
miza la distancia acumulativa. Finalmente, la distancia
DTW(T,S) se deine como la distancia acumulativa del
camino óptimo entre T y S. En la práctica, este camino
óptimo se encuentra mediante métodos de programación
dinámica [23] y uno de las mayores desventajas de ésta
distancia es que este proceso tiene un coste computacional
de O(N2), siendo N el número de series.

Figura 2: Matriz de distancias y camino óptimo de DTW

La mayoría de los métodos de clasiicación de series
temporales asumen que el orden de las observaciones
es fundamental para discriminar entre clases y emplean
medidas elásticas como la DTW [24][16][10]. El objetivo de
este trabajo es realizar un estudio preliminar para explorar
si realmente es, o en qué casos, la información temporal -en
particular, el orden de las observaciones- fundamental para
la clasiicación. Esta cuestión proporcionaría información
importante sobre la utilidad de clasiicadores especíicos

para series temporales, ya que si el orden de las observa-
ciones no es relevante, no habría necesidad de usar méto-
dos especíicos -clasiicadores basados en la temporalidad-
, sino que las series podrían entenderse como simples
vectores y podrían utilizarse también otros clasiicadores
clásicos, obteniendo quizás resultados mejores.

III. Propuesta y experimentación
Como hemos expuesto anteriormente, el objetivo de este

trabajo es explorar si realmente la información temporal y,
en particular, el orden de las observaciones, juega siempre
un papel fundamental en la clasiicación de series tempora-
les. Además, la hipótesis principal es que en aquellos casos
donde el orden no es discriminatorio, los clasiicadores
no especíicos podrían funcionar mejor, debido a que son
más complejos y robustos que el 1-NN. Es decir, en los
casos donde el orden no es relevante, las series pueden ser
interpretadas como vectores (feature vectors) y, por tanto,
las observaciones puede entenderse como dimensiones que
no tienen un orden pre-deinido. En los casos donde el
orden es un aspecto discriminatorio para la clasiicación,
el hecho de que cada observación esté en una posición
concreta es relevante y por tanto no se pueden interpretar
las series como vectores. Los clasiicadores no especíicos,
o tradicionales, esperan como entrada un vector sin orden,
por lo que en el primer caso podrían funcionar bien
mientras que en el segundo, al no ser capaces de tener
en cuenta el orden, deberían obtener peores resultados.

El estudio parte de la clasiicación basada en distan-
cias y, más particularmente, tomamos el clasiicador 1-
NN como referencia. Como distancia que no considera el
orden de las observaciones se utiliza la distancia Euclídea,
mientras que como distancia que sí considera el orden
consideraremos la DTW.

Asumiremos que en los casos en los que la distancia
Euclídea obtiene mayor precisión que la DTW, el orden
de las observaciones no es relevante para la discriminación,
mientras que en las que la distancia DTW obtiene mayor
precisión sí lo es. El objetivo es explorar si en los casos
en los que 1-NN-EUC (método no especíico) tiene ma-
yor precisión que el 1-NN-DTW (método especíico), los
clasiicadores estándares (métodos no especíicos), como
el Support Vector Machine o naive Bayes, mejoran más
(veces) los resultados que en los casos en los que el 1-
NN-DTW tiene mayor precisión que el 1-NN-EUC. En
particular, se quiere comprobar si, en el caso de que el
1-NN-EUC obtiene mejores resultados que el 1-NN-DTW,
los clasiicadores estándares pueden llegar a mejorar los
resultados obtenidos con el 1-NN.

Con el objetivo de poder contrastar las hipótesis plan-
teadas, la clasiicación se ha llevado a cabo utilizando,
por un lado, 1-NN-Euclídea y 1-NN-DTW y, por otro, 3
clasiicadores estándares (no especíicos): Support Vector
Machine (SVM), naive Bayes (NB) y Random Forest (RF).
No se han ajustado los parámetros de ninguno para poder
establecer una base de referencia. Los experimentos se han
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realizado con 40 bases de datos del repositorio de series
temporales UCR [25], un repositorio de bases de datos
de series temporales que es habitualmente utilizada como
referencia para evaluar nuevos métodos de clasiicación de
series temporales.

En el Cuadro I se muestran los resultados de la clasii-
cación de las bases de datos donde el 1-NN-EUC obtiene
mayor precisión que el 1-NN-DTW (15/40), mientras que
en el Cuadro II la de aquellas en las que el 1-NN-DTW
obtiene mayor precisión que 1-NN-EUC (25/40). Estas
proporciones eran de esperar debido a que el 1-NN-DTW
se considera uno de los métodos que mejores resultados
obtienen en la clasiicación de series temporales [2][9][16]
[15]. Se han separado las bases de datos en estas dos tablas
para poder visualizar mejor si hay una tendencia diferente
en cada uno de los casos.

En el primer cuadro, donde el método no especíico obtie-
ne mejores resultados que el especíico, se puede observar
que los clasiicadores estándares superan en algunos casos
(12/15) al 1-NN. En el segundo cuadro, en cambio, donde
el método especíico funciona mejor que el no especíico,
los clasiicadores estándares no superan al 1-NN en casi
ningún caso (6/25).

BBDD EUC DTW SVM NB RF

Adiac 0.61 0.52 0.40 0.57 0.64
Beef 0.53 0.50 0.50 0.47 0.57

Chlothe 0.65 0.62 0.58 0.35 0.71
CinC 0.90 0.69 0.73 0.88 0.76
ECG 0.88 0.80 0.87 0.77 0.83

ECGF5 0.80 0.75 0.84 0.78 0.80
GunPoint 0.91 0.89 0.81 0.78 0.92

Haptics 0.37 0.35 0.45 0.44 0.46
SonyAI 0.70 0.66 0.78 0.94 0.68

SonyAI II 0.86 0.82 0.82 0.79 0.80
Swedish 0.79 0.75 0.88 0.86 0.88
WaveX 0.74 0.73 0.76 0.66 0.76
WaveY 0.66 0.64 0.67 0.56 0.69
Wafer 0.99 0.98 0.99 0.70 0.99

FetalECG2 0.88 0.83 0.90 0.83 0.91

Cuadro I: Resultados de clasiicación de las bases de datos
donde 1-NN-Euc obtiene mayor precisión que 1-NN-DTW.

Con in de entender mejor los resultados, el Cuadro III
sintetiza y compara los dos cuadros anteriores. En él se
releja para cada una de las tablas (representadas por las
ilas EUC y DTW) el número de veces en el que al menos
uno -y al menos dos- de los clasiicadores no-especíicos
empleados supera la precisión del 1-NN. Se puede apreciar
que en los casos del Cuadro I (ila EUC), los métodos
no-especíicos tienden a superarlo al menos una vez en el
80 % de los casos, mientras que los casos del Cuadro II
(ila DTW), este porcentaje baja hasta el 24 %. Lo mismo
sucede si contamos las veces en las que los métodos no-
especíicos superan al menos 2 veces al 1NN: el valor es
53 % para las bases de datos donde la Euclídea funciona
mejor y 4 % para las del DTW.

Por lo tanto, se puede apreciar una tendencia a que los

BBDD EUC DTW SVM NB RF

50Words 0.63 0.71 0.62 0.58 0.66
CBF 0.85 0.97 0.87 0.90 0.91

Cofee 0.75 0.79 0.71 0.68 0.68
Cricket_X 0.57 0.73 0.54 0.44 0.62
Cricket_Y 0.64 0.75 0.63 0.53 0.74
Cricket_Z 0.62 0.73 0.58 0.42 0.66

Diatom 0.93 0.96 0.90 0.87 0.91
Face_all 0.71 0.75 0.74 0.69 0.81

Face_four 0.78 0.84 0.64 0.90 0.77
FacesUCR 0.77 0.92 0.73 0.74 0.79

Fish 0.78 0.85 0.78 0.66 0.79
InlineSkate 0.34 0.38 0.25 0.22 0.35
Lightning2 0.75 0.80 0.70 0.67 0.75
Lightning7 0.58 0.77 0.63 0.71 0.75
MALLAT 0.91 0.92 0.77 0.87 0.93

MedicalImg 0.68 0.73 0.57 0.44 0.73
MoteStrain 0.88 0.90 0.85 0.84 0.89

OSU Leaf 0.52 0.63 0.52 0.38 0.51
Symbols 0.90 0.95 0.76 0.64 0.87

Synthetic 0.88 0.95 0.98 0.96 0.96
Trace 0.76 0.99 0.71 0.80 0.86

Two Lead 0.75 0.93 0.72 0.69 0.73
Two Patterns 0.91 0.99 0.89 0.46 0.85

WaveY 0.65 0.65 0.70 0.56 0.71
WordSyn 0.62 0.67 0.53 0.48 0.57

Cuadro II: Resultados de clasiicación de las bases de datos
donde 1-NN-Dtw obtiene mayor precisión que 1-NN-Euc.

métodos no-especíicos funcionen mejor en los casos en los
que la distancia Euclídea funciona mejor que la DTW con
el 1-NN. Es decir, en las bases de datos en las que el orden
de las observaciones no es relevante para clasiicar y los
métodos no-especíicos -que no tienen en cuenta el orden-
funcionan mejor que en las bases de datos que en las que
el orden si es relevante.

≥ 1 vez ≥ 2 veces
EUC 12/15 = 80 % 8/15 = 53 %

DTW 6/25 = 24 % 1/25 = 4 %

Cuadro III: Comparativa de las veces que los clasiicadores
estándares superan el 1-NN en el método no especíico (EUC)
y especíico (DTW).

Para evaluar estadísticamente los Cuadros I y II, se
han realizado mútliples test estadísticos emparejados de
Wilcoxon utilizando el paquete ‘scmamp’ [26] para R.
En el primer caso, se ha realizado 3 test estadísticos
para comprobar si hay diferencias signiicativas entre los
métodos del Cuadro I. En particular, s han comparado
las siguientes columnas: 1-NN-EUC con SVM, 1-NN-EUC
con NB y 1-NN-EUC con RF. Después de corregir los p-
valores obtenidos de cada uno de ellos (0.34,0.09 y 0.28,
correspondientemente), no podemos rechazar la hipótesis
nula y, por tanto, no podemos airmar que haya diferencias
signiicativas entre los métodos. Es decir, no hay evidencias
estadísticas de que los métodos no-especíicos y el 1-NN
tengan una comportamiento diferente. En el segundo caso,
se han comparado los resultados de los métodos del Cuadro
II; en particular, comparando el 1-NN-DTW con SVM,
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1-NN-DTW con NB y 1-NN-DTW con RF. Después de
corregir los p-valores obtenidos (0.00004, 0.00004 y 0.0008)
podemos rechazar la hipótesis nula y airmar que hay
diferencias signiicativas entre los métodos. En particular,
podemos airmar que los métodos no-especíicos tienen
peores resultados de clasiicación que el 1-NN-DTW. Resu-
miendo, en los casos donde la distancia Euclídea funciona
mejor que la DTW (el orden no tiene importancia), los
métodos no-especíicos se comportan parecido al 1-NN,
mientras que en los casos donde la DTW funciona mejor
(el orden sí tiene importancia), funcionan peor que el 1-
NN.

Para terminar, se ha realizado otros 2 test estadísticos
para comparar si hay diferencias signiicativas entre los
resultados del 1-NN y el mejor de los 3 métodos no-
especíicos en cada caso (Cuadro IV). En ambos casos, los
test airman que hay diferencias signiicativas con p-valores
0.01 y 0.002. En los casos donde el 1-NN-EUC obtiene
mejores resultados que el 1-NN-DTW, el test indica que al
menos uno de los 3 métodos no-especíicos obtiene mejores
resultados que el 1-NN. En los casos donde el 1-NN-
DTW obtiene mejores resultados que el 1-NN-EUC, por
el contrario, el test muestra que los 3 métodos especíicos
obtiene peores resultados que el 1-NN.

BBDD EUC Mejor

Adiac 0.61 0.64
Beef 0.53 0.57

Chlothe 0.65 0.71
CinC 0.90 0.88
ECG 0.88 0.87

ECGF5 0.80 0.84
GunPoint 0.91 0.92

Haptics 0.37 0.46
SonyAI 0.70 0.94

SonyAI II 0.86 0.82
Swedish 0.79 0.88
WaveX 0.74 0.76
WaveY 0.66 0.69
Wafer 0.99 0.99

FetalECG2 0.88 0.91

BBDD DTW Mejor

50Words 0.71 0.66
CBF 0.97 0.91

Cofee 0.79 0.71
Cricket_X 0.73 0.62
Cricket_Y 0.75 0.74
Cricket_Z 0.73 0.66

Diatom 0.96 0.91
Face_all 0.75 0.81

Face_four 0.84 0.90
FacesUCR 0.92 0.79

Fish 0.85 0.79
InlineSkate 0.38 0.35
Lightning2 0.80 0.75
Lightning7 0.77 0.75
MALLAT 0.92 0.93

MedicalImg 0.73 0.73
MoteStrain 0.90 0.89

OSU Leaf 0.63 0.52
Symbols 0.95 0.87

Synthetic 0.95 0.98
Trace 0.99 0.86

Two Lead 0.93 0.73
Two Patterns 0.99 0.89

WaveY 0.65 0.71
WordSyn 0.67 0.57

Cuadro IV: Resultados de clasiicación del 1-NN y el mejor de
los 3 clasiicadores estándares en cada base de datos.

IV. Conclusiones
En este trabajo el objetivo era explorar de una manera

preliminar si realmente es necesario siempre utilizar los
métodos especíicos que tienen en cuenta la información
temporal, en particular, el orden de las observaciones, para
la clasiicación de series temporales. La mayoría de los

métodos habitualmente utilizados en clasiicación de series
temporales, especialmente aquellos basados en distancias,
asumen, por defecto, que el orden es un factor discrimi-
natorio para la clasiicación y que, por tanto, interpretar
las series como vectores sin orden no aportaría beneicios.
Está cuestión limita el uso de clasiicadores estándares
que no están basados en la temporalidad (por ejemplo
SVM, naive Bayes o Random Forest), ya que si el orden
de las series es crucial, utilizar estos clasiicadores que no
lo tienen en cuenta no tendría sentido. Sin embargo, la
hipótesis de este estudio es que no hay que asumir siempre
que el orden es discriminatorio y hay casos en los que los
clasiicadores estándares pueden funcionar igual o mejor
que el tan valorado 1-NN.

Para evaluar está hipótesis se han tomado como métodos
de referencia el 1-NN-EUC (que no tiene en cuenta el orden
de las observaciones) y el 1-NN-DTW (que sí tiene en
cuenta el orden de las observaciones). De esta manera, en
la experimentación se observa que en los casos donde el
1-NN-EUC obtiene mejores resultado que el 1-NN-DTW,
los clasiicadores estándares pueden mejorar la precisión
de clasiicación (en el 80 % de los casos), mientras que en
los otros casos los clasiicadores estándares no consiguen
mejorarlo (solo en el 24 % de los casos lo hacen).

Este resultado era esperado ya que si en una base de
datos el 1-NN-EUC obtiene mayor precisión que el 1-NN-
DTW se puede suponer que el orden de las observaciones
no es un factor determinante para la clasiicación. En ese
caso, los clasiicadores estándares, que son más complejos
y robustos que el 1-NN, y no tienen en cuenta en orden,
deberían funcionar bien. Por otro lado, si en una base de
datos el 1-NN-DTW obtiene mayor precisión que el 1-NN-
EUC se puede interpretar que el orden de las observaciones
sí es un factor determinante para la clasiicación, y tiene
sentido que los clasiicadores estándares, que no tienen
en cuenta el orden de las observaciones, rindan peor.
De hecho, los test estadísticos realizados a los resultados
conirman las hipótesis. En otras palabras, cuando el orden
de las observaciones no es un factor discriminatorio, los
clasiicadores estándares mejoran el resultado del 1-NN,
mientras que cuando el orden es sí es relevante no lo
consiguen.

En conclusión, no es que los clasiicadores estándares,
y métodos no especíicos en general, sean inadecuados
para la clasiicación de series temporales, si no que de-
pendiendo de las características discriminatorias de cada
base de datos (en particular, la relevancia del orden de
las observaciones para la clasiicación), pueden llegar a
ser beneiciosos. Por ello, sería interesante entender más
en profundidad cuáles son las características temporales
discriminatorias de las series, seguir estudiando la im-
portancia del orden para la clasiicación y buscar otras
maneras de evaluar la inluencia de este factor. Además,
sería también enriquecedor seguir explorando el uso de
clasiicadores estándares, o métodos no especíicos, para
series temporales, ya que son mucho más robustos que el
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795

1-NN y dependiendo de la distancia empleada en el 1-NN,
mucho más rápidos.
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