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Resumen

Los algoritmos meméticos (MA) son técnicas de optimización que combinan sinérgicamente conceptos
tomados de otras metaheuŕısticas, tales como la búsqueda basada en poblaciones (como en los algoritmos
evolutivos), y la mejora local (como en las técnicas de seguimiento del gradiente). En este trabajo se
muestra la anatomı́a general de un MA, y se proporcionan pautas para el diseño de los mismos. Asimismo,
se muestra una panorámica general del amplio abanico de aplicaciones que tienen estas técnicas. El
trabajo concluye bosquejando algunos de los aspectos de mayor interés actual en el desarrollo del área.

1. Introducción

Los oŕıgenes de los algoritmos meméticos (MA)
se remontan a finales de los años ochenta a pe-
sar de que algunos trabajos en décadas ante-
riores también tienen similares caracteŕısticas.
En aquella época, el campo de la computación
evolutiva estaba comenzando a afianzarse sóli-
damente, una vez que el choque conceptual que
hab́ıa causado la introducción de estas técnicas
al mundo de la optimización se iba atenuando.
Otro tanto cab́ıa decir de técnicas relacionadas
como pod́ıan ser el recocido simulado (SA) o la
búsqueda tabú (TS). En general, estas técnicas
haćıan uso de heuŕısticas subordinadas para ll-
evar a cabo el proceso de optimización, motivo
por el cual se acuñó el término ‘metaheuŕısticas’
para denominarlas (véase el primer art́ıculo de
esta monograf́ıa).

Fue en este escenario en el que surgió la idea
básica que sustenta a los MA: combinar concep-
tos y estrategias de diferentes metaheuŕısticas

para intentar aunar las ventajas de las mismas.
La denominación ‘memético’ surge del término
inglés ‘meme’ , acuñado por R. Dawkins como
el análogo del gen en el contexto de la evolución
cultural. La siguiente cita [36] (nuestra traduc-
ción) ilustra el concepto:

“Ejemplos de ‘memes’ son melod́ıas,
ideas, frases hechas, modas en la ves-
timenta, formas de hacer vasijas, o
de construir bóvedas. Del mismo mo-
do que los genes se propagan en el
acervo genético a través de gametos,
los ‘memes’ se propagan en el acervo
memético saltando de cerebro a cere-
bro en un proceso que, en un am-
plio sentido, puede denominarse im-
itación.”

Tras esta definición tan provocadora subyace la
idea central de los MA: mejoras individuales de
las soluciones en cada uno de los agentes jun-
to con procesos de cooperación y competiciones

1



de tipo poblacional. En un claro caso de reso-
nancia histórica, los MA1 tuvieron los mismos
dif́ıciles comienzos que los clásicos algoritmos
evolutivos (EA) y como éstos, han conseguido
vencer las reticencias iniciales a su uso, hasta el
punto de haberse convertido hoy en d́ıa en un
modelo de optimización puntero, con infinidad
de aplicaciones prácticas. La Sección 4 dará una
breve panorámica de las mismas. Previamente,
se verá una definición un tanto más precisa de
qué es lo que se entiende por MA. Tal como se
mostrará en la Sección 2 a través de una planti-
lla algoŕıtmica general, un MA puede ser visto
como una estrategia de búsqueda en la que un
conjunto de agentes optimizadores cooperan y
compiten [99].

Tras presentar la plantilla algoŕıtmica ante-
riormente mencionada, se procederá a discutir
cómo ésta puede ser instanciada para abordar
problemas de optimización concretos. En este
sentido, se verá como un MA intenta explotar
todo el conocimiento que sobre dichos proble-
mas de optimización se tenga. Esta filosof́ıa de
funcionamiento está muy en la ĺınea de lo que L.
Davis defend́ıa ya a principios de los 90 [35], y
que posteriormente vino a ser confirmado por
resultados teóricos bien conocidos, como por
ejemplo el Teorema de “No Free Lunch” (NFL)
de Wolpert y Macready [136].

Esta explotación del conocimiento sensible que
sobre el problema de optimización se tiene
puede llevarse a cabo de diferentes formas, e.g.,
usando heuŕısticas preexistentes, representacio-
nes ad hoc, etc. Estos aspectos serán tratados
en la Sección 3. Finalizaremos este trabajo con
una breve reseña de algunas de las ĺıneas de
investigación más interesantes que en la actua-
lidad están abiertas en el campo de los MA.

2. Anatomı́a de un MA

Los MA combinan conceptos de diferentes
metaheuŕısticas tal como se adelantó anterior-
mente. En particular, la relación de estas técni-
cas con los EA resulta especialmente significati-
va, al menos desde lo que se podŕıa denominar
un punto de vista sintáctico. Esto es fundamen-

1Los términos EA h́ıbrido, y EA Lamarckiano se
usan también frecuentemente para referirse a estas
técnicas

talmente debido a la naturaleza poblacional de
los MA, y por este motivo comenzaremos la de-
scripción de estas técnicas abordando los aspec-
tos heredados de los EA.

Un MA mantiene en todo momento una
población de diversas soluciones al problema
considerado. Llamaremos agente a cada una
de las mismas. Esta denominación es una ex-
tensión del término individuo tan comúnmente
empleado en el contexto de los EA, y permite
capturar elementos distintivos de los MA que
se mostrarán más adelante (por ejemplo, un
agente puede contener más de una solución al
problema considerado [6]). Estos agentes se in-
terrelacionan entre śı en un marco de competi-
ción y de cooperación, de manera muy seme-
jante a lo que ocurre en la Naturaleza entre los
individuos de una misma especie (los seres hu-
manos, sin ir más lejos). Cuando consideramos
la población de agentes en su conjunto, esta in-
teracción puede ser estructurada en una suce-
sión de grandes pasos temporales denominados
generaciones. La Figura 1 muestra el esquema
de una de estas generaciones.

PROC Paso-Generacional
(↓↑ pob : Agente[ ], ↓ ops : Operador[ ])

Variables
criadores, nueva pob : Agente[ ];

Inicio
criadores ← Seleccionar(pob);
nueva pob ← Reproducir(criadores, ops);
pob ← Actualizar (pob, nueva pob)

Fin

Figura 1: Esquema de una generación. En esta
figura y en todas las posteriores, los parámetros
de entrada y entrada/salida se marcan respec-
tivamente con ↓ y ↓↑.

Tal como se muestra, cada generación consiste
en la actualización de la población de agentes,
usando para tal fin una nueva población obteni-
da mediante la recombinación de las carac-
teŕısticas de algunos agentes seleccionados. Pre-
cisamente, este componente de selección es, jun-
to con el paso final de actualización, el respon-
sable de forzar la competición entre agentes.
Más concretamente, la selección se encarga de
elegir una muestra de los mejores agentes con-
tenidos en la población actual. Esto se realiza
mediante el empleo de una función gúıa Fg en-
cargada de cuantificar cuán bueno es cada uno
de los agentes en la resolución del problema



FUNC Reproducir
(↓ pob : Agente[ ], ↓ ops : Operador[ ]) →

→ Agente[ ]
Variables

buf : Agente[ ][ ];
j : N;

Inicio
buf [0] ← pob;
PARA j ← 1:|ops| HACER

buf [j] ← Aplicar (ops[j], buf [j − 1]);
FINPARA;
DEVOLVER buf [|ops|]

Fin

Figura 2: Generación de la nueva población.

abordado. Por su parte, el reemplazo o actu-
alización incide en el aspecto competitivo, en-
cargándose de la importante tarea de limitar
el tamaño de la población, esto es, eliminar al-
gunos agentes para permitir la entrada de otros
nuevos y aśı enfocar la tarea de búsqueda. En
este proceso también puede emplearse la infor-
mación proporcionada por la función gúıa para
seleccionar los agentes que se eliminarán.

Tanto la selección como el reemplazo son pro-
cesos puramente competitivos en los que única-
mente vaŕıa la distribución de agentes existen-
tes, esto es, no se crean nuevos agentes. Es-
to es responsabilidad de la fase de reproduc-
ción. Dicha reproducción tiene lugar mediante
la aplicación de cierto número de operadores re-
productivos tal como se muestra en la Figu-
ra 2. Como puede apreciarse, es posible em-
plear un número variado de operadores. No
obstante, lo más t́ıpico es emplear únicamente
dos operadores: recombinación y mutación. El
primero es el responsable de llevar a cabo los
procesos de cooperación entre agentes (usual-
mente dos, aunque es posible considerar grupos
más grandes [41]). Dicha cooperación tiene lu-
gar mediante la construcción de nuevos agentes
empleando información extráıda del grupo de
agentes recombinados, y quizás alguna infor-
mación externa (si bien esto último suele ser
en ocasiones algo que se intenta evitar, e.g., ver
[77]). Precisamente, la inclusión de información
externa no contenida en ninguno de los agentes
involucrados es responsabilidad del operador de
mutación. Básicamente, este tipo de operador
generará un nuevo agente mediante la modifi-
cación parcial de un agente existente.

PROC Optimizador-Local
(↓↑ actual : Agente, ↓ op : Operador)

Variables
nuevo : Agente

Inicio
REPETIR

nuevo ← Aplicar (op, actual);
SI (Fg(nuevo) ≺F Fg(actual)) ENTONCES

actual ← nuevo;
FINSI

HASTA QUE Terminacion-Local();
DEVOLVER actual;

Fin

Figura 3: Esquema de un optimizador local

En relación con los operadores de mutación, es
posible definir un meta-operador basado en la
aplicación iterativa de un operador de mutación
arbitrario sobre un agente. El empleo de estos
metaoperadores es uno de los rasgos más distin-
tivos de los MA. Concretamente, dichos meta-
operadores iteran la aplicación del operador de
mutación, conservando los cambios que llevan
a una mejora en la bondad del agente, moti-
vo por el cual son denominados optimizadores
locales. La Figura 3 ilustra el proceso. Como
puede verse, la iteración en la aplicación del
operador de mutación y la subsiguiente conser-
vación de los cambios favorables se realiza hasta
que se alcanza un cierto criterio de terminación
(un número de iteraciones fijo, un cierto número
de iteraciones sin mejora, haber alcanzado una
mejora suficiente, etc.).

Estos optimizadores locales pueden considerar-
se como un operador más, y como tales pueden
emplearse en diferentes fases de la reproduc-
ción. Por ejemplo, pueden usarse tras la apli-
cación de otros operadores “simples” de recom-
binación y mutación, aplicarse sólo a un sub-
conjunto de los agentes o únicamente ser aplica-
do al final del ciclo reproductivo. En cualquier
caso, es la existencia de estos optimizadores in-
dividuales la que justifica el empleo de la de-
nominación ‘agente’ en la jerga de los MA:
El algoritmo puede caracterizarse como una
colección de agentes que realizan exploraciones
autónomas del espacio de búsqueda, cooperan-
do ocasionalmente a través de la recombinación,
y compitiendo continuamente por los recursos
computacionales a través de la selección y el
reemplazo 2.

2Como puede apreciarse, el empleo de optimización



Tras haber descrito el paso generacional básico,
podemos ahora considerar una visión global de
un MA basada en la iteración de este procedi-
miento, tal como se muestra en la Figura 4.

FUNC MA (↓ tamañoPob : N,
↓ ops : Operador[ ]) → Agente

Variables
pob : Agente[ ];

Inicio
pob ← Iniciar-Poblacion(tamañoPob);
REPETIR

pob ← Paso-Generacional (pob, ops)
SI Convergencia(pob) ENTONCES

pob ← Reiniciar-Poblacion(pob);
FINSI

HASTA QUE Terminacion-MA()
DEVOLVER i-esimo-Mejor(pob, 1);

Fin

Figura 4: El esqueleto genérico de un MA

La generación de la población inicial puede
acometerse de diferentes formas. Por ejemplo,
pueden crearse |pob| agentes al azar, o emplear
las soluciones proporcionadas por heuŕısticas
existentes [76][126]. Una posibilidad más sofisti-
cada es el empleo de optimizadores locales para
tal fin, tal como se ilustra en la Fig. 5:

FUNC Iniciar-Poblacion
(↓ µ : N) → Agente[ ]

Variables
pob : Agente[ ];
agente : Agente;
j : N;

Inicio
PARA j ← 1:µ HACER

agente ← Agente-Aleatorio();
pob[j] ← Optimizador-Local (agente);

FINPARA
DEVOLVER pob

Fin

Figura 5: Generación guiada de la población ini-
cial.

La función para la reiniciación de la población
es otro de los componentes fundamentales del
MA, ya que de él dependerá que se haga un uso
apropiado de los recursos computacionales del
sistema, o por el contrario éstos se malgasten

local es un elemento diferenciador de los MA, pero ni
es el único, ni es imprescindible encontrarlo en la forma
descrita. Debe pues evitarse caer en la falsa igualdad
MA = EA+búsqueda local.

en la explotación de una población de agentes
que haya alcanzado un estado degenerado, e.g.,
con una gran similitud entre todos los agentes
de la población. Esto es lo que se conoce co-
mo convergencia del MA, y es algo que puede
ser cuantificado empleando por ejemplo medi-
das clásicas de Teoŕıa de la Información como
la entroṕıa de Shannon [34]. Una vez se ha de-
tectado la convergencia del MA (cuando la en-
troṕıa ha cáıdo por debajo de un cierto valor
ĺımite por ejemplo), la población de agentes se
reinicia, conservando una porción de la misma,
y generando nuevos agentes para completarla
(Figura 6).

FUNC Reiniciar-Poblacion
(↓ pob : Agente[ ])→ Agente[ ]

Variables
nueva pob : Agente[ ];
j, cons : N;

Inicio
cons ← |pob|·%CONSERVAR;
PARA j ← 1:cons HACER

newpop[j] ← i-esimo-Mejor(pob, j);
FINPARA
PARA j ← (cons + 1) : |pob| HACER

nueva pob[j] ← Agente-Aleatorio();
nueva pob[j] ←

← Optimizador-Local (nueva pob[j]);
FINPARA;
DEVOLVER nueva pob

Fin

Figura 6: Reiniciación de la población en un
MA.

La función anterior completa la definición fun-
cional de un MA. A modo de resumen, la Tabla
1 muestra una comparativa de los conceptos ms
relevantes de los MA, y cómo estos difieren del
modelo más clsico de los GA.

3. Técnicas para el Diseño
de MA

Cuando se aborda el diseño de un MA efectivo
para un cierto problema, hay que partir de la
base de que no existe procedimiento sistemático
para tal fin, ya que de lo contrario se entraŕıa
en conflicto con resultados teóricos bien cono-
cidos (e.g., el Teorema NFL). Ello implica que
únicamente pueden considerarse heuŕısticas de
diseño, que probablemente resultarán en un MA



Cuadro 1: Comparativa de algunos de los as-
pectos más distintivos de los GA y los MA.

GA
codificación esquemas, cadenas lineales,

alfabetos predefinidos
individuo solución al problema
cruce intercambio no-guiado

de información
mutación introducción aleatoria

de nueva información
MA

representación formas, no-linealidad,
cercańıa al problema

agente solución/ones al problema +
mecanismo mejora local

recombinación intercambio guiado
de información

mutación introducción sensible
de nueva información

mejora local aprendizaje lamarckiano

efectivo, pero que obviamente no lo pueden
garantizar.

El primer elemento que resulta imprescindible
determinar es la representación de las solu-
ciones al problema. Por ejemplo, supóngase que
se está intentando resolver una instancia del
problema del viajante de comercio (TSP). In-
formalmente, las soluciones son rutas cerradas
que visitan n ciudades sólo una vez. La cuestión
en este punto es qué caracteŕısticas de estas
soluciones manipularán los operadores repro-
ductivos. Para empezar, es posible expresar las
rutas como una permutación de las ciudades,
y definir operadores que manipulen los valores
existentes en posiciones espećıficas de la per-
mutación. Esta seŕıa la representación basada
en posiciones de las permutaciones [27][47]. Por
otro lado, los operadores podŕıan manipular in-
formación relativa a la adyacencia entre elemen-
tos de las permutaciones. Dado que el TSP se
define a partir de una matriz de distancia en-
tre pares de ciudades, es intuitivo observar que
este último enfoque seŕıa más conveniente. De
hecho, puede comprobarse que esto es aśı en
la práctica, y que operadores basados en adya-
cencia [77] funcionan mejor sobre este proble-
ma que otros basados en posiciones tales como
PMX [48] o CX [101].

El ejemplo anterior del TSP ilustra la necesi-
dad de capturar de alguna manera cuantitativa

la relación que existe entre una representación
de un problema y su bondad. A tal efecto, se
han definido diferentes criterios como los que a
continuación se mencionan. Algunos de los mis-
mos son generalizaciones de conceptos propios
de los GA, mientras que otros śı pueden ser más
espećıficos del modelo MA:

Minimización de la epistasis: se habla de
epistasis cuando los elementos básicos de
información a partir de los cuales se cons-
truyen las soluciones (y que son manipula-
dos por los operadores reproductivos) in-
teractúan de manera no aditiva sobre la
función gúıa [33]. La existencia de una in-
teracción de este tipo impide que se pue-
da descomponer la función objetivo en
términos optimizables de manera indepen-
diente3. Obviamente, cuanto menor sea es-
ta interacción no aditiva, mayor será tam-
bién la relevancia que en términos abso-
lutos tengan los elementos de información
manipulados por los operadores, y menos
propensa será la función gúıa a extraviar
la búsqueda.

Minimización de la varianza de bondad
[113]: La varianza en bondad de un cier-
to elemento de información es la varianza
en los valores que devuelve la función gúıa,
medida sobre un conjunto representativo
de soluciones con dicho elemento de infor-
mación. De manera similar a lo que ocurŕıa
en el criterio anterior, cuanto menor sea
esta varianza más significativos serán los
elementos de información, y habrá menos
“ruido” en la función gúıa.

Maximización de la correlación de bondad :
asumiendo un cierto operador reproducti-
vo, se mide la correlación existente entre
la adecuación de los agentes progenitores y
los agentes descendientes. Si la correlación
es alta, los agentes buenos tendrán una des-
cendencia buena por lo general. Dado que
la fase de selección se encarga de elegir a los
agentes de mayor adecuación, la búsque-
da se irá desplazando gradualmente hacia
las zonas más prometedoras del espacio de
búsqueda.

3Este impedimento ha de entenderse en el sentido de
que una optimización separada de los elementos básicos
de información conduciŕıa a un óptimo local de la fun-
ción objetivo.



En cualquier caso, lo que resulta claro de la
discusión anterior es que en último extremo la
selección de una representación es algo que de-
pende de los operadores empleados. Es pues la
selección de operadores el problema de diseño
que debe abordarse. En este sentido, existen dos
vertientes: la selección de un operador de entre
un conjunto de operadores preexistentes, o la
definición de nuevos operadores. En el primer
caso, la ĺınea de actuación podŕıa ser la que
sigue [27]:

1. Sea Ω = {ω1, ω2, · · · , ωk} el conjunto de
operadores disponibles. En primer lugar
se identifica la representación manipulada
por cada uno de ellos.

2. Usar cualquiera de los criterios anterior-
mente mencionados para evaluar la bondad
de cada representación.

3. Seleccionar el operador ωi que manipule la
representación de mayor bondad.

Esto se denomina análisis inverso de operado-
res, ya que en cierto sentido se realiza una cier-
ta ingenieŕıa inversa para determinar el opera-
dor/representación más ventajoso. La alterna-
tiva es el análisis directo, en el que se diseñan
nuevos operadores como sigue [27]:

1. Identificar varias representaciones para el
problema considerado.

2. Usar cualquiera de los criterios anterior-
mente mencionados para evaluar la bondad
de cada representación.

3. Crear nuevos operadores Ω′ =
{ω′1, ω′2, · · · , ω′m} a través de la ma-
nipulación de los elementos de información
más relevantes.

El último paso del análisis directo puede re-
alizarse empleando para tal fin algunas plan-
tillas genéricas (independientes de los elemen-
tos de información manipulados) diseñadas a
tal fin, e.g., “random respectful recombina-
tion” (R3), “Random Assorting Recombina-
tion” (RAR), “Random Transmitting Recombi-
nation” (RTR), etc. [112].

Tanto en el caso de selección de un opera-
dor “clásico” como de creación de un opera-

dor a partir de las plantillas genéricas men-
cionadas anteriormente, se estarán empleando
t́ıpicamente operadores “ciegos”, que manipu-
lan información relevante pero lo hacen sin us-
ar información de la instancia del problema
que se pretende resolver. Obviamente resul-
taŕıa muy interesante ser capaces de introducir
conocimiento adicional para poder guiar esta
manipulación. A los operadores reproductivos
que usan este conocimiento del problema se les
denomina heuŕısticos o h́ıbridos (hasta en cier-
to caso se los tildó de meméticos), pudiendo
considerarse dos ámbitos principales en los que
utilizar dicho conocimiento: la selección de la
información de los progenitores que se usará en
la descendencia, y la selección de la información
externa que se empleará.

Con respecto a lo primero, la evidencia ex-
perimental sugiere que la propiedad de respeto
(transmisión de caracteŕısticas comunes a todos
los progenitores) es beneficiosa (e.g., véase [28]
[77]). Tras esta transmisión inicial de informa-
ción, la descendencia puede completarse de dife-
rentes maneras. Por ejemplo, Radcliffe y Surry
[113] proponen el empleo de optimizadores lo-
cales, o técnicas de enumeración impĺıcita. En
ambos casos, el método elegido se aplicaŕıa para
completar las soluciones empleando cuanta in-
formación externa fuera necesaria.

En el caso particular de utilizar técnicas de enu-
meración ı́mplicita (por ejemplo, ramificación
y acotación), el enfoque anterior puede ser
computacionalmente costoso. Una alternativa
es el empleo de dicha técnica de enumeración
impĺıcita, restringida al conjunto de informa-
ción contenida en los agentes progenitores. Este
enfoque se denomina recombinación dinástica-
mente óptima [31] (DOR), y tiene la propiedad
de ser monótono creciente en la bondad de las
soluciones generadas, i.e., cualquier descendien-
te es al menos tan bueno como el mejor de sus
progenitores.

El conocimiento del problema puede incluirse
también en los operadores mediante el empleo
de heuŕısticas constructivas. Por ejemplo, EAX
(Edge Assembly Crossover) [97] es un operador
especializado para el TSP en el que se emplea
una heuŕıstica voraz para la construcción de la
descendencia.

Las ideas expuestas en los párrafos anteriores
son aplicables a los operadores de mutación,



aunque con ciertas salvedades, ya que estos
están forzados a introducir nueva información.
En general, nótese que la solución parcial a la
cual se ha hecho mención anteriormente puede
obtenerse mediante la eliminación de algunos
elementos de información de una solución. Ello
quiere decir que mediante la posterior apli-
cación de un procedimiento de completado de
los ya mencionados se obtendŕıa una solución
mutada.

Como cierre de esta sección, es importante
reseñar una vez más el carácter heuŕıstico de
los principios de diseño mencionados. Hay aún
mucho por hacer en esta vertiente metodológi-
ca de los MA (e.g., véase [64]). En este senti-
do, nótese que la filosof́ıa de los MA es muy
flexible, y desde siempre se orientó a la in-
corporación de ideas tomadas de otras meta-
heuŕısticas. Por ello, del estudio de las diferen-
tes técnicas de optimización discutidas en es-
ta monograf́ıa pueden obtenerse nuevas ideas y
herramientas conducentes a nuevos y más po-
tentes algoritmos meméticos.

4. Aplicaciones de los MA

Existen cientos de aplicaciones de los MA en
el ámbito de la optimización combinatoria. Eso
no es sorprendente si tenemos en consideración
que existen miles de problemas de optimización
pertenecientes a la clase NP, donde los MA se
han mostrado de gran valor. Curiosamente, es
frecuente que estos MA se hallen disfrazados
u ocultos bajo otras denominaciones (EA/GA
h́ıbridos, EA/GA lamarckianos, etc.), tal como
se mencionó en la Sección 1. No obstante, esta
falta de consistencia terminológica es cada vez
menos frecuente.

Hecha esta apreciación, ofrecemos aqúı una
breve lista de algunas de las aplicaciones que
dan cuenta de la popularidad que ha alcanza-
do esta metodoloǵıa. Destacamos los siguientes:
problemas de particionado en grafos [83] [138],
partición de números [7], conjunto Independi-
ente de cardinalidad máxima [1] [54] [122], em-
paquetado [117], coloreado de grafos [26] [39]
[43] [24], recubrimiento de conjuntos [4], plan-
ificación de tareas en una máquina con tiem-
pos de “set-up” y fechas de entrega [44] [87],
planificación de tareas en varias máquinas [22]

[78] [88], problemas de asignación generalizados
[23], problemas de mochila multidimensional [5]
[29] [51], programación entera no-lineal [127]
asignación cuadrática [18] [81] [82], particiona-
do de conjuntos [72], y muy especialmente el
problema del viajante de comercio [50] [56] [82]
[92] [114].

Es de destacar que en una gran parte de es-
tas publicaciones los propios autores destacan
que la metodoloǵıa constituye el estado del arte
para el problema en consideración, lo que es
de interés debido a que estos son problemas
“clásicos” en el área de la optimización com-
binatoria.

El paradigma fue utilizado en otros proble-
mas menos conocidos, pero sin duda de igual
importancia, como son: emparejamiento par-
cial de formas geométricas [105], optimización
en “paisajes NK” [80], diseño de trayectorias
óptimas para naves espaciales [32], asignación
de frecuencias [59], construcción de árboles de
expansión mı́nimos con restricciones de gra-
do [115], problemas de emplazamiento [57] [71]
[123], optimización de rutas [120], problemas
de transporte [46] [100], asignación de tare-
as [53], isomorfismos en grafos [129], proble-
mas de biconexión de vértices [60], agru-
pamiento [85], telecomunicaciones [10] [111]
[121], identificación de sistemas no-lineares
[40], optimización multiobjetivo [62], progra-
mación de tareas de mantenimiento [13] [14]
[15], “open shop scheduling” [21] [42] [74],
“flowshop scheduling” [19] [94] [95], planifi-
cación de proyectos [98] [116] [106], planifi-
cación de almacén [132], planificación de pro-
ducción [38] [89] [8], confección de horarios [11]
[75] [108], planificación de turnos [37], planifi-
cación de juegos deportivos [25] y planificación
de exámenes [12] [49].

Los MA, también han sido citados en la litera-
tura de aprendizaje en máquinas y robótica co-
mo algoritmos genéticos h́ıbridos. Destacamos
algunas aplicaciones como por ejemplo: entre-
namiento de redes neuronales [58] [90] [128], re-
conocimiento de caracteŕısticas [2], clasificación
de caracteŕısticas [69] [86], análisis de series
temporales [103], aprendizaje de comportamien-
tos reactivos en agentes móviles [30], planifi-
cación de trayectorias [102] [109] [119], control
óptimo [20], etc.

En las áreas de la Electrónica y la Ingenieŕıa



podemos destacar: proyectos de VLSI [3], op-
timización de estructuras [137] y mecánica de
fracturas [107], modelado de sistemas [131],
control de reactores qúımicos [140], calibración
de motores [61], problemas de diseño óptimo en
Aeronáutica [9] [110], diseño de sistemas ópti-
cos [55], control de tráfico [125], y planificación
en problemas de potencia [130] entre otros.

Otras aplicaciones de estas técnicas pueden en-
contrarse en: Medicina [52] [133], Economı́a
[73] [104], Oceanograf́ıa [96], Matemáticas [118]
[134] [135], Procesamiento de imágenes y de voz
[16] [70] [139], y un sinnúmero de ellas en Bi-
oloǵıa Molecular.

5. Conclusiones

Existen dos fuerzas importantes que favorecen
la aplicación de MA en varias áreas. Por un la-
do, la creciente disponibilidad de sistemas de
cómputación concurrente, generalmente basa-
dos en clusters, permite a los investigadores la
posibilidad de paralelizar con cierta facilidad los
programas. Los MA se adaptan muy bien a este
tipo de paralelismo, a lo que hay que añadir
la creciente relevancia de lenguajes como Java,
que facilitan aún más esta tarea. Por otro la-
do, ya existe una mejor comprensión, al menos
heuŕıstica, sobre como crear MA eficientes. A
ello se suman ciertos avances recientes en la
teoŕıa de la complejidad computacional de ope-
radores de recombinación.

Existe también un creciente interés en el de-
sarrollo sistemático de los MA mediante la in-
corporación de otras técnicas. Estas pueden
ser de dos tipos: exactas (e.g., algoritmos de
ramificación y poda, algoritmos de tratabili-
dad a parámetro fijo, etc.), o metaheuŕıstica
(como la incorporación de periodos de Búsque-
da Tabú para la difersificación, etc.). Un ejem-
plo clásico puede encontrarse en [7]: un método
muy básico de Búsqueda Tabú potencia un MA
y permite obtener muy buenas soluciones en un
problema donde las técnicas de Recocido Simu-
lado tuvieron grandes dificultades.

Existen abiertas algunas ĺıneas muy intere-
santes en Investigación, como por ejemplo en
la co-evolución. Citando [91]:

“Es posible que una generación futu-
ra de MA trabaje en dos niveles y dos
escalas temporales. En una escala de
corto alcance, un conjunto de agentes
trabajaŕıa en el espacio de búsque-
da asociado al problema mientras que
en una escala de más largo plazo,
los agentes adaptaŕıan las heuŕısti-
cas a ellos asociadas. Nuestro trabajo
con D. Holstein que será presentado
en este libro puede ser clasificado co-
mo un primer paso en esta dirección
prometedora. Sin embargo, es razona-
ble pensar que en breve se implemen-
tarán de manera práctica nuevos y
mas complejos esquemas, involucran-
do soluciones, agentes y también re-
presentaciones.”

En el trabajo con D. Holstein, fue empleado
un MA que también utilizaba Búsqueda Lo-
cal Guiada. Algunos art́ıculos mas recientes
están en esta dirección [17][63][67]. Krasnogor
introdujo la terminoloǵıa de “multimeme” para
ineqúıvocamente identificar MA que también
adaptan la definición de vecindario utilizado
en las búsquedas locales [68], y con colegas
está aplicando el método en el dificil proble-
ma de la predicción de las estructuras secun-
darias de las protéınas [65]. Otro estudio de es-
tos temas puede encontrarse en [124].

Otras áreas de interés en el desarrollo de
MA están en el uso de estructuras de la
población [45][93], búsquedas locales auto-
adaptables [66] y nuevos operadores de recom-
binación siguiendo las metodoloǵıas empleadas
en [56][79][84][90].
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A memetic algorithm for vertex-
biconnectivity augmentation. In
S. Cagnoni et al., editors, Applications of
Evolutionary Computing, Proceedings of
EvoWorkshops2002: EvoCOP, EvoIASP,
EvoSTim, volume 2279 of LNCS, pages
101–110, Kinsale, Ireland, 3-4 April 2002.
Springer-Verlag.

[61] K. Knödler, J. Poland, A. Zell, and
A. Mitterer. Memetic algorithms for
combinatorial optimization problems in
the calibration of modern combustion en-
gines. In W. B. Langdon et al., editors,
GECCO 2002: Proceedings of the Genet-
ic and Evolutionary Computation Con-
ference, page 687, New York, 9-13 July
2002. Morgan Kaufmann Publishers.

[62] J. Knowles and D. Corne. M-PAES: A
memetic algorithm for multiobjective op-
timization. In Proceedings of the 2000
Congress on Evolutionary Computation
CEC00, pages 325–332, La Jolla Marriott
Hotel La Jolla, California, USA, 6-9 July
2000. IEEE Press.

[63] N. Krasnogor. Coevolution of genes and
memes in memetic algorithms. In Una-
May O’Reilly, editor, Graduate Student
Workshop, page 371, Orlando, Florida,
USA, 13 July 1999.

[64] N. Krasnogor. Studies on the Theo-
ry and Design Space of Memetic Algo-
rithms. Ph.D. Thesis, Faculty of Engi-
neering, Computer Science and Mathe-
matics. University of the West of Eng-
land. Bristol, United Kingdom, 2002.

[65] N. Krasnogor, B. Blackburne, J.D. Hirst,
and E.K. Burke. Multimeme algorithms
for protein structure prediction. In
7th International Conference on Paral-
lel Problem Solving from Nature - PP-
SN VII, September 7-11, 2002, Granada,
Spain, 2002.

[66] N. Krasnogor and J. Smith. A memetic
algorithm with self-adaptive local search:
TSP as a case study. In Darrell Whitley
et al., editors, Proceedings of the Genetic
and Evolutionary Computation Confer-
ence (GECCO-2000), pages 987–994, Las
Vegas, Nevada, USA, 10-12 July 2000.
Morgan Kaufmann.

[67] N. Krasnogor and J. Smith. Emer-
gence of profitable search strategies based
on a simple inheritance mechanism. In
L. Spector et al., editors, Proceedings of
the Genetic and Evolutionary Computa-
tion Conference (GECCO-2001), pages
432–439, San Francisco, California, USA,
7-11 July 2001. Morgan Kaufmann.

[68] N. Krasnogor and J. Smith. Multi-
meme algorithms for the structure pre-
diction and structure comparison of pro-
teins. In Alwyn M. Barry, editor, GEC-
CO 2002: Proceedings of the Bird of a
Feather Workshops, Genetic and Evolu-
tionary Computation Conference, pages
42–44, New York, 8 July 2002. AAAI.



[69] K. Krishna and M.Ñarasimha-Murty. Ge-
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