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Departamento de Estad́ıstica, I.O. y Computación
Universidad de La Laguna, 38271 La Laguna, España

jamoreno@ull.es

Resumen

La Búsqueda de Entorno Variable (Variable Neighbourhood Search, VNS) es una metaheuŕıstica reciente
para resolver problemas de optimización cuya idea básica es el cambio sistemático de entorno dentro
de una búsqueda local. En este art́ıculo presentamos las reglas básicas de la VNS y sus extensiones. Se
resumen brevemente las aplicaciones más relevantes en Inteligencia Artificial que incluyen tareas clásicas,
como la satisfacción de restricciones, la planificación, el aprendizaje, además del descubrimiento asistido
por ordenador y la solución heuŕıstica de una variedad de problemas de optimización. Finalmente se
incluyen algunas reflexiones sobre aspectos esenciales de las metaheuŕısticas y del análisis de los procesos
de solución heuŕıstica, y la contribución de los trabajos con la VNS para estas cuestiones.

Abstract

The Variable Neighbourhood Search (VNS) is a recent metaheuristic for solving optimization problems
whose basic idea is systematic change of neighborhood within a local search. In this paper we present basic
rules of the VNS and its extensions. We briefly summarize the most relevant applications in Artificial
Intelligence. These applications comprise classic tasks, like constraints satisfaction, planning or learning,
in addition to computer-assisted discovery and heuristic solution of a variety of optimization problems.
Finally we include some reflections on the essential aspects of the metaheuristics and the analysis of the
heuristic solution procedures, and the contribution of the works with VNS for these questions.

1. Introducción

La realización de gran cantidad de tareas de
Inteligencia Artificial (IA) se puede interpre-
tar como la resolución de un problema de op-

*El trabajo del tercer co-autor ha sido parcialemte
financiado con el proyecto TIC2002-04242-C03-01 que
en 70% son fondos FEDER

timización. Las Metaheuŕısticas son estrategias
generales para diseñar procedimientos heuŕısti-
cos para resolver un problema de optimización
mediante un proceso de búsqueda en un cierto
espacio de soluciones alternativas. Los proce-
sos de búsqueda heuŕıstica están generalmente
basados en transformaciones de las alternativas
que determinan una estructura de entornos en
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el espacio de soluciones. La Búsqueda de En-
torno Variable (Variable Neighbourhood Search,
VNS) es una metaheuŕıstica propuesta sólo
hace unos años [62], [41] que está basada en
un principio simple: cambiar sistemáticamente
de estructura de entornos dentro de la búsque-
da [43], [49]. Su desarrollo ha sido rápido, con
muchos art́ıculos ya publicados o pendientes de
aparecer [47]. Se han realizado muchas exten-
siones, principalmente para permitir la solución
de problemas de gran tamaño [45]. En la ma-
yoŕıa de ellas, se ha hecho un esfuerzo por man-
tener la simplicidad del esquema básico [51],
[50].

En la siguiente sección se exponen las reglas
básicas de la VNS. Las extensiones, incluyendo
los h́ıbridos, se consideran en la sección 3. En la
sección 4 se repasan las aplicaciones prácticas
más importantes de la VNS en IA. En la sección
5 se profundiza en algunas cuestiones relevantes
de esta metaheuŕıstica. La sección 6 incluye al-
gunas consideraciones sobre la VNS en relación
a los aspectos esenciales de las metaheuŕısticas.
El trabajo finaliza con unas breves conclusiones.

2. Esquemas Fundamen-
tales

Un problema de optimización consiste en en-
contrar, dentro de un conjunto X de soluciones
factibles, la que optimiza una función f(x). Si el
problema es de minimización se formula como
sigue:

mı́n{f(x)|x ∈ X} (1)

donde x representa una solución alternativa,
f es la función objetivo y X es el espacio de
soluciones factibles del problema. Una solución
óptima x∗ (o mı́nimo global) del problema es
una solución factible donde se alcanza el mı́ni-
mo de (1).

Una estructura de entornos en el espacio de
soluciones X es una aplicación N : X → 2X

que asocia a cada solución x ∈ X un entorno de
solucionesN (x) ⊂ X, que se dicen vecinas de x.
Las metaheuŕısticas de búsqueda local aplican
una transformación o movimiento a la solución
de búsqueda y por tanto utilizan, expĺıcita o
impĺıcitamente, una estructura de entornos. De-
notemos por Nk, k = 1, ..., kmax, a un conjunto
finito de estructuras de entornos en el espacio

X. Los entornos Nk pueden ser inducidos por
una o más métricas introducidas en el espacio
de soluciones X. La mayoŕıa de las heuŕısticas
de búsqueda local usan sólo una estructura de
entornos.

Una solución x∗ ∈ X es un mı́nimo global del
problema (1) si no existe una solución x ∈ X tal
que f(x) < f(x∗). Decimos que x′ ∈ X es un
mı́nimo local con respecto a Nk, si no existe una
solución x ∈ Nk(x′) ⊆ X tal que f(x) < f(x′).
Una búsqueda local descendente cambia la solu-
ción actual por otra solución mejor de su en-
torno, por tanto tienen el peligro de quedarse
atascada en un mı́nimo local. Las metaheuŕısti-
cas basadas en procedimientos de búsqueda lo-
cal aplican distintas formas de continuar la
búsqueda después de encontrar el primer ópti-
mo local.

La VNS está basada en tres hechos simples:

1. Un mı́nimo local con una estructura de en-
tornos no lo es necesariamente con otra.

2. Un mı́nimo global es mı́nimo local con to-
das las posibles estructuras de entornos.

3. Para muchos problemas, los mı́nimos lo-
cales con la misma o distinta estructura de
entornos están relativamente cerca.

Esta última observación, que es emṕırica, impli-
ca que los óptimos locales proporcionan infor-
mación acerca del óptimo global. Puede ser, por
ejemplo, que ambas soluciones tengan carac-
teŕısticas comunes. Sin embargo, generalmente
no se conoce cuales son esas caracteŕısticas. Es
procedente, por tanto, realizar un estudio orga-
nizado en las proximidades de este óptimo local,
hasta que se encuentre uno mejor.

Los hechos 1 a 3 sugieren el empleo de varias
estructura de entornos en las búsquedas locales
para abordar un problema de optimización.
El cambio de estructura de entornos se puede
realizar de forma determińıstica, estocástica, o
determińıstica y estocástica a la vez.

2.1. VNS Descendente

Una búsqueda local determina una mejor solu-
ción del entorno de la solución actual. La clásica



búsqueda greedy descendente consiste en reem-
plazar iterativamente la solución actual por el
resultado de la búsqueda local, mientras se pro-
duzca mejora. Si se realiza un cambio de es-
tructura de entornos de forma determińıstica
cada vez que se llega a un mı́nimo local, se
obtiene la búsqueda de entorno variable
descendente (Variable Neighbourhood De-
scent, VND). Los pasos de la VND se muestran
en la figura 1.

Inicialización
Seleccionar el conjunto de estructuras de en-
tornos Nk, k = 1, ..., kmax, que se usarán en el
descenso; encontrar una solución inicial x;
Iteraciones
Repetir, hasta que no se obtenga mejora, la
siguiente secuencia:

(1) Hacer k ← 1;

(2) Repetir, hasta que k = kmax, los pasos:

(a) Exploración del entorno Encontrar la
mejor solución x′ del k-ésimo entorno
de x (x′ ∈ Nk(x));

(b) Moverse o no Si la solución obtenida
x′ es mejor que x, hacer x ← x′ y
k ← 1; en otro caso, hacer k ← k + 1.

Figura 1: VNS Descendente; VND

La solución final proporcionada por el algorit-
mo es un mı́nimo local con respecto a todas las
kmax estructuras de entornos, y por tanto la
probabilidad de alcanzar un mı́nimo global es
mayor que usando una sola estructura.

Además del orden secuencial de las estructuras
de entornos en la VND anterior, se puede de-
sarrollar una estrategia anidada. Supongamos,
por ejemplo, que kmax = 3. Entonces una posi-
ble estrategia anidada es: ejecutar la VND de
la figura 1 para las dos primeras estructuras de
entornos, sobre cada x′ que pertenezca al tercer
entorno de x (x′ ∈ N3(x)). Esta VNS ha sido
aplicado en [8], [48] y [4].

2.2. VNS Reducida

La búsqueda de entorno variable reduci-
da (Reduced Variable Neighbourhood Search,
RVNS) se obtiene si se seleccionan soluciones

aleatorias de Nk(x), sin aplicarles a conti-
nuación un descenso. Los pasos de la RVNS se
presentan en la figura 2.

Inicialización
Seleccionar el conjunto de estructuras de en-
tornos Nk, k = 1, ..., kmax, que se usarán en la
búsqueda; encontrar una solución inicial x; ele-
gir una condición de parada;
Iteraciones
Repetir, hasta que se cumpla la condición de
parada, la siguiente secuencia:

(1) Hacer k ← 1;

(2) Repetir, hasta que k = kmax, los pasos:

(a) Agitación Generar al azar una solu-
ción x′ del k-ésimo entorno de x (x′ ∈
Nk(x));

(b) Moverse o no Si la solución obtenida
x′ es mejor que x, hacer x ← x′ y
k ← 1; en otro caso, hacer k ← k + 1.

Figura 2: VNS Reducida; RVNS

La RVNS es útil para instancias muy grandes
de problemas en las que la búsqueda local es
muy costosa. Se observa que el mejor valor para
el parámetro kmax es frecuentemente 2. Co-
mo condición de parada se usa generalmente el
máximo número de iteraciones entre dos mejo-
ras. La RVNS se ha mostrado superior a un
método de Monte-Carlo en un problema min-
imax continuo [65] y a la heuŕıstica del inter-
cambio rápido de [78] al aplicarla al problema
de la p-mediana.

2.3. VNS Básica

La búsqueda de entorno variable básica
(Basic Variable Neighbourhood Search, BVNS)
combina cambios determińısticos y aleatorios
de estructura de entornos. Los pasos de la VNS
básica se dan en la figura 3.

La condición de parada puede ser, por ejem-
plo, el máximo tiempo de CPU permitido, el
máximo número de iteraciones, o el máximo
número de iteraciones entre dos mejoras. Fre-
cuentemente los entornos Nk sucesivos están
anidados. Obsérvese que la solución x′ se ge-



Inicialización
Seleccionar un conjunto de estructuras de en-
tornos Nk, k = 1, ..., kmax, que se usarán en la
búsqueda; encontrar una solución inicial x; ele-
gir una condición de parada.
Iteraciones
Repetir, hasta que se cumpla la condición de
parada, la siguiente secuencia:

(1) Hacer k ← 1;

(2) Repetir, hasta que k = kmax, los pasos:

(a) Agitación Generar al azar una solu-
ción x′ del k-ésimo entorno de x (x′ ∈
Nk(x));

(b) Búsqueda local Aplicar algún método
de búsqueda local con x′ como solu-
ción inicial; denótese con x′′ el mı́ni-
mo local aśı obtenido.

(c) Moverse o no Si la solución obtenida
x′′ es mejor que x, hacer x ← x′′ y
k ← 1; en otro caso, hacer k ← k + 1.

Figura 3: VNS Básica; BVNS

nera al azar en el paso (2a) para evitar el cicla-
do, que puede ocurrir si se usa cualquier regla
determińıstica.

2.4. VNS General

La búsqueda local del paso (2b) de la BVNS
puede ser sustituida por la VND. Los pasos
de la búsqueda de entorno variable ge-
neral (General Variable Neighbourhood Search,
GVNS) se muestran en la figura 4.

El uso de la búsqueda de entorno variable ge-
neral (GVNS) ha dado lugar a las aplicaciones
más exitosas aparecidas recientemente (ver, por
ejemplo, [1], [8], [13], [14], [15], [16], [48], [72],
[73]).

3. Extensiones de la VNS

Se han propuesto en la literatura diversas for-
mas de extender la VNS para dotarlo de al-
gunas caracteŕısticas adicionales. Describimos
en primer lugar varias formas sencillas de

Inicialización
Seleccionar un conjunto de estructuras de en-
tornos Nk, para k = 1, ..., kmax, que se usarán
en la agitación; seleccionar un conjunto de es-
tructuras de entornos N ′

j , para j = 1, ..., jmax,
que se usarán en el descenso; encontrar una
solución inicial x; elegir una condición de para-
da;
Iteraciones
Repetir, hasta que se cumpla la condición de
parada, la siguiente secuencia:

(1) Hacer k ← 1;

(2) Repetir, hasta que k = kmax, los pasos:

(a) Agitación Generar al azar una solu-
ción x′ del entorno Nk(x);

(b) Búsqueda local Aplicar la VND con
las estructuras de entornos N ′

j , para
j = 1, ..., jmax; denótese con x′′ la
solución aśı obtenida.

(c) Moverse o no Si la solución obtenida
x′′ es mejor que x, hacer x ← x′′ y
k ← 1; en otro caso, hacer k ← k + 1.

Figura 4: VNS General; GVNS

realizar estas extensiones en la subsección 3.1.
Las tres siguientes subsecciones se dedican a
otras tantas extensiones que constituyen mejo-
ras prácticas de la VNS que han permitido
resolver con éxito problemas muy grandes: la
búsqueda de entorno variable con descomposi-
ción (VNDS), la búsqueda de entorno variable
sesgada (SVNS) y la búsqueda de entorno vari-
able paralela (PVNS). En la subsección 3.4. se
consideran las extensiones por hibridación de la
VNS.

3.1. Extensiones básicas

Las primeras extensiones se derivan directa-
mente de la VNS básica. La BVNS es un
método descendente de la primera mejora
con aleatorización. Sin mucho esfuerzo adi-
cional se transforma en un método ascendente-
descendente: en el paso (2c) hacer también x ←
x′′ con alguna probabilidad, incluso si la solu-
ción es peor que la actual (o que la mejor solu-
ción encontrada hasta el momento). También
se puede transformar en una búsqueda de la



mejor mejora: aplicar un movimiento al mejor
entorno k∗ entre todos los kmax entornos. Otras
extensiones de la VNS son encontrar la solu-
ción x′ en el paso (2a) como la mejor entre b
(un parámetro) soluciones generadas aleatoria-
mente en el k-ésimo entorno, o introducir kmin

y kpaso, dos parámetros que controlan el proce-
so de cambio de entorno: en el algoritmo ante-
rior, en vez de k ← 1 hacer k ← kmin y en vez
de k ← k + 1 hacer k ← k + kpaso.

3.2. VNS con Descomposición

La búsqueda de entorno variable con
descomposición (Variable Neighbourhood De-
composition Search, VNDS) [52] extiende la
VNS en un esquema de entorno variable en dos
niveles basado en la descomposición del proble-
ma. Sus pasos son los presentados en la figura
5.

Inicialización
Seleccionar un conjunto de estructuras de en-
tornos Nk, para k = 1, ..., kmax, que se usarán
en el descenso; encontrar una solución inicial x;
elegir una condición de parada;
Iteraciones
Repetir, hasta que se cumpla la condición de
parada, la siguiente secuencia :

(1) Hacer k ← 1;

(2) Repetir, hasta que k = kmax, los pasos:

(a) Agitación Generar al azar una solu-
ción x′ del k-ésimo entorno de x (x′ ∈
Nk(x)); denotemos por y el conjun-
to de los atributos de la solución pre-
sentes en x′ pero no en x (y = x′ \x).

(b) Búsqueda local Buscar el óptimo lo-
cal en el espacio de y por inspección o
por alguna heuŕıstica; denótese por y′

a la mejor solución encontrada y por
x′′ a la correspondiente solución en el
espacio completo X (x′′ = (x′\y)∪y′);

(c) Moverse o no Si la solución obtenida
x′′ es mejor que x, hacer x ← x′′ y
k ← 1; en otro caso, hacer k ← k + 1.

Figura 5: VNS con Descomposición;
VNDS

Nótese que la única diferencia entre la VNS

básica y la VNDS está en el paso (2b): en
vez de aplicar algún método de búsqueda lo-
cal en el espacio completo X (empezando des-
de x′ ∈ Nk(x)), en la VNDS se resuelve en ca-
da iteración un subproblema en un subespacio
Xk ⊆ Nk(x) con x′ ∈ Xk. Cuando la búsqueda
local utilizada en este paso es también la VNS,
aparece un esquema VNS en dos niveles.

La VNDS puede verse como la inclusión del es-
quema de aproximación sucesiva, que ha sido
históricamente muy utilizada en optimización
combinatoria, en la estructura de la VNS. Otras
aplicaciones más simples de esta técnica, donde
el tamaño de los subproblemas a optimizar al
nivel inferior está fijo son la búsqueda de en-
tornos grandes (LNS) [75] y el método POP-
MUSIC [77].

3.3. VNS Sesgada

Una vez que se ha encontrado la mejor solución
en una gran región es necesario alejarse bas-
tante para obtener una mejor. La búsqueda
de entorno variable sesgada (Skewed Vari-
able Neighbourhood Search, SVNS) [39] afronta
la exploración de valles alejados de la solu-
ción actual. Las soluciones generadas al azar
en entornos muy lejanos pueden diferenciarse
substancialmente de la solución actual; por lo
que la VNS degenera, en algún sentido, en una
heuŕıstica de arranque múltiple (en la que se
realizan iterativamente descensos desde solu-
ciones generadas al azar). Por tanto, la VNS
sesgada incorpora una compensación por la dis-
tancia desde la solución actual para evitar este
inconveniente. Sus pasos son presentados en la
figura 6.

La SVNS usa una función ρ(x, x′′) para medir la
distancia entre la solución actual x y el óptimo
local encontrado x′′. La distancia usada para
definir los entornosNk puede también utilizarse
con este propósito. La elección del parámetro α
debe permitir la exploración de valles lejanos a
x cuando f(x′′) es algo mayor que f(x), pero
no demasiado (en otro caso siempre se aban-
donaŕıa la solución x) y evitar movimientos fre-
cuentes desde x a una solución cercana para
volver a x. Un buen valor para α tiene que de-
terminarse experimentalmente en cada caso.



Inicialización
Seleccionar un conjunto de estructuras de en-
tornos Nk, para k = 1, ..., kmax, que se usarán
en la búsqueda; encontrar una solución inicial
x y su valor f(x); hacer x∗ ← x, f∗ ← f(x);
elegir una condición de parada y un parámetro
α;
Iteraciones
Repetir, hasta que se cumpla la condición de
parada, la siguiente secuencia:

(1) Hacer k ← 1;

(2) Repetir, hasta que k = kmax, los pasos:

(a) Agitación Generar al azar una solu-
ción x′ del k-ésimo entorno de x, (x′ ∈
Nk(x));

(b) Búsqueda local Aplicar algún método
de búsqueda local con x′ como solu-
ción inicial; denótese por x′′ al óptimo
local obtenido;

(c) Mejorar o no Si f(x′′) < f∗ hacer
f∗ ← f(x′′) y x∗ ← x′′;

(d) Moverse o no Si f(x′′) − αρ(x, x′′) <
f(x) hacer x ← x′′ y k ← 1; en otro
caso, hacer k ← k + 1.

Figura 6: VNS Sesgada; SVNS

3.4. VNS Paralela

Las búsquedas de entorno variable pa-
ralelas (Parallel Variable Neighbourhood
Search, PVNS) constituyen la tercera exten-
sión. Se han propuesto en [31] y [19] diversas
formas de paralelizar la VNS que han sido
aplicadas al problema de la p-mediana. En
[31] se analizan tres de ellas: (i) paralelizar
la búsqueda local, (ii) aumentar el número
de soluciones obtenidas del entorno actual y
realizar búsquedas locales en paralelo desde
cada una de ellas y (iii) hacer lo mismo que
en (ii) pero actualizando la información sobre
la mejor solución encontrada. La segunda
paralelización, cuyos pasos se muestran en la
figura 7, es la que dio mejores resultados.

En [19] se muestra que asignando diferentes
entornos a cada procesador e interrumpiendo
su trabajo tan pronto como se mejore la solu-
ción da muy buenos resultados. En [67] tam-
bién se sugieren tres estrategias para paralelizar

Inicialización
Seleccionar un conjunto de estructuras de en-
tornos Nk, k = 1, ..., kmax, que se usarán en la
búsqueda; encontrar una solución inicial x; ele-
gir una condición de parada;
Iteraciones
Repetir, hasta que se cumpla la condición de
parada, la siguiente secuencia:

(1) Hacer k ← 1;

(2) Repetir en paralelo, hasta que k = kmax,
para cada procesador p los pasos :

(a) Agitación Generar al azar una solu-
ción x′p del k-ésimo entorno de x (x′p ∈
Nk(x));

(b) Búsqueda local Aplicar algún método
de búsqueda local con x′p como solu-
ción inicial; denótese con x′′p el mı́ni-
mo local aśı obtenido.

(c) Moverse o no Si la solución obtenida
x′′p es mejor que x, hacer x ← x′′p y
k ← 1; en otro caso, hacer k ← k + 1.

Figura 7: VNS Paralela; PVNS

la VNS para resolver el problema del viajante
comprador.

3.5. Hı́bridos

Dado que el cambio sistemático de estructura
de entornos es una herramienta simple y muy
potente, otra forma de extender la VNS ha si-
do incorporarla a otras metaheuŕısticas. Estas
propuestas han dado lugar a diversas meta-
heuŕısticas h́ıbridas.

La búsqueda tabú (Tabu Search, TS) [36], [37],
[38] generalmente usa una estructura de en-
tornos con respecto a la que ejecuta movimien-
tos de ascenso y descenso explotando diferentes
tipos de memoria. En principio hay dos maneras
de hacer h́ıbridos de VNS y TS: usar algún tipo
de memoria para orientar la búsqueda dentro de
la VNS o usar la VNS dentro de la TS. En [74],
[10] ,[57] y [6] se proponen h́ıbridos del primer
tipo y en [8] y [22] del segundo tipo.

La metaheuŕıstica GRASP (Greedy Random-
ized Adaptive Search Procedure [27] consta de



dos fases; en la primera fase se construyen solu-
ciones usando un procedimiento greedy aleato-
rizado y en la segunda, las soluciones se mejoran
por alguna búsqueda local o un método enume-
rativo. Una forma natural de hibridizar la VNS
con GRASP es usar la VNS en la segunda fase
de GRASP lo que ha sido aplicado en [61], [73],
[1], [13], [67] [28].

La búsqueda Multi-arranque (MultiStart
Search, MS) [60] es una metaheuŕıstica clásica
que, para evitar el estancamiento de un pro-
cedimiento descendente en un óptimo local,
sencillamente reinicia la búsqueda desde otra
solución. En [4] se propone y analiza una
heuŕıstica h́ıbrida entre la VNS y la MS
consistente en reiniciar la VNS desde otra
solución generada al azar del espacio X,
cuando se estanca en un mı́nimo local, por
no encontrar ninguna mejora a través de los
entornos N1(x), ...,Nkmax(x) de la solución x.

4. VNS en IA

Las aplicaciones de la VNS han crecido rápi-
damente en número desde el año 1995 en que
se presentó el primer trabajo sobre esta meta-
heuŕıstica [62]. La VNS ha mostrado sus venta-
jas en diversas tareas importantes de IA aunque
en la mayoŕıa de los trabajos se aplican a prob-
lemas de optimización. Los problemas de opti-
mización son el núcleo de la Investigación Ope-
rativa y sus aplicaciones aparecen en numerosos
campos. En Inteligencia Artificial aparecen más
problemas de satisfacción de restricciones en los
que las heuŕısticas deben buscar una solución
factible. Ambos tipos de problemas son menos
diferentes de lo que pueda parecer a simple
vista, ya que los problemas de satisfacción de
restricciones se pueden expresar como proble-
mas de optimización en una variedad de formas.
Por ejemplo, como la minimización de la suma
de variables artificiales que representen la vio-
lación de restricciones. Por otro lado, muchos
problemas de optimización pueden formularse
como problemas de satisfacción de restricciones.

En los últimos años la programación por
restricciones (Constraint Programming, CP) ha
atráıdo gran atención en IA por su potencial al
abordar la resolución práctica de problemas de
la vida real. La caracteŕıstica más relevante es

la forma declarativa de tratar los problemas da-
do que se especifican las restricciones que deben
cumplir las soluciones sin especificar un proce-
dimiento computacional para obtenerlas. Ejem-
plos de aplicación de búsquedas del tipo de la
VNS en un contexto de CP son [34], [58] y [59].

En las siguientes subsecciones describimos los
aspectos más relevantes de la aplicación de la
VNS a distintos campos de IA. En particular
consideramos, en la subsección 4.1, la aplicación
de la VNS a algunos problemas clásicos de IA.
En la subsección 4.2 se incluye la aplicación al
descubrimiento en teoŕıa de grafos, y por últi-
mo, en la sección 4.3, la aplicación de la VNS a
diversos problemas relevantes de optimización
combinatoria donde destacan problemas surgi-
dos en la planificación loǵıstica y distribución.

4.1. Tareas clásicas de IA

La VNS se ha aplicado a diversos problemas
clásicos de la IA. Entre ellos destacan los pro-
blemas de satisfactibilidad, el aprendizaje en
Redes Bayesianas, los problemas de Clasifi-
cación y la Planificación.

Los problemas de satisfactibilidad [24] han
recibido much́ısima atención en IA. El proble-
ma de la satisfactibilidad, en forma clausal,
consiste en determinar si un conjunto de cláusu-
las (todas en forma disyuntiva o todas en forma
conjuntiva) construida sobre n variables lógicas
tiene solución o no. En [39] se aplica la VNS
y la SVNS para el problema de satisfactibilidad
máxima ponderada que consiste en, asignado un
peso positivo a cada cláusula, encontrar la solu-
ción que maximice la suma de los pesos de las
cláusulas satisfechas.

Las redes bayesianas [68] constituyen una
de las metodoloǵıas más importantes para
tratar las relaciones de dependencia. Las re-
des bayesianas son estructuras que permiten re-
presentar la dependencia o independencia entre
variables aleatorias y constituyen herramientas
eficientes para realizar inferencias a través de
la fórmula de Bayes. Una red bayesiana se re-
presenta mediante un grafo dirigido con el con-
junto de variables como vértices y las aristas
representado dependencias. Un grafo completo
como estructura de una red bayesiana implica
demasiados parámetros para ser útil, por lo que



se busca una red con un menor número de aris-
tas y con cierto nivel de ajuste a los datos. El
tipo de red bayesiana a considerar se restringe
a un tipo de grafo espećıfico; en muchos ca-
sos a un árbol o a una cadena. El problema es
construir una red bayesiana que se ajuste y
aprenda de un conjunto de realizaciones con-
juntas de las variables. En [12] se usa una
VNS basada en ordenaciones para el aprendiza-
je en redes bayesianas asociadas a permuta-
ciones. Para cada permutación de las variables
se busca la red bayesiana entre las compatibles
con la permutación.

El agrupamiento o clustering ([54]) es una
técnica relevante del análisis exploratorio de
datos. El problema se contempla en el contex-
to de la clasificación no supervisada, donde
no se conocen a priori las clases de los objetos
disponibles. Desde la perspectiva del aprendiza-
je no supervisado o de descubrimiento, la tarea
se concreta en la obtención de la clasificación
óptima, por partición y agrupamiento, de un
conjunto dado de objetos a partir de los atri-
butos que los describen. La calidad de la clasi-
ficación se mide por el grado de similitud que
existe entre los objetos que quedan encuadrados
en una misma clase y la disimilitud entre los ob-
jetos asignados a clases distintas. Las clases sue-
len identificarse por los centroides correspon-
dientes. Con el criterio de la mı́nima Suma de
Cuadrados hay que dividir n puntos del espacio
eucĺıdeo q-dimensional entre clases, y determi-
nar los centroides de cada una de ellas de for-
ma que se minimice la suma de los cuadrados
de las distancias eucĺıdeas entre cada punto y
el centroide correspondiente. Diversas versiones
de la VNS han sido comparadas con éxito en
[48] con heuŕısticas clásicas para esta tarea. En
[4] se usa la estructura VNS para abordar la ver-
sión difusa o borrosa de este problema (Fuzzy
Clustering Problem) donde los puntos se asig-
nan en diferentes grados a varias clases. Des-
de la perspectiva de la clasificación supervisa-
da la tarea se concreta en la obtención de una
regla de clasificación o clasificador basada en la
descripción de los objetos, cuando se dispone
de la clasificación de algunos de ellos. En [32] se
muestra como la VNS es capaz de proporcionar
clasificadores, del tipo del vecino más próximo,
mejores que los proporcionados por los métodos
constructivos usuales (ver [79]).

La planificación de tareas [71] es uno de los
problemas de optimización a los que se les ha

prestado más atención en IA. En los problemas
de secuenciación las soluciones vienen dadas
por permutaciones del conjunto tareas. Varios
problemas de secuenciación en una máquina
con diversas funciones objetivos son resueltos
con VNS y VND en [5]. En [22] se consideran
problemas con varias máquinas que pueden tra-
bajar simultáneamente en algunas tareas, pero
respetando un grafo de precedencia entre las
tareas. En [29] y [56] se estudia la VNS en
problemas donde además se consideran restric-
ciones en los recursos. Los problemas de planifi-
cación de horarios de enfermeras en un hospital
han sido resueltos en [10]. En [55] se aplica la
VNS a otro problema de planificación.

4.2. Descubrimiento en Teoŕıa de
Grafos

La metaheuŕıstica VNS se ha mostrado muy
útil en el descubrimiento asistido por ordenador
en Teoŕıa de Grafos. Una invariante de la teoŕıa
de grafos es una variable definida en una fami-
lia de grafos cuyo valor no depende de la nu-
meración de sus vértices o aristas. Numerosos
problemas de la teoŕıa de grafos pueden verse
como la optimización de invariantes dentro de
una familia de grafos, posiblemente restringida.
La VNS se ha utilizado para aproximar solu-
ciones de tales problemas, llegando a refutar
algunas conjeturas y establecer otras, algunas
de las cuales han llegado a ser posteriormente
probadas formalmente [16].

En [16] se muestra como se utilizan esquemas
de la VNS y la VND dentro del sistema Auto-
GraphiX (AGX) para la optimización de in-
variantes de teoŕıa grafos. El descenso se realiza
generando al azar, en primer lugar, un grafo
G con un número dado de vértices y aristas.
Se calcula el valor de la invariante para dicho
grafo y se examina el efecto de este valor al
hacer algunos cambios elementales en el grafo,
como la eliminación o inserción de una arista, el
desplazamiento de una arista o la sustitución de
una arista por un camino de longitud 2 unien-
do sus extremos a través de un tercer vértice no
adyacente. Los entornos definidos de esta forma
se ordenan de menor a mayor tamaño. Se deter-
mina el mejor movimiento en cada uno de ellos
y si mejora el valor de la invariante en estudio se
realiza el correspondiente cambio en G. Después
de que se haya encontrado un mı́nimo local se



consideran los entornos definidos por la distan-
cia de Hamming y con ellos se aplica la VNS.
La distancia de Hamming entre dos grafos es
el número de aristas distintas en los dos grafos,
por lo que los movimientos considerados son los
de cambiar unas aristas por otras.

El sistema AGX ha sido utilizado para en-
contrar un grafo verificando unas restricciones,
para encontrar el valor óptimo (o cercano al
óptimo) de una invariante sujeta a restricciones,
para refutar una conjetura, para sugerir (o
apretar) una conjetura y hasta para obtener
una prueba. En [16] se usa AGX para refutar
tres conjeturas del sistema Graffiti ([25], [23]
[26]) y ajustar otras, y se llega a probar una de
ellas. Otros resultados relevantes de la Teoŕıa
de Grafos Qúımica se han obtenido con AGX
en [14], [15], [40], [21], [2]

4.3. Problemas de Optimización

La VNS se ha aplicado con éxito a multitud de
problemas de optimización combinatoria, entre
los que se encuentran los problemas más rele-
vantes de planificación loǵıstica: los problemas
de empaquetado, de localización y de rutas.
Además se han abordado problemas donde las
soluciones son ciertos conjuntos de aristas, co-
mo los árboles, y algunos problemas de opti-
mización continua.

Los problemas de empaquetado consti-
tuyen una clase de problemas importantes en
contextos de loǵıstica y distribución. En [30] se
usa la VNS básica para una de las versiones
básicas: el problema de empaquetado unidimen-
sional (bin-packing problem, BPP) en el que se
tiene que empaquetar un conjunto de objetos de
diferente tamaño en el menor número de cajas
o segmentos de capacidad fija.

Los problemas de localización, muy relevantes
en la planificación loǵıstica, y los de agru-
pamiento o clustering (dentro de la clasificación
no supervisada) tienen caracteŕısticas comunes
que los hacen similares al ser abordados por
búsquedas metaheuŕısticas. El problema de la
p-mediana es el problema más extensamente es-
tudiado en Teoŕıa de Localización. Consiste en
determinar p ubicaciones, entre un conjunto de
m localizaciones posibles para un servicio, de
forma que se minimice la suma de las distan-

cias de n usuarios a su punto de servicio más
cercano. Este problema ha sido abordado con
éxito en [41], [78] y [52] por medio de una VNS
básica, una VNS reducida y una VNDS, respec-
tivamente. En [31] y [19] se proponen y prue-
ban diversas VNS paralelas para este proble-
ma. En [64] se aplica la VNS al problema del
p-centro en el que hay que minimizar, en lu-
gar de la suma, el máximo de las distancias
de los usuarios a sus respectivos puntos de ser-
vicios más próximos. Diversas variantes de la
VNS han sido aplicadas con éxito en [8] y [9] al
problema múltiple de Weber que es la versión
continua del problema de la p-mediana, en el
que las p localizaciones pueden elegirse en to-
do el plano donde también están ubicados los
usuarios. En [52] se muestra la aplicación de
la RVNS y la VNDS para el problema simple
de localización de plantas (Simple Plant Loca-
tion Problem, SPLP) en el que se debe decidir
el número p de localizaciones, minimizando la
suma del coste total que implica la separación
de los usuarios a los puntos de servicio, y el
coste de la selección de cada ubicación para el
servicio. El problema de asignación cuadrática
(Quadratic Assignment Problem, QAP) es otro
problema relevante que surge en localización y
ha sido abordado con la VNS en [17].

Otro tipo de problemas de optimización com-
binatoria importante, sobre todo en el contex-
to de la planificación loǵıstica, son los pro-
blemas de rutas. Tanto las versiones clásicas
del problema del vendedor o viajante de co-
mercio (Travelling Salesman Problem, TSP),
del problema de ruta de veh́ıculo (Vehicle Rout-
ing Problem, VRP) y del problema de ruta de
arcos (Arc Routing Problem, ARP), aśı como
algunas de sus extensiones han sido abordadas
con la VNS.

El problema del viajante de comercio (Travel-
ling Salesman Problem, TSP) consiste en, dadas
n ciudades con las distancias o costes entre
ellas, encontrar una ruta de mı́nimo coste (es
decir, una permutación de las ciudades que mi-
nimiza la suma de las n distancias entre ciu-
dades adyacentes en la ruta). En [11], [43] y [63]
se aplican procedimientos del tipo de la VNS
con distinto tipo de movimiento para el TSP.
En [33] se aplica una VNDS similar con dos es-
quemas de descomposición diferentes. En [76] y
[67] se usa una VNS para resolver otra impor-
tante extensión del TSP denominada problema
del comprador en el que, dada una partición del



conjunto de clientes, hay que visitar al menos
uno de cada conjunto de la partición.

Un problema de ruta de veh́ıculos (Vehicle
Routing Problem, VRP) consiste en diseñar
las rutas desde un depósito para visitar un
conjunto dado de clientes con mı́nimo coste.
Los clientes tienen demandas conocidas y los
veh́ıculos tienen capacidad limitada. En [6] y
[17] se aplican la VNS y la VND en la resolu-
ción de la variante del problema en el que cada
cliente puede ser visitado en cierto intervalo de
tiempo que se denomina VRPTW (Time Win-
dows). En [20] se explora el uso de una VND
para un VRP con recogida.

En [74] se propone una combinación de la VNS
y la TS que usa varias estructuras de entornos
para el problema del ciclo mediano (Median Cy-
cle Problem, MCP). En este problema se debe
determinar la ruta de menor longitud que re-
corra parte de las ciudades con una cota su-
perior para la suma de las distancias desde las
ciudades no incluidas en el recorrido hasta la
ciudad más cercana de la ruta. En [63] se apli-
ca una VNS a una versión del problema del
viajante de comercio con clientes de recogida y
entrega de mercanćıas. La ruta tiene que reco-
rrer todos los clientes de recogida antes que los
de entrega, partiendo y llegando al depósito. En
[35], [44] y [46] se aborda con una VNS de for-
ma exitosa problemas de rutas de arcos en los
que las rutas deben recorrer todas las aristas o
arcos de un grafo o red.

En otros problemas con múltiples aplicaciones
relevantes las soluciones son árboles, como en
el problema de Steiner, donde hay que determi-
nar el subárbol de menor longitud que conecta
todos los nodos terminales dados en un grafo.
Se han probados diversas versiones de la VND
para estos problemas en [61] y [73]. Para otras
versiones, donde el grado de cada vértice en el
subgrafo solución está acotado, también ha sido
probado con éxito la VNS en [72]. La VNS ha
sido probada en [66] para el problema de encon-
trar el subárbol de menor longitud con exacta-
mente k aristas. En [13] se aborda el problema
de determinar el subárbol que minimiza la suma
de las longitudes de las aristas incluidas en el
grafo y el peso de los vértices no conectados.
En [1] se aplica una VND al problema del árbol
filogenético (the phylogeny problem).

Para otros muchos de los problemas de op-

timización definidos en grafos, las soluciones
vienen dadas por conjuntos de aristas. Una for-
ma usual de dotar al espacio de una métri-
ca, que puede usarse para aplicar distintas ver-
siones de la VNS, consiste en el tamaño de la
diferencia simétrica. El problema del máximo
subgrafo completo (clique) ha sido abordado
con una VNS en [53]. La efectividad de la VNS
ha sido probada en [28] para resolver problemas
de corte máximo, donde el objetivo es dividir el
grafo en dos partes de forma que la suma de los
pesos de las aristas que los unen sea máximo.
Este tipo de problemas tiene aplicaciones im-
portantes en el diseño VLSI. La VNS ha sido
aplicada a un problema de diseño del grafo del
tendido de cables en [18] y en el diseño de un
grafo para la distribución de petróleo en [7].

Dentro de los problemas de optimización con-
tinua se ha probado la VNS en el problema de
programación bilineal en [3] (en particular para
una aplicación al problema del refinado en la
industria del petróleo) y en el problema de op-
timización minimax continuo del diseño de un
código polifásico en [65] y [47].

5. VNS entre las meta-
heuŕısticas

Las heuŕısticas tradicionales en optimización
realizaban búsquedas locales descendentes por
lo que se bloquean con el primer óptimo local
encontrado. Las metaheuŕısticas proporcionan
métodos, determińısticos o estocásticos, para
escaparse de los óptimos locales de mala cali-
dad. Puesto que el valor de tales óptimos lo-
cales frecuentemente difiere considerablemente
del valor del óptimo global, especialmente si hay
muchos óptimos locales, el impacto práctico de
las metaheuŕısticas ha sido inmenso.

En contraste con este éxito, la teoŕıa de
metaheuŕısticas va más retrasada. Frecuente-
mente se obtienen buenas heuŕısticas, con al-
go de inventiva y gran esfuerzo en el ajuste
de numerosos parámetros, pero las razones de
porqué funcionan tan bien como lo hacen son
desconocidas. La situación es incluso peor para
los h́ıbridos; es dif́ıcil discernir si el mérito lo
tiene una de las componentes o se está obte-
niendo beneficio de la interacción.



Tres ideas para comprender mejor de estas cues-
tiones para cualquier metaheuŕıstica de búsque-
da, que han sido utilizadas con la VNS, son el
estudio de la topograf́ıa de los óptimos locales y
de las trayectorias seguidas por los procesos de
búsqueda, y de las fases de mejora y deterioro
de las soluciones.

El estudio de la topograf́ıa de los mı́nimos lo-
cales da lugar a una descripción de los perfiles
de montañas y valles encontrados durante la
búsqueda. Cuando se aplica la VNS, el descen-
so desde una solución x′, seleccionada al azar,
puede volver al óptimo local x alrededor del que
están centrados los entornos actuales, o a otro
óptimo local x′′ cuyo valor puede ser mejor o
no que el de x. Se ha estudiado en [39] la pro-
babilidad de estos tres sucesos como una fun-
ción de la distancia de x a x′ al aplicarla al pro-
blema de la máxima satisfactibilidad ponderada.
Conviene también observar si x′′ está más cerca
de x que x′ (lo que puede ser interpretado como
que x′′ pertenece al mismo valle que x, con ru-
gosidades locales en relieve) o no (lo que puede
interpretarse como un indicio de que se ha en-
contrado un nuevo gran valle). El relieve su-
ministra esta información en base a una deter-
minada cantidad de descensos desde puntos en
entornos sucesivamente más amplios. Los per-
files vaŕıan considerablemente con la calidad del
óptimo local x. Cuando x es una mala solución
es suficiente alejarse un poco para obtener, con
alta probabilidad, un óptimo local mejor. Cuan-
do el óptimo local x es bueno, o muy bueno,
debe alejarse bastante más para encontrar un
nuevo gran valle y, además, la probabilidad de
encontrar una solución mejor que la actual es
entonces baja. Esto ilustra una debilidad del es-
quema básico de la VNS que tiende a degenerar
en un arranque múltiple cuando la distancia de
x a x′ se hace grande. El remedio es el propor-
cionado por el esquema de la VNS sesgada.

Para algunos problemas se dispone de instan-
cias para las que se conoce el óptimo global. Es
corriente analizar las búsquedas heuŕıstica de-
terminando lo frecuente que se alcanza el ópti-
mo global o el promedio de la diferencia rela-
tiva entre el valor óptimo del objetivo y el al-
canzado por la búsqueda. Sin embargo, se ob-
tiene mucha más información si se consideran
las propias soluciones y no sólo su valoración.
Una herramienta para poner en práctica esta
idea ha sido desarrollada para aplicar una VNS
para el problema del vendedor en [33]. Esta he-

rramienta presenta en pantalla la solución ópti-
ma para el caso de entrenamiento bajo estudio,
la solución actual y la diferencia simétrica entre
estas dos soluciones. Esto indica cuanta mejora
queda por hacer y donde. Además, una rutina
permite también la representación de la dife-
rencia entre la solución actual en una iteración
y en la siguiente. Finalmente, como las repre-
sentaciones de las soluciones para problemas
grandes pueden ser dif́ıciles de leer, y muchos
problemas, en particular los problemas eucĺıde-
os, permiten una descomposición natural, una
rutina de enfoque permite la representación de
la información mencionada anteriormente para
subproblemas seleccionados; es decir, en alguna
región del espacio en la que se traza la ruta.

Además de usar las herramientas de visua-
lización anteriores para guiar la búsqueda, se
puede evaluar el trabajo realizado paso a paso
por una VNS u otra metaheuŕıstica. Se pueden
estudiar variantes en cada uno de esos pasos
y recopilar información detallada para sacar
conclusiones que pueden no ser evidente en un
rendimiento global de la heuŕıstica. Esto puede
dar lugar al descubrimiento de fenómenos in-
esperados y, la profundización proporcionada
por su explicación, puede a su vez dar lugar a
principios para mejorar las heuŕısticas. En [42]
se ha observado que seleccionando la primera
mejora (es decir, el primer movimiento que re-
duce el valor de la función objetivo) se obtienen
mejores resultados que seleccionando la mejor
mejora, (es decir, el movimiento que más reduce
el valor de la función objetivo) empezando des-
de una solución elegida al azar. El estudio sis-
temático de este fenómeno y su explicación en
podŕıa dar lugar a muchas mejoras para una
gran variedad de metaheuŕısticas.

Es conveniente realizar algunas reflexiones so-
bre las propiedades deseables de las meta-
heuŕısticas. Estas buenas cualidades son las
que propician o garantizan el interés práctico y
teórico de las propuestas. En [50] se analiza la
medida en que la VNS en relación a otras meta-
heuŕısticas se ajustan a tales propiedades. La
lista de tales propiedades incluye las siguientes:

(i) Simplicidad : la metaheuŕıstica debe estar
basada en un principio simple y claro.

(ii) Precisión: los pasos de la metaheuŕıstica
deben formularse en términos precisos.



(iii) Coherencia: las operaciones del algoritmo
heuŕıstico deben derivarse naturalmente de
los principios de la metaheuŕıstica.

(iv) Efectividad o Eficacia: los procedimientos
deben proporcionar soluciones óptimas o
cercanas a la óptima para todos o al menos
para la mayoŕıa de los casos realistas.

(v) Eficiencia: los algoritmos deben emplear
un tiempo computacional moderado para
proporcionar soluciones óptimas o cercanas
a la óptima.

(vi) Robustez : el rendimiento de las heuŕısticas
debe ser consistente sobre una variedad de
casos.

(vii) Amigable: las heuŕısticas deben expresarse
claramente, ser fáciles de entender y usar.

(viii) Innovación: los principios de la meta-
heuŕıstica, y/o la eficiencia y efectividad
de las heuŕısticas derivadas de ella, deben
dar lugar a nuevos tipos de aplicación.

A continuación se examina brevemente como la
VNS se ajusta a cada una de las propiedades y
se comentan las ventajas que reporta.

La VNS está basada en un principio simple
y relativamente no explorado: el cambio sis-
temático de la estructura de entornos durante
la búsqueda. La simplicidad de la metaheuŕısti-
ca contribuye a dotarla de la amplia aplicabili-
dad que se refleja en la variedad de las aplica-
ciones ya comentadas. Las reglas precisas en la
descripción de la forma de efectuar tales cam-
bios son cruciales. Todos los pasos de los esque-
mas básicos y extendidos de la VNS se traducen
coherentemente de los principios en que se
inspira.

Para validar la efectividad de una metaheuŕısti-
ca, éstas debeŕıan encontrar soluciones óptimas
para la mayoŕıa de los problemas de un ban-
co de casos para el que se conozcan las solu-
ciones, cuando se disponga de ellos. La VNS
tiene probada eficacia en la resolución de pro-
blemas de varios bancos de prueba con resulta-
dos óptimos o muy cercanos a los óptimos, y con
tiempo computacional moderado (o al menos
razonable).

La metaheuŕıstica VNS se ha mostrado muy efi-
ciente en muchos experimentos, ya que obtiene

tan buenos o mejores resultados que la mayoŕıa
de las metaheuŕısticas en muchos problemas y
de una forma mucho más rápida. Además, la
VNS se muestra robusta ya que ha probado su
rendimiento en multitud de problemas, y no
sólo con un ajuste fino de parámetros a algún
conjunto de entrenamiento.

La amigabilidad de los sistemas basados en la
VNS cuentan con la ventaja de que los princi-
pios básicos en que se basa son fáciles de aplicar,
y muy fáciles de usar. Esta cualidad se traduce
en que en las aplicaciones realizadas, el número
de parámetros se mantienen a un mı́nimo o in-
cluso están ausentes. El potencial de la VNS
para la innovación ya ha sido ilustrado por va-
rios tipos de nuevas investigaciones: análisis de
movimientos y su selección, aplicación a la ge-
neración de columnas enfocada y estabilizada, y
el programa AGX de descubrimiento cient́ıfico
asistido por ordenador.

La búsqueda por entorno variable es, por tan-
to, una metaheuŕıstica reciente con el merito
de ajustarse a las cualidades de la lista ante-
rior. Esto, junto con la frecuencia con la que las
metaheuŕısticas incorporan las ideas en las que
se basa la VNS para beneficiarse de sus efec-
tos positivos, justifica un papel destacado de la
VNS en el campo de las metaheuŕısticas.

Están claros algunos aspectos del trabajo que
aún queda por hacer. Aunque la VNS y otras
metaheuŕısticas se han mostrado claramente
útiles para la resolución aproximada de muchos
problemas dif́ıciles, les cuesta resolver proble-
mas muy grandes. El tamaño de los problemas
abordados se limita en la práctica por las he-
rramientas disponibles para resolverlos más que
por la necesidad de los potenciales usuarios de
estas herramientas. Cuando las metaheuŕısti-
cas se aplican a instancias realmente grandes
sus fortalezas y debilidades aparecen más clara-
mente. La mejoras en este sentido se presen-
tan altamente deseables, tanto para las meta-
heuŕısticas en general, como para la VNS en
particular.

6. Conclusiones

En el campo de las metaheuŕısticas hay fre-
cuentes oportunidades para nuevas ideas donde
aplicar la intuición más que la deducción. Los



conceptos principales ráramente se definen con
precisión y todav́ıa hay muy pocos teoremas
significativos. Los intentos por organizarlo son
numerosos, pero ninguna propuesta ha con-
seguido una aceptación general. Cada meta-
heuŕıstica tiene su propio punto de vista pueden
explicar otras heuŕısticas en su propio vocabu-
lario y absorber ideas de todo el campo (ge-
neralmente en forma de h́ıbridos). Con algunos
argumentos o la reutilización de términos en
la descripción de unas metaheuŕısticas y otras,
se puede interpretar que una de ellas es la
otra definida de manera incompleta (porque no
se especifica algún elemento importante o es
descrito por alguna vaga metáfora), o como un
caso particular (porque se restringe el tipo de
herramienta aplicada a un tipo de problema).
La peor consecuencia de esta situación es la pro-
liferación de reclamaciones de paternidad de las
ideas. Son más importantes los éxitos claros en
problemas particulares de las metaheuŕısticas
que las controversias. Para establecer el interés
de las metaheuŕısticas se deben considerar glo-
balmente las cualidades deseables. Las compa-
rativas de eficiencia no debeŕıan tener el papel
tan dominante, algunas veces exclusivo, como
el que tiene en muchos art́ıculos. El propósito
de la investigación debe ser la comprensión, no
la competición. Otras cualidades de las heuŕısti-
cas y las metaheuŕısticas distintas a la eficiencia
pueden ser más importantes a la larga, parti-
cularmente, la simplicidad, precisión, coheren-
cia y, sobre todo, la innovación.
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J. Marcos Moreno Vega. VNS para Clasi-
ficación Supervisada. MAEB 03, 343-352,
2003.

[33] M. Gendreau, P. Hansen, M. Labbé, and
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