Inteligencia

INTELIGENCIA DE NEGOCIO =y 3
2020 - 2021 ¥
de Negocio

Tema 1. Introduccion a la Inteligencia de Negocio

Tema 2. Mineria de Datos. Ciencia de Datos

Tema 3. Modelos de Prediccion: Clasificacion,
regresion y series temporales

Tema 4. Preparacion de Datos

Tema 5. Modelos de Agrupamiento o Segmentacion
Tema 6. Modelos de Asociacion

Tema 7. Modelos Avanzados de Mineria de Datos.
Tema 8. Big Data



Inteligencia de Negocio

" Inteligencia de Negocio se refiere al proceso de
convertir datos en conocimiento y conocimiento en
acciones para crear la ventaja competitiva del

negocio "
@
O V(]i The Data Warehousing Institute

THE DATA WAREHOUSING INSTITUTE

., .. Ventaja
Datos > InformaC'°> C°“°C'm'e“t> Competitiva >

La analitica de negocios es el subconjunto de herramientas de
inteligencia de negocio basado en la prediccion, extraccion de
conocimiento y optimizacion




Inteligencia de Negocio
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Data Business

Science Analytics

Knowledge extraction
answers questions

business-related problems
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Objetivos:

® Introducir los conceptos de Ciencia de
Datos, Mineria de Datos, Big Data

e Conocer las etapas del proceso de mineria
de datos

e Conocer los problemas clasicos de mineria
de datos
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a ¢ Que es la Ciencia de Datos?
2 Mineria de Datos
Q Proceso de Mineria de Datos

a Técnicas de Mineria de Datos: Clasificacion,
Regresion, Agrupamiento, Asociacion

Q El Poder de los Datos.

a Herramientas y Lenguajes en Ciencia de Datos.
Repositorio de Kaggle y DrivenData

a Comentarios Finales
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Ciencia de Datos

Data Science
Ciencia de Datos es el ambito de conocimiento que engloba
las habilidades asociadas a la extraccion de conocimiento de
datos, incluyendo Big Data
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Ciencia de Datos

¢Qué es un Cientifico de Datos?

Un cientifico de datos es un profesional que debe
dominar las ciencias matematicas y la estadistica,
acabados conocimientos de programacion (y sus
multiples lenguajes),

ciencias de la e
computacion y .

Data Science

analitica. e Y
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Ciencia de Datos
Big Data

“Big Data” son datos cuyo
volumen, diversidad y complejidad
requieren nueva arquitectura,
técnicas, algoritmos y analisis
para gestionar y extraer valory
conocimiento oculto en ellos ...

Normal

Processing
Capabilities

Activity: IOPS

File/Object Size, Content Volume

Big Data = Transactions + Interactions + Observations

BIG DATA
1

User Generated Content

-

Big
Data

Velocidad

.
. Sensors / RFID / Devices
Pe S Mabile Web

User Click Stream

5
/ SO Social Interactions & Feeds

Spatial & GPS Coordinates

Web logs AB testing
an External Demographics
Terabytes Offer history Dynamic Pricing
P . Business Data Feeds
Gigabyie ST I Search Marketing HD Video, Audio, Images
Offer details Speech to Text
ERP Behavioral Targeting
Purchase datail Customer Touches ProductSenvice Logs
Megabytes Suppert Contacts Dynamic Funnels
SMS/MMS

Increasing Data Variety and

Source: Contents of above graphic created in partnership with Teradata, Inc.
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¢Qué es la Mineria de Datos: 1 o

g8 354 3

La Mineria de datos (MD) es el proceso
de extraccion de patrones de
iInformacion (implicitos, no triviales,
desconocidos y potencialmente utiles) a
partir de grandes cantidades de datos

También se conoce como:

m Descubrimiento de conocimiento en bases de datos
(KDD),

s extraccion del conocimiento,
= analisis inteligente de datos /patrones,
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¢Qué es la Mineria de Datos?

How can | analyze this data?

We have rich data, Data mining-searching for knowledge
but poor information (interesting patterns) in your data.




Mineria de Datos. Caso de estudio

Marketing y ventas (asociaciones)

B Sise realiza sélo toma de decision en funcion de los informes
(datos), por ejemplo para dos productos, cerveza y panales

Beer Sold in January Diapers Sold in January
O Madison l Chicago EHAmes O Madison B Chicago H Ames
100+ 100
801 801
60+ 601
s
$$ 0 5 40-
20- 201
0- 07

SAM
JI-JO
Fisher
Wiser
Pamper
Huggies
Stinker

Beer (Brand) Diaper (Brand)

cQué informacion aporta?



Mineria de Datos. Caso de estudio

Marketing y ventas (asociaciones)

AN

Objetivo: determinar grupos de items que tienden a
ocurrir juntos en transacciones (=tickets de compra
pagados con o sin tarjeta)

Se utilizan técnicas de asociacion, que pueden descubrir
informacion como:

B Los clientes que compran cerveza también compran
patatas iParaeso no es necesario el uso de técnicas de DM!

B Los viernes por la tarde, con frecuencia, quienes compran
pafales, compran también cerveza.

¢Qué significa?
¢A qué se debe?
Acciones a realizar




Mineria de Datos. Caso de estudio

Marketing y ventas (asociaciones)
Explicacion mas probable

Se acerca el fin de
semana

Hay un bebé en casa
No quedan panales

El padre/madre compra
panales al salir del
trabajo

iNo pueden salir!

Comprar cervezas para
el fin de semana (y un
partido/pelicula PPV)

Se acerca el fin de semana

Hay un bebé en casa luego
nada de ir fuera

Hay que comprar pafnales
Quedarse en casa = ver

partido/pelicula

Comprar cervezas para el

partido/pelicula

Panales & Cerveza




Mineria de Datos. Caso de estudio

Marketing y ventas (asociaciones)

Acciones a realizar:
B Planificar disposiciones alternativas en el almacén

B Limitar descuentos especiales a s6lo uno de los dos
productos que tienden a comprarse juntos

B Poner los aperitivos que mas margen dejan entre los
pafales y las cervezas

B Poner productos de bebé en oferta cerca de las cervezas

B Ofrecer cupones descuento para el producto
“complementario”, cuando uno de los productos se venda
por separado...

La profileracion de “tarjetas de lealtad” se debe al interés por
identificar el historial de ventas individual del cliente...
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Etapas en el proceso de KDD

m KDD = Knowledge Discovery from Databases

m El KDD es el proceso completo de extraccion de
conocimiento a partir de bases de datos

m El término se acuno en 1989 para enfatizar que
el conocimiento es el producto final de un
proceso de descubrimiento guiado por los datos

m La Mineria de Datos es solo una etapa en el
proceso de KDD

m Informalmente se asocia Mineria de Datos con
KDD



Etapas en el proceso de KDD

Etapas en un proceso de KDD

Preprocesamiento de Datos

Comprensién del Problema
y de los Datos

\
\
\

@
\
\
\
o

Datos Fuente

Problema de KDD

Datos Preprocesados

Mineria de Datos

oa‘os _
/ ..
' . Conocimiento
\ e Implantacion
Modelos

Interpretacion y
Evaluacion

Informalmente se asocia Mineria de Datos con KDD




Etapas en el proceso de KDD

60

50

40

30

Effort (%)

20

10

Objectives Data Data Interpretation &
Determination Preparation Mining Evaluation

Tiempos estimados en el analisis de un problema
mediante técnicas de mineria de datos
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Técnicas de Mineria de Datos

m Méetodos predictivos

m Se utilizan algunas variables para predecir valores
desconocidos de otras variables

m Métodos descriptivos

m Encuentran patrones interpretables que describen los
datos

Data Mining

/\

Predictive Descriptive

AN NPTANN

Classification Regression Time Series Prediction  Clustering Summarization Association Sequence
‘ Analysis Rules Discovery




Aprendizaje Supervisado vs No Supervisado

Aprendizaje supervisado:
Aprende, a partir de un
conjunto de instancias
pre-etiquetadas un
metodo para predecir
(Ejemplo, clasificacion:
la clase a que pertenece
una nueva instancia)

m°o
20 O




Aprendizaje Supervisado vs No

Supervisado

Aprendizaje no supervisado:

No hay conocimiento a
priori sobre el problema, no
hay instancias etiquetadas,
no hay supervision sobre el
procedimiento.

(Ejemplo, clustering:
Encuentra un agrupamiento
de instancias “natural” dado
un conjunto de instancias
no etiquetadas)



Técnicas de Mineria de Datos

Classification [Predictive]

Clustering [Descriptive]

Association Rule Discovery [Descriptive]
Sequential Pattern Discovery [Descriptive]
Regression [Predictive]
Deviation/Anomaly Detection [Predictive]
Time Series [Predictive]

Summarization [Descriptive]



Regresion

Xy Xy X

El problema
fundamental de la
prediccion esta en
modelar la

relacion entre las
variables de
estado para
obtener el valor de

Sistema

la variable de
control. ¢



Clasificacion

m Clasificacion

El problema
fundamental de la
clasificacion esta
directamente
relacionado con la
separabilidad de

Clases

las clases. ‘
O DO C teristicas
Oy, 00 ¢ ®
o O o .
O ®
o O O
O OO ]
O u
= O




Clasificacion. Ejemplo

0 Ejemplo: Disefio de un Clasificador para Iris
o Problema simple muy conocido: clasificacion de lirios.
o Tres clases de lirios: setosa, versicolor y virginica.

o Cuatro atributos: longitud y anchura de pétalo y sépalo,
respectivamente.

0 150 ejemplos, 50 de cada clase.
o Disponible en http://www.ics.uci.edu/~mlearn/MLRepository.html

-
setosa versicolor virginica



http://www.ics.uci.edu/~mlearn/MLRepository.html

Clasificacion. Ejemplo

Ejemplos de conjuntos seleccionados sobre Iris:

IRIS: Conjunto entrenamiento original
x setosa O versicolor A virginica
. %AAA AA AAi
%91 AA%AAA AA
0,8 | A2§AA A ATA
° 0,7 1 A BRA T MANTA
it o O A
% 0,6 A O 000A
a o o000 A
S 0,5 - 0
- o L 5l
5 04 1 000 00
Z 031
0,2 «
011 Jaxx
XREXKK X
0 - T T T T )
0 0,2 0,4 0,6 0,8 1
Longitud Pétalo




Clasificacion. Ejemplo

Wisconsin Breast Cancer:
Predict malignant/benign

WISCONSIN

REAS
A N c I._ RADIUS Mean of distances from center to points on the perimeter
COLLITION TEXTURE Standard deviation of grayscale values
- PERIMETER Perimeter of the mass
AREA Area of the mass
SMOOTHNESS Local variation in radius lengths
COMPACTNESS Computed as: perimeter*/area — 1.0
CONCAVITY Severity of concave portions of the contour

CONCAVE POINTS Numober of concave portions of the contour
SYMMETRY A measure of the nucleii’s symmetry

FRACTAL DIMENSION  ‘Coastline approximation'— 1.0

DIAGNOSIS (Target)  Diagnosis of cell sample: malignant or benign




Ejemplo

Clasificacion.

Handwritting recognition.

Assign a digit from 0 to 9.
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Clasificacion. Ejemplo

Clases Definidas

10
9 Basado en Distancias
8 Class A o
.
6 o
5 8r
4 r
al 6
2 ST
1 A
0 3
ol
Basado en Particiones 1L
00 1 2 3 4 5 6 7




Ejemplo de Clasificador: k-NN

m k-NN devuelve la clase mas repetida de entre todos los k
ejemplos de entrenamiento cercanos a Xd.

m Diagrama de Voronoi: superficie de decision inducida
por 1-NN para un conjunto dado de ejemplos de
entrenamiento.




Ejemplo de Clasificador: k-NN

10
o X X —
X k =
8_
X
7+ X
t,” .
6 S
5_ //
X
4 X X
X
3_
X
2 X
1 X
0
0 1 2 3 4 5 6 7 8




Clasificacion

Se pueden construir distintos tipos de clasificadores:

Modelos Interpretables:
e Arboles de decisién
e Reglas (p.ej. listas de decision)

Modelos no interpretables:
e Clasificadores basados en casos (k-NN)
e Redes neuronales
e Redes bayesianas
e SVMs (Support Vector Machines)



Agrupamiento

Hay problemas en
los que deseamos
agrupar las
instancias
creando clusters
de similares
caracteristicas

Ej. Segmentacion
de clientes de una
empresa




Agrupamiento. Niveles
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La decision del nimero de clusters
es uno de los retos en agrupamiento



Agrupamiento. Niveles

k=2
0.. [ I.I. AA
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La decision del numero de clusters
es uno de los retos en agrupamiento



Agrupamiento. Modelos

Objetivo

Encontrar agrupamientos de tal forma que los
objetos de un grupo sean similares entre si y
diferentes de los objetos de otros grupos [clusters].

Maximizar
Minimizar distancia

distancia inter-cluster
intra-cluster




Agrupamiento. Modelos

Modelos
, . Modelos
Jerarquicos . .
Particionales
|
Q, (s

(c) Eamonn Keogh, eamonn@cs.ucr.edu



Ejemplos de Agrupamiento

m Marketing: descubrimiento de distintos grupos de
clientes en la BD. Usar este conocimiento en la politica
publicitaria, ofertas, ...

m Uso de la tierra: Identificacion de areas de uso similar a
partir de BD con observaciones de la tierra (cultivos, ...)

m Sequros: Identificar grupos de asegurados con
caracteristicas parecidas (siniestros, posesiones, ....).
Ofertarles productos que otros clientes de ese grupo ya
poseen y ellos no

s Planificacion urbana: Identificar grupos de viviendas de
acuerdo a su tipo, valor o situacion geografica

s WWW: Clasificacion de documentos, analizar ficheros .log
para descubrir patrones de acceso similares, ...




Descubrimiento de Asociaciones

m Descubrimiento de reglas de asociacion:

m Busqueda de patrones frecuentes, asociaciones, correlaciones,
o estructuras causales entre conjuntos de articulos u objetos
(datos) a partir de bases de datos transaccionales,
relacionales y otros conjuntos de datos

m Busqueda de secuencias o patrones temporales

m Aplicaciones:
« analisis de cestas de la compra (Market Basket analysis)
« disefio de catalogos,...

« ¢Qué hay en la cesta? Libros de Jazz
« ¢Qué podria haber en la cesta? El ultimo CD de Jazz

« ¢COmMo motivar al cliente a comprar los articulos que es probable
que le gusten?




Descubrimiento de asociaciones
Market Basket Analysis

Compra: zumo de naranja,
platanos, detergente para

vajillas, limpia cristales, 4 ) N
gaseosa, ... ¢Es tipico comprar
\_ ) gaseosa y platanos?
e \ ¢Es importante la
¢Como afecta la marca de la gaseosa?

demografia de la
vecindad a la compra

% /

N de los clientes?
{Aumenta la compra )
del limpia cristales
4 cuando se compran a
¢Donde deberian la vez detergente
colocarse los detergentes para vajillas y zumo
para maximizar sus de naranja? /

\_ ventas? /
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El poder de los datos

Analisis de asociaciones

Pafales y cerveza. Ficcion y leyenda para ilustrar el analisis de
transacciones

y fr’
. ="

)
] ////Ij/
177 4 : #

Si compro paiales, entonces compro cerveza 11009~/



El poder de los datos
Analisis de asociaciones en transacciones

de tarjetas de crédito

an
l MasterCard Advisors
65.000 millones

transacciones
1.500 M titulares

Accion: Cupones
de oferta, ...

Compra gasolina 16:00 >
compra comestibles o
restaurante a lo largo de 1
hora (35-50 dolares)

. La revolucion de los datos masivos. Pag. 160



El poder de los datos

Analisis de asociaciones: Salud

=l
Microsoft IV

Expedientes médicos varias anos

Para reducir la tasa de reingresos

afliccion mental como
“depresion”
aumentaban los
Mejora salud mental y | reingresos en 1 mes
fisica

© Accion: Intervencion

después del alta

Fuente: Big Data. La revolucion de los datos masivos. Pag. 161



El poder de los datos

Analisis de transacciones

@y ©TARGETIg,

Modelo de prediccion de
Disculpas Empresa. clientes embarazadas por

]E'SC““??S (:IEII pad;e' medio de sus patrones de
confirmacion del embarazo
compra.

de la hija

Enfado de un padre: Su Hija
recibe publicidad de productos
para embarazadas

Descubrimiento: Cremas
sin perfume al tercer mes.
Dos docenas de productos

Accion: Envio de

.l
£‘ cupones para cada fase
"""""" del embarazo

Prediccion de fecha parto

Fuente: Big Data. La revolucion de los datos masivos. Pag. 77



El poder de los datos
Analisis de transacciones:

Un chivo expiatorio

® TARGET Target (cadena de grandes almacenes)
que utiliza el analisis de transacciones y
asociaciones.

Unos dias después el director llam¢ al padre para
disculparse.
Respuesta conciliadora del padre:

“He estado hablando con mi hija —dijo el padre-
Resulta que en mi casa han tenido lugar ciertas
actividades de las que yo no estaba del todo
. Informado. Mi hija sale de cuentas en agosto. Soy
yo el que les debe una disculpa”.

Fuente: Big Data. La revolucion de los datos masivos. Pag. 77.



El poder de los datos
Analisis de transacciones

Amazon: Sistema de recomendacion

s datos incrementaron tremendamente Criticos y editores literarios

las ventas La voz de Amazon (1995)
Ahora mas de 1/3 de las ventas son

gracias a las recomendaciones

Greg Linde (1997) propuso un
sistema de recomendaciones,!_ ~

filtrado colaborativo

“articulo a articulo” .!

Fuente: Big Data. La revolucion de los datos masivos. Pag. 69.



Banca: Identificacion de personas con
las compras de tarjetas de crédito

http://elpais.com/elpais/2015/01/29/ciencia/1422520042_066660.h

Cuatro compras con la tarjeta bastan
para identificar a cualquier persona

* Los patrones de uso de las tarjetas permiten descubrir la identidad del 90% de una muestra
de 1,1 millones de personas andnimas, segun demuestra un estudio del MIT

Unique in the shopping mall:
On the reidentifiability of
credit card metadata

Yves-Alexamdre de Montjove,'* Lara Radaelti,® Vivek Kumar Singh,' Alex “Sandy” Pentland”

Large-scale data sets of human behavicr have the potential to fundamentally transform
the way we fight diseases, design cities, or perform research. Metadata, however, contain
sensitive information. Understanding the privacy of these data sets is key to their broad
use and, ultimately, their impact. We study 3 months of credit card records for 1.1 million
people and show that four spatictemporal points are enough to uniquely reidentify 90%
of individuals. We show that knowing the price of a transaction increases the risk of
reidentification by 22%, on average. Finally, we show that even data sets that provide
coarse information at any or all of the dimensicns provide little anocnymity and that
women are more reidentifiable than men in credit card metadata.

http://www.sciencemag.org/content/347/6221 /536



Banca: Identificacion de personas con
las compras de tarjetas de crédito

PRIVACIDAD EN INTERMET »

Cuatro compras con la tarjeta bastan A 100
para identificar a cualquier persona -
* Los patrones de uso de las tarjetas permiten descubrir la identidad del 90% de una muestra . I
de 1,1 millones de personas andnimas, segun demuestra un estudio del MIT
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Analizando Twitter para medir la Salud

Publica
You Are What You Tweet

Un sistema de filtrado de datos de Twitter puede inferir
aspectos de salud analizando 144M de tuits (2011-2013)

Se obtienen 13 grupos coherentes de mensajes correlacionados
- Gripe estacional (r=0.689)y alergias (r = 0.810)
- Ejercicio y obesidad relacionados con datos geograficos, ..

Discovering Health Topics in Social Media Using Topic Models
Michael J. Paul, Mark Dredze, Johns Hopkins University, Plos One 9(8)
e103408, 2014
doi:10.1371/journal.pone.0103408




TFM-UGR (Master Ciencia de Datos): Sentiment
Analysis For Touristic Attractions: A Case Study
Ana Valdivia(sept. 2016) ON The Alhambra

X9

tripadvisor:

Turismo - Web 2.0

“Amazing Experience!” m

@EEENE) Reviewed yesterday [ via mobile

Amust vist in Granadal An amazing journey through istory makes you truly appreciate
this gem. We really enjoyed ourvisit. Plenty of walking required.

Helpkul'? i 1 Thank surf goll ™ Hezport




Sentiment Analysis For Touristic Attractions: A
Case Study On The Alhambra

TFM - Ana Valdivia(Sept. 2016)

10 features |review

Y ® 8140 instances id
username
location

userop
quote

. . quote+review
tripadvisor i
TripAdvisorAlhambra page
data set
SentimentValue
X 2 class labels
00000 .
positive
00000 Class labels
@T@ m } neutr‘al |SentimentC0r‘eNLP| | SentimentValue |
negative

&9 @000



Sentiment Analysis For Touristic Attractions: A
Case Study On The Alhambra

TFM - Ana Valdivia(Sept. 2016)

: DocumentTerm Matrix pos itive

Y ® —_—
e’ Use UFSM and BFSM
e
TripAdvisor Alhambra J—
data set

tripadvisor B

ove
walk
[ S

_D- L
lid yisittou
alhambra

positive negative

SentimentCoreNLP
SentimentValue | positive neutral negative | Total
positive 4,049 1,071 2,508 7,628

neutral o1 32 260 343
negative D 6 158 169
Total 4,105 1,109 2,926 8.140

Table 4.2: Correlation between SentimentValue and SentimentCoreNLP

53.08 % of coincidence



Sentiment Analysis For Touristic Attractions: A
Case Study On The Alhambra

TFM - Ana Valdivia(Sept. 2016)

: DocumentTerm Matrix pos itive

Y ® —_—
e’ Use UFSM and BFSM
e
TripAdvisor Alhambra J—
data set

tripadvisor B

ove
walk
[ S

_D- L
lid yisittou
alhambra

positive negative
SentimentCoreNLP
SentimentValue | positive neutral negative | Total
positive 4,049 1,071 2,508 7,628
neutral ol 32 2 343
negative (@ 6 158 169
Total 4,105 1,109 2,926 8,140

Table 4.2: Correlation between SentimentValue and SentimentCoreNLP

93.49 % of coincidence



Sentiment Analysis For Touristic Attractions: A

Case Study On The Alhambra

TFM - Ana Valdivia(Sept. 2016)

©©)

tripadvisor

DocumentTerm Matrix @
a Use UFSM and BFSM a
Split it in three
sets depending on
sentiment class ¢

TripAdvisor Alhambra

data set
label

Classification algorithms Preprocessing

Apply different machine If it is very unbalanced,
learning algorithms in train apply oversampling
data set with 5cv techniques

Splitit up

Split complete set in

75% training set and
25% testing set

DISCOVERING INTERESTING PATTERNS IN

NEGATIVE OPINIONS

'\‘ —
1011100




TFM-UGR (Master Ciencia de Datos): Uso de
técnicas de analisis de polaridad y fiabilidad de
Gabriel Quesada (Sept. 2016) tweets en campana electoral

* Descarga de tweets a través de la REST API de Twitter.

* Los datos se obtienen a partir los #hashtags de los cuatro
principales partidos y sus lideres.

 Periodo de recogida de datos: del 5 de marzo (tras la
investidura fallida de Pedro Sanchez) hasta el 26 de junio
(Elecciones Generales).

 Numero total de tweets obtenidos: 1.593.624 (0,5 GB).
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TFM-UGR (Master Ciencia de Datos):
Identificacion de Armas en Imagenes

Roberto Olmos (Sept. 2016)

DEEP LEARNING

Libreria Caffe: Uso de
algoritmo Faster R-CNN



Impacto en la sociedad

Salud
Redes sociales como fuente de datos
Industria, comercio, banca, ...

Ocio y cultural (Ej. Recomendaciones)
Politica, Bien social (Social good)

(&) UNITED NATIONS GLOBAL PULSE
w a tion

Harnessing big data for development and humanitarian ac

Big Data for Social Good_

GLOBAL PULSE

PROJECT SERIES Y =

The Global Pulse Project Series is a
collection of case studies of 20 data

innovation projects covering global issues g E
ranging from public health to climate

change, food security to employment.

Global Pulse Project Series




Gran Impacto en la Sociedad y presencia
en los medios de comunicacion

EL PAIS

EL PAIS ECONOMIA
ELCMUND* ' | : - ECONOMIA EMPRESAS MERCADOS BOLSA MISAHORROS VIVIENDA TECNOLOGIA OF

Lider mundial en espaficl | Miércoles 04/09/2013. Act.

EMPRENDEDORES »

wrimer e o 1 Tana delos datos ] Bjg Data echa una mano al campo

T E ' d L4 d d = | a conversién de datos en informacion Gtil pe
S a eca a millones de délares en 2015. La herramienta ~ * Una empresa espanola recoge miles de datos para predecir las cosechas
r [ 4
a h I Ven d I' a Ia r( SUSANA BLAZQUEZ | Madrid | 29 SEP 2013-01 MARIA FERNANDEZ 30 NOV 2014 - 00:00 CET

Archivadoen:  Citigroup  Cap Gemini Sogeti ! Archivadoen: Bases datos Emprendedores Aplicaciones informaticas Empresas
IBM Telefonica Aplicaciones informaticas  Tecnc Programas informaticos

Economia Informatica Industria

Alex "Sandy' Pentland, durante su ponenci

http://www.elmundo.es/elir



http://www.elmundo.es/elmundo/2013/09/03/navegante/1378243782.html
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0 ¢ Que es la Ciencia de Datos?
2 Mineria de Datos
0 Proceso de Mineria de Datos

a Técnicas de Mineria de Datos: Clasificacion,
Regresion, Agrupamiento, Asociacion y Otros

a El Poder de los Datos

d Herramientas y Lenguajes en Ciencia de
Datos. Repositorio de Kaggle y Driven Data

a Comentarios Finales



Herramientas, Lenguajes, Kaggle,
DrivenData

KNIME (o Konstanz Information Miner) es una plataforma
de mineria de datos que permite el desarrollo de modelos
en un entorno visual. KNIME esta desarrollado sobre la
plataforma Eclipse y programado, esencialmente, en java.

Fue desarrollado originalmente en el departamento de
bioinformatica y mineria de datos de la Universidad de
Constanza, Alemania, bajo la supervision del profesor
Michael Berthold. En la actualidad, la empresa KNIME.com
GmbH, radicada en Zirich, Suiza, continta su desarrollo
ademas de prestar servicios de formacion y consultoria.

KNIMIE

https://www.knime.org/


http://es.wikipedia.org/wiki/Miner%C3%ADa_de_datos
http://es.wikipedia.org/wiki/Eclipse_(software)
http://es.wikipedia.org/wiki/Lenguaje_de_programaci%C3%B3n_Java
http://es.wikipedia.org/wiki/Bioinform%C3%A1tica
http://es.wikipedia.org/wiki/Universidad_de_Constanza
http://es.wikipedia.org/wiki/Alemania
http://es.wikipedia.org/wiki/Z%C3%BArich
http://es.wikipedia.org/wiki/Suiza
http://es.wikipedia.org/wiki/Consultor%C3%ADa

Herramientas, Lenguajes, Kaggle,
DrivenData

Weka

2~ Weka GUI Chooser _ O] x|

Waikato Environment for
Knowledge Analysis

(c) 1999 - 2000

Ui sty af WWalkat . The University of Waikato, New

New Zealand

Zealand

Machine learning software in
Java implementation

http://www.cs.waikato.ac.nz/ml/
weka/

........................................

i SimpleCLI §  Explorer Experimenterl

........................................




Herramientas, Lenguajes, Kaggle,
DrivenData

KEEL

KEEL Tool 1.0

University of Granada

Machine learning
software in Java
Implementation

http://www.keel.es/



Herramientas, Lenguajes, Kaggle,
DrivenData

Sobre los lenguajes de programacion (R, cran.r-project.org/
Phyton, ...). El website CRAN

The Comprehensive R Archive Network

Contributed Packages
Available Packages

Currently, the CRAN package repository features 5799 available packages.

CRAN Table of available packages. sorted by date of publication
ﬁn&w’? Table of available packages. sorted by name

http://cran.r-project.org/web/views/MachineLearning.html


http://www.google.es/url?sa=t&rct=j&q=&esrc=s&frm=1&source=web&cd=1&cad=rja&sqi=2&ved=0CDAQFjAA&url=http://cran.r-project.org/&ei=KJvdUrfQIurR0QX364CIDg&usg=AFQjCNGkN9-tsdwufHU9DRuaIqxynoKtLg&bvm=bv.59568121,d.bGQ

Herramientas, Lenguajes, Kaggle,
DrivenData

@ python’

Python Software

i
O learn
)

machine learning in Python

Foundation

Classification

ldentifying to which set of categories a new
observation belong to.

Applications: Spam detection, Image
recognition.
Algorithms: SVM, nearest neighbors, random

forest, __. — Examples

Dimensionality reduction

Reducing the number of random variables fo
consider.

Applications: Visualization, Increased
efficiency
Algorithms: PCA, feature selection,

non-negative matrix factorization. — Examples

http://scikit-learn.org/stable/

Regression

Predicting a continuous value for a new
example.
Applications: Drug response, Stock prices.

Algorithms: SVR, ridge regression, Lasso, ...
— Examples

Model selection

Comparing, validating and choosing
parameters and models.
Goal: Improved accuracy via parameter tuning

Modules: grid search, cross validation,
metrics. — Examples

Clustering

Automatic grouping of similar objects into sets.

Applications: Customer segmentation,
Grouping experiment oufcomes
Algorithms: k-Means, spectral clustering,

mean-shift, .. — Examples

Preprocessing

Feature extraction and normalization.

Application: Transforming input data such as

text for use with machine learning algorithms.

Modules: preprocessing, feature extraction.
— Examples



Herramientas, Lenguajes, Kaggle,
DrivenData

http://www.kdnuggets.com/

L‘_.Jnuggetsm Ju_l_.JHUQQEtSTM Subscribe to KDnuggets News |° o @ | Contact

SOFTWARE | NEWS | Top stories | Qpinions | Tutorials | JOBS | Companies | Courses | Datasets | EDUC

Machine Learning, Data Science, Most Recent
Data Mining, Big Data, Analytics

e Benchmarking Big Data S5QL Platforms in the Cloud

Software (Suites, Text, Visualization) e Tensorflow Tutorial: Part 1 - Introduction -

Jobs - Industry | Academic e A Sclution to Missing Data: Imputation Using R
e Edelweiss: Data Scientist
e How To Lie With Numbers

e Toptal: Data Scientist

Meetings, Conferences

Companies (Consulting, Products)
Courses in Big Data, Data Science
Datasets (APIs/Markets, Gov)
Data Mining Course | Gregory Piatetsky Past poll results: Python overtakes R, becomes the
Education (online, USA, Europe, cert) leader in Data Science, Machine Learning platforms
FAQ | Polls | Publications (Books)

Latest
Solutions (Fraud, Data Cleaning)

News | Software | Tutorials
Webcasts | Websites (Blogs, Cartoons, -

Podcasts) e Benchmarking Big Data SQL Flatforms in the Cloud
e Tensorflow Tutorial: Part 1 - Introduction
¢ A Solution to Missing Data: Imputation Using R

e Top tweets, Sep 13-19: Top Books on NLP; What

KDnuggets News Else Can ... B

« How to Get Ready for Al and Machine Learning



Herramientas, Lenguajes, Kaggle,
DrivenData

.. Y un buen enlace para comenzar a practicar, KAGGLE y DRIVENDATA

Kaggle: The Home of Data Science

Es un portal web que http://www.kaggle.com/
ofrece

competiciones,

tutoriales, actividades The Home of
académicas ... Data Smence
kagglgoss

Academic Machine Learning Competitions

- UNIVERSITY
Theory’ meet praCtlce' B“grls‘c"ls‘-’y @ g:lIFORNI.Q m
Kaggle hosts free projects for hundrads of rsities G ' ;
around the globe, Engage students with an oppurtunity Cornell ERASMUS
C{)L.UI“EIA IIIIIIIIII

to apply machine learning to real problems.

HA RVAR [} THE UNIVERSITY OF
G MELBOURNE M!'CHIGAN

(04 FORD


http://www.kaggle.com/

Herramientas, Lenguajes, Kaggle,
DrivenData

... Yy un buen enlace para comenzar a practicar, KAGGLE y DRIVENDATA

COMPETITIONS ABOUT - CAREERS DRIVENDATALAES BLOG LOG IN SIGMNUR

https://www.drivendata.org/

Data science competitions
to build a better world

‘ | want to join a competition — ‘ ‘ | want to run a competition — |


https://www.drivendata.org/
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0 ¢ Que es la Ciencia de Datos?
2 Mineria de Datos
0 Proceso de Mineria de Datos

a Técnicas de Mineria de Datos: Clasificacion,
Regresion, Agrupamiento, Asociacion

a El Poder de los Datos

0 Herramientas y Lenguajes en Ciencia de Datos.
Repositorio de Kaggle y DrivenData

a Comentarios Finales



Comentarios Finales

Ciencia de datos: Es el ambito de conocimiento que engloba las
habilidades asociados al procesamiento de datos, extraccion de
conocimiento de datos, incluyendo Big Data.

Mineria de datos: descubrimiento de patrones interesantes en
una base de datos (usualmente grande).

Un proceso de KDD incluye: limpieza de datos, integracion,
reduccion de datos, transformacion, mineria de datos, evaluacion,
y presentacion del conocimiento.

La mineria de datos puede utilizarse sobre una gran variedad de
fuentes de informacion (numérica, textos, ...).

Funcionalidades en Mineria de Datos: caracterizacion, asociacion,
regresion, characterization, agrupamiento, deteccion outlier,
tendencias, mineria de textos, big data, ...



Comentarios Finales

Hay que evitar los errores comunes

m Aprender de cosas que no
son ciertas

= Patrones que no representan
ninguna regla subyacente

m Datos que no reflejan lo
relevante

= Datos con un nivel de detalle
erroneo

m Aprender cosas ciertas,
pero inutiles
s Aprender informacion ya
conocida

= Aprender cosas que no se
pueden utilizar

Lo PEOR no es cometer un error, si--f o
no tratar de justificarlo, en vez de
aprovecharlo como aviso providen-

&3

cial de nuestra ligereza o ignorancia,
—Santiago Ramén y Cajal '.a”

Hay que obtener
conocimiento util



Comentarios Finales

Una demanda creciente de profesionales en “"Big Data” y “"Ciencia
de Datos”

Oportunidades en Big Data y Ciencia de Datos

Ee—

BIGDATA | 22jul 2015

‘Big data’: la demanda de talento
experto sigue creciendo

https://www.bbva.com/es/big-data-la-demanda-de-talento-experto-sigue-creciendo/



https://www.bbva.com/es/big-data-la-demanda-de-talento-experto-sigue-creciendo/

Inteligencia

INTELIGENCIA DE NEGOCIO N";f
2020 - 2021 | X
de Negocio

Tema 1. Introduccion a la Inteligencia de Negocio
Tema 2. Mineria de Datos. Ciencia de Datos

Tema 3. Modelos de Prediccion: Clasificacion,
regresion y series temporales

Tema 4. Preparacion de Datos

Tema 5. Modelos de Agrupamiento o Segmentacion
Tema 6. Modelos de Asociacion

Tema 7. Modelos Avanzados de Mineria de Datos.
Tema 8. Big Data

77



