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Resumen

En este trabajo realizamos un estudio preli-
minar del uso de los sistemas de clasificacion
basados en reglas difusas en problemas de cla-
sificaciéon con clases no balanceadas. Quere-
mos evaluar los mecanismos de preprocesa-
miento de instancias junto con la granulari-
dad de las particiones.

Utilizaremos modelos simples de bases de re-
glas obtenidos con el método de Chi y coau-
tores que extienden el conocido método de
Wang y Mendel a problemas de clasificacion.

Los resultados obtenidos indican que el paso
previo de seleccion de instancias y/o sobre-
muestreo es necesario. También comproba-
mos que los sistemas de clasificacion basados
en reglas difusas poseen un rendimiento simi-
lar al clasificador 1-NN. Por tltimo, observa-
mos que se produce un alto sobreaprendizaje
cuando se utilizan 7 etiquetas por variable.
Analizaremos este hecho y discutiremos al-
gunas propuestas al respecto.

Palabras Clave: Sistemas de Clasificacion
Basados en Reglas Difusas, Selecciéon de Ins-
tancias, Sobremuestreo, Conjunto de Datos
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1. INTRODUCCION.

El diseno de un sistema de clasificacion, desde el pun-
to de vista del aprendizaje supervisado, consiste en el
establecimiento de una regla de decisién que permita
determinar la clase de un nuevo ejemplo dentro de un
conjunto de clases conocido. Cuando este proceso de
extraccion del conocimiento utiliza como herramienta
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de representacion las reglas difusas, el sistema de clasi-
ficacién obtenido se denomina sistema de clasificacion

basado en reglas difusas (SCBRD) [4].

En el ambito de los problemas de clasificacién nos en-
contramos con frecuencia con la presencia de clases con
un porcentaje de patrones muy diferente entre ellas,
clases con un alto porcentaje de patrones y clases con
un bajo porcentaje de patrones. Estos problemas reci-
ben el nombre de “problemas de clasificacion con clases
no balanceadas” y recientemente estan siendo objetivo
de estudio en el &mbito del aprendizaje automatico [3].

Los sistemas de aprendizaje pueden tener dificultades
para aprender el concepto relativo a la clase minorita-
ria; asi, en la literatura especializada se suelen utilizar
técnicas de preprocesamiento para ajustar las bases de
datos a un formato mas balanceado. [2].

Estudiando la literatura especializada, hemos encon-
trado solo unos pocos trabajos [10, 11, 12] que estu-
dian el uso de clasificadores difusos para este proble-
ma, aunque desde el punto de vista de los sistemas
difusos aproximativos y no de los descriptivos, que son
los utilizados en este trabajo.

En este trabajo nos hemos marcado como objetivo
analizar el comportamiento de los SCBRDs aplicados
a bases de datos con clases no balanceadas. Quere-
mos evaluar los mecanismos de preprocesamiento de
instancias que se suelen utilizar en el &mbito de estos
problemas en cooperacion con los SCBRDs, y estudiar
la importancia de la granularidad de las particiones
difusas en estos problemas.

La organizacion del trabajo es como sigue. En la Sec-
cién 2 introducimos los componentes de un SCBRD
y el algoritmo de aprendizaje inductivo utilizado. La
Seccion 3 presenta la manera de evaluar los sistemas de
clasificaciéon en dominios con conjuntos de datos no ba-
lanceados. En la Seccién 4 introducimos las técnicas de
preprocesamiento que utilizamos en ese trabajo. En la
Seccion 5 se muestra el estudio experimental realizado



con con tres conjuntos de datos distintos. Finalmen-
te, en la Seccién 6 presentamos algunos conclusiones
sobre el estudio realizado.

2. SISTEMAS DE CLASIFICACION
BASADOS EN REGLAS
DIFUSAS

Un SCBRD esta compuesto por una Base de Cono-
cimiento (BC) y un Método de Razonamiento Difuso
(MRD) que, utilizando la informacién de la BC, deter-
mina una clase para cualquier patréon de datos admi-
sible que llegue al sistema.

La potencia del razonamiento aproximado reside en la
posibilidad de obtencién de un resultado (una clasi-
ficacion) incluso cuando no tengamos compatibilidad
exacta (con grado 1) entre el ejemplo y el antecedente
de las reglas.

2.1. Base de Conocimiento

La BC estéa formada por dos componentes:

= La Base de Datos (BD), que contiene la definicion
de los conjuntos difusos asociados a los términos
lingiiisticos utilizados en la Base de Reglas.

= La Base de Reglas (BR), formada por un conjunto
de reglas de clasificacion

R={Ry,..,R} (1)

de uno de los tipos siguientes utilizados en la lite-
ratura especializada para SCBRDs [5]:

a) Reglas difusas con una clase en el consecuente

Ry: SiX; esA’fy ..
entonces Y es C}

.y X es Ak

(2)
Donde Xi,...,Xn son las variables asocia-
das a los diferentes atributos del sistema
de clasificacion, A%,..., A% son las etique-
tas lingiiisticas utilizadas para discretizar los
dominios continuos de las variables, e Y es
la variable que indica la clase C; a la cual
pertenece el patron.
b) Reglas difusas con una clase y un grado de
certeza asociado a la clasificacion para esa
clase en el consecuente

Rp: SiXjesAby ...y Xyes Ak
entonces Y es C; con grado 1y,

(3)

Donde 7, es el grado de certeza asociado a la
clasificacion de la clase C; para los ejemplos
pertenecientes al subespacio difuso delimita-
do por el antecedente de la regla.

c) Reglas difusas con grados de certeza asocia-
dos a cada una de las clases en el consecuente.

Rp: SiXjesAby ...y Xyes Ak
entonces (rf,... %)

(4)
Donde r;-“ es el grado de certeza de la regla
Ry, para predecir la clase C; para un ejemplo
perteneciente a la region difusa representada

por el antecedente de la regla.

En nuestro caso vamos a utilizar reglas difusas del
tipo (b) para el estudio realizado.

2.2. Meétodo de Razonamiento Difuso.

El MRD es un procedimiento de inferencia que utiliza
la informacion de la BC para predecir una clase ante
un ejemplo no clasificado. Tradicionalmente en la li-
teratura especializada [5] se ha utilizado el MRD del
méximo, también denominado MRD clésico o de la re-
gla ganadora, que considera la clase indicada por una
sola regla teniendo en cuenta el grado de asociaciéon del
consecuente de la regla sobre el ejemplo. Otros MRDs
combinan la informacién aportada por todas las reglas
que representan el conocimiento de la zona a la que
pertenece el ejemplo se estudian en [5]. En este traba-
jo utilizaremos, ademés del MRD clésico, el MRD de
combinacion aditiva de los grados de asociaciéon de los
consecuentes de las reglas para cada clase.

A continuacion presentamos el modelo general de ra-
zonamiento difuso que combina la informacién propor-
cionada por las reglas difusas compatibles con el ejem-
plo.

En el proceso de clasificacion del ejemplo e =
(e1,...,en), los pasos del modelo general de un MRD
son los siguientes:

1. Calcular el grado de emparejamiento del ejemplo
con el antecedente de las reglas.

2. Calcular el grado de asociacion del ejemplo a la
clase consecuente de cada regla mediante una fun-
cion de agregacion entre el grado de empareja-
miento y el grado de certeza de la regla con la
clase asociada.

3. Determinar el grado de asociacion del ejemplo con
las distintas clases.

4. Clasificacion. Para ello aplicaremos una funcién
de decision F sobre el grado de asociacién del



ejemplo con las clases que determinara, en base
al criterio del maximo, la etiqueta de clase v a la
que corresponda el mayor valor.

En el punto (3) es donde se distinguen los dos métodos
usados en este estudio, esto es, utilizar la funcion del
méaximo para seleccionar la regla con mayor grado de
asociacién para cada clase, y utilizar el funcional suma
sobre los grados de asociacién de las reglas asociadas
a cada clase.

2.3. Algoritmo de Wang y Mendel aplicado a
problemas de clasificacion.

Para nuestra experimentacién hemos utilizado la ex-
tension del Algoritmo de Wang y Mendel [13] a pro-
blemas de clasificacion [4].

Este método de diseno de SCBRDs establece las rela-
ciones entre las variables del problema y establece una
correspondencia entre el espacio de caracteristicas y el
de clases en un proceso que sigue esta serie de pasos:

1. Establecimiento de las particiones lingiiisticas.
Una vez determinado el dominio de variacién de cada
caracteristica X;, se calculan las particiones difusas.

2. Generacion de una regla difusa para cada ejemplo
el = (eh,... el Cy). Para ello es necesario:

2.1 Calcular los grados de pertenencia del ejemplo e
a las distintas regiones difusas.

2.2 Asignar el ejemplo e” a la region difusa con mayor
grado de pertenencia.

2.3 Generar una regla para el ejemplo, cuyo antece-
dente esté determinado por la region difusa selec-
cionada y con la etiqueta de clase del ejemplo en
el consecuente.

2.4 Calcular el grado de certeza. Para ello se determi-
naré el cociente S;/.5, siendo S; la suma del grado
de pertenencia de los ejemplos de entrenamiento
de la clase C; a la regién difusa determinada por
el antecedente de la regla, y S la suma del gra-
do de pertenencia a la misma regién de todos los
ejemplos independientemente de la clase a la que
pertenezcan.

3. EVALUACION DE
CLASIFICADORES EN
DOMINIOS NO BALANCEADOS.

Existen estudios en la literatura [14] que muestran que
la tasa de error de la clasificacion de las reglas de la

clase minoritaria es 2 6 3 veces mayor que la de las
reglas que identifican a los ejemplos de la clase mayo-
ritaria y que los ejemplos de la clase minoritaria son
menos probables a ser predecidos que los ejemplos de
la clase mayoritaria.

La forma més correcta de evaluar el rendimiento de los
clasificadores esta basada en el anélisis de la matriz de
confusion. En la tabla 1 se ilustra una matriz de con-
fusion para un problema de dos clases, con los valores
para la clases positiva y negativa. Desde esta matriz
es posible extraer un nimero de métricas ampliamen-
te usadas para medir el rendimiento de los sistemas
de aprendizaje, como la Tasa de Error, definida como

Err = % y Tasa de Acierto, definido
. _ VP+VN 4
como Acierto = vPrFN+FPIvN = 1 — Err.

Cuadro 1: Matriz de confusién para un problema de
dos clases

Predic. Positiva
Verd. Positivo (VP)
Falso Positivo (FP)

Predic. Negativa
Falso Negat. (FN)
Verd. Negat. (VN)

Clase Pos.
Clase Neg.

Frente al uso de la tasa de error (o acierto), se conside-
ran mas correctas otro tipo de métricas en el ambito
de los problemas no balanceados. Concretamente, a
partir de la Tabla 1 es posible crear cuatro medidas
de rendimiento que miden directamente la calidad de
clasificaciéon para las clases positivas y negativas inde-
pendientemente:

. _ _FN
Tasa .de falsos negatlYgs FNiusa = VPIFN 0 por-
centaje de los casos positivos mal clasificados.

s _ __FP
Tasa-de falsos p051t1v0§ FPiysq = FEIVEN © Por-
centaje de los casos negativos.
: _ _VN

Tasa de \{erdaderos negatn.fos V Nigsa = FPIVN
o porcentaje de los casos negativos correctamente cla-
sificados.

s _ _VP
Tasa 'verdaderos pgs1t1vos V Prasa = VP FN O POr-
centaje de casos positivos correctamente clasificados.

Estas cuatro medidas de rendimiento tienen la ventaja
de ser independientes de los costes por clase y de pro-
babilidades previas. La meta de un clasificador es mi-
nimizar las tasas de falsos positivos y falsos negativos
0, de forma similar, maximizar las tasas de verdaderos
positivos y negativos.

La medida utilizada en este trabajo es la media geomé-
trica [1], que se define como g = va® -a—, donde a*
denota el acierto en los ejemplos positivos (V Pgsa),
y a~ es el acierto en los ejemplos negativos (V Nygsq)-
Esta medida trata de maximizar el acierto de cada
una de las dos clases mientras mantiene estos acier-
tos balanceados, se podria decir que es una medida de
evaluacion que junta dos objetivos.



Cuadro 2: Informacién relevante para cada una de las bases de datos utilizadas

Conj. de Datos | #Ejemplos | #Atributos | Clase (min., may.) | %Clase(min.,may.)
Ecoli 336 7 (iMU, Remaind.) (1042,89°58)
Haberman 306 3 (Die, Survive) (26°47,73’53)
Pima 768 8 1,0) (34°777,66'23)

PREPROCESAMIENTO DE

Algunos autores opinan que el “random over-sampling”

DATOS.

En este trabajo evaluamos diversos métodos de selec-
cion de instancias y técnicas de sobremuestreo para
ajustar la distribuciéon de clases en los datos de entre-
namiento. En concreto hemos escogido los siguientes
métodos que han sido estudiados en [2]:

= “One-side selection” (OSS) [7] es un método de
seleccion de instancias resultado de la aplicacion
de enlaces de Tomek [9] seguido de la aplicacion
de CNN (Condensed Nearest Neighbor). Los en-
laces de Tomek se usan como un método de se-
leccién de instancias y elimina ruido y ejemplos
fronterizos de la clase mayoritaria. CNN pretende
eliminar los ejemplos de la clase mayoritaria que
estan distantes de la frontera de decision.

» “Neighborhood Cleaning Rule” (NCL) [8] usa
el método de Wilson ENN (Edited Nearest Neigh-
bor Rule) [15] para eliminar ejemplos de la clase
mayoritaria. ENN elimina cualquier ejemplo cu-
va etiqueta de clase difiera de la clase de al menos
dos de sus tres vecinos més cercanos. Para un pro-
blema de dos clases, el algoritmo NCL puede des-
cribirse de la siguiente forma: para cada ejemplo
e; en el conjunto de entrenamiento, se buscan sus
tres vecinos mas cercanos. Si e; pertenece a la cla-
se mayoritaria y la clasificacién dada por sus tres
vecinos mas cercanos contradice la clase original
de e;, entonces e; es eliminado. Si e; pertenece a
la clase minoritaria y sus tres vecinos mas cerca-
nos son de la clase mayoritaria, entonces dichos
vecinos se eliminan.

» “Random over-sampling” (sobremuestreo alea-
torio). Es un método no heuristico que intenta
ajustar la distribuciéon de clases a través de la re-
plicacién aleatoria de ejemplos en la clase minori-
taria.

» “Random under-sampling” (seleccion de ins-
tancias aleatoria). Es también un método no heu-
ristico que pretende ajustar la distribucion de cla-
ses a través de la eliminacion aleatoria de ejemplos
de la clase mayoritaria.

puede incrementar las posibilidades de caer en el so-
breajuste, dado que realiza copias exactas de ejemplos
de la clase minoritaria. Por otro lado, el mayor defecto
del “random under-sampling” es que este método pue-
de descartar datos potencialmente ttiles que pueden
ser importantes para el proceso de induccion.

5. ESTUDIO EXPERIMENTAL.

Hemos seleccionado tres bases de datos del UCI que
poseen diferentes grados de “no balanceo”. La tabla 2
resume los datos empleados en este estudio. Para ca-
da conjunto de datos, muestra el ntimero de ejemplos
(#ejemplos), ntimero de atributos (#atributos), nom-
bre de cada clase (minoritaria y mayoritaria) junto con
la distribucién de clases. Los atributos son discretos.

Para realizar un estudio comparativo vamos a utili-
zar un modelo de validaciéon cruzada de orden 10 (10-
fcv), consistente en realizar 10 particiones distintas pa-
ra conjuntos de entrenamiento y prueba, con un 90 y
un 10% de los ejemplos del conjunto de datos para
cada uno respectivamente.

Utilizamos los siguientes pardmetros:

= Numero de etiquetas: 5 y 7 etiquetas.
» Grado de emparejamiento: T-norma minimo.

= Forma de combinaciéon del grado de empareja-
miento y el grado de certeza: operador minimo

= Tipo de Inferencia: Método clasico o de la regla
ganadora (WMRG) y combinacion aditiva o de la
suma (WMCA).

En la tabla 3 se muestran los porcentajes de ejemplos
para cada clase tras realizar el rebalanceo.

Cuadro 3: Porcentaje de clases de cada clase tras re-
balanceo en promedio.

Rebalanceo | % Positivas | % Negativas
NCL 36.12 63.88
0SS 41.40 58.60

RandomOS 50.00 50.00

RandomUS 50.00 50.00




Cuadro 4: Resultados estadisticos para la base de datos Ecoli.

Clasificador | Método de Rebalanceo ag ar MGEg a, a; MGp
1-NN Ninguno 94.17 50.35 68.86 94.14 52.94 70.59
1-NN NCL 91.48 90.73 91.10 92.75 75.78 83.84
1-NN 0SS 89.16 71.17 79.66 90.72 71.56 80.57
1-NN RandomOS 94.17 100.0 | 97.04 | 94.14 52.94 70.59
1-NN RandomUS 83.86 86.59 85.21 81.95 80.83 81.39

WMRGH Ninguno 98.19 | 66.31 80.69 | 96.41 | 43.78 64.97
WMRGH NCL 91.26 94.91 93.07 89.61 75.44 82.22
WMRGH 0SS 86.09 80.29 83.14 83.85 64.67 73.64
WMRGH RandomOS 88.42 | 100.0 | 94.03 87.25 86.39 86.82
WMRGH RandomUS 71.32 | 100.0 | 84.45 69.02 85.28 76.72
WMRG7 Ninguno 97.16 78.39 87.27 91.38 54.72 70.71
WMRG7 NCL 93.10 94.20 93.65 86.77 76.67 81.56
WMRG7 0SS 72.09 75.97 74.00 66.3 66.83 66.56
WMRG7 RandomOS 91.74 98.43 95.03 86.05 80.28 83.11
WMRG7 RandomUS 62.77 97.40 78.19 58.4 74.44 65.93
WMCA5 Ninguno 97.52 63.62 78.77 95.48 35.61 58.31
WMCA5 NCL 94.24 86.7 90.39 91.87 73.33 82.08
WMCA5 0SS 87.23 73.13 79.87 84.48 65.22 74.23
WMCA5 RandomOS 91.0 99.35 95.08 89.29 86.39 | 87.83
WMCA5 RandomUS 70.95 | 100.0 | 84.23 67.73 | 93.89 | 79.74
WMCA7 Ninguno 97.08 85.22 90.96 90.83 70.22 79.86
WMCA7 NCL 92.44 94.82 93.62 87.46 83.89 85.66
WMCA7 0SS 72.02 76.04 74.00 67.62 56.83 61.99
WMCA7 RandomOS 92.37 96.17 94.25 88.13 83.89 85.98
WMCA7 RandomUS 61.59 | 100.0 | 78.48 57.77 83.89 69.61
Cuadro 5: Resultados estadisticos para la base de datos Haberman.

Clasificador | Método de Rebalanceo ag aj MGEg a, a;r MGp
1-NN Ninguno 78.99 35.34 52.83 76.06 | 34.47 | 51.20
1-NN NCL 60.29 72.99 66.34 58.43 57.3 57.86
1-NN 0SS 63.94 53.98 58.75 61.26 43.8 51.80
1-NN RandomOS 80.38 | 85.12 | 82.72 | 74.82 | 34.47 | 50.78
1-NN RandomUS 59.91 55.57 57.70 62.33 60.8 | 61.56

WMRGH Ninguno 97.47 28.19 52.42 93.88 | 13.06 | 35.01
WMRGH NCL 75.69 60.8 67.84 72.99 | 40.30 | 54.23
WMRG5H 0SS 79.38 47.93 61.68 77.13 | 30.94 | 48.85
WMRGH RandomOS 69.64 68.03 68.83 64.53 | 40.19 | 50.93
WMRGH RandomUS 67.33 66.69 67.01 63.65 47.9 55.22
WMRG7 Ninguno 99.21 | 36.83 60.45 87.46 | 16.83 | 38.37
WMRG7 NCL 69.63 74.48 72.01 63.18 39.6 50.02
WMRG7 0SS 73.73 55.94 64.22 67.97 | 30.15 | 45.27
WMRG7 RandomOS 77.19 71.63 74.36 67.04 | 38.48 | 50.79
WMRG7 RandomUS 68.98 75.35 72.09 61.78 | 46.02 | 53.32
WMCA5 Ninguno 97.91 20.24 44.52 | 94.21 8.89 28.94
WMCA5 NCL 73.46 68.94 71.16 69.87 | 45.15 | 56.17
WMCA5 0SS 79.59 52.13 64.41 76.23 | 33.44 | 50.49
WMCA5 RandomOS 74.42 68.30 71.29 69.91 | 47.26 | 57.48
WMCA5 RandomUS 64.43 74.91 69.47 63.28 | 52.47 | 57.62
WMCA7 Ninguno 98.06 35.32 58.85 90.55 18.5 40.93
WMCA7 NCL 69.62 78.11 73.74 65.47 | 46.43 | 55.13
WMCAT 0SS 76.12 56.19 65.40 70.02 | 32.65 | 47.81
WMCA7 RandomOS 79.47 70.69 74.95 71.05 | 37.58 | 51.67
WMCA7 RandomUS 65.24 79.01 71.79 58.98 | 46.91 | 52.60




Cuadro 6: Resultados estadisticos para la base de datos Pima.

Clasificador | Método de Rebalanceo ag ar MGEg a, a:,' MGp
1-NN Ninguno 79.08 53.04 64.76 | 78.87 | 56.12 66.53
1-NN NCL 68.21 88.4 77.65 | 62.64 | 77.05 | 69.47
1-NN 0SS 69.93 | 75.78 | 72.80 | 64.84 | 69.98 | 67.36
1-NN RandomOS 82.23 83.81 83.02 | 78.69 | 56.12 66.45
1-NN RandomUS 71.44 71.2 71.32 | 69.62 | 65.09 | 67.32

WMRGH Ninguno 97.34 62.59 78.05 | 86.48 | 42.22 60.42
WMRGH NCL 78.0 83.93 | 80.91 | 71.55 | 65.58 | 68.50
WMRGH 0SS 78.77 | 68.60 | 73.51 | 70.52 | 55.64 | 62.64
WMRGH RandomOS 89.42 79.39 84.26 | 77.60 | 57.77 66.95
WMRGH RandomUS 83.7 81.12 | 82.40 | 72.52 65.5 68.92
WMRG7 Ninguno 98.69 | 82.94 | 90.47 | 77.58 | 42.94 | 57.72
WMRGT7 NCL 75.74 | 91.95 | 83.45 | 62.22 | 59.43 | 60.81
WMRG7 0SS 71.64 | 63.41 | 67.40 | 59.21 | 36.79 | 46.67
WMRG7 RandomOS 95.97 88.83 | 92.33 | 72.49 | 48.67 59.40
WMRGT7 RandomUS 82.86 | 90.87 | 86.77 | 64.31 | 53.73 | 58.78
WMCA5 Ninguno 95.26 55.47 72.69 87.9 42.95 61.44
WMCA5 NCL 75.04 | 83.69 | 79.25 | 68.74 | 68.62 | 68.68
WMCA5 0SS 7778 | 67.07 | 72.23 | 73.78 | 54.87 | 63.63
WMCA5 RandomOS 88.95 70.79 79.35 80.7 55.93 67.18
WMCA5 RandomUS 80.24 | 78.78 | 79.51 | 72.36 | 66.89 | 69.57
WMCA7 Ninguno 97.85 75.64 86.03 | 78.25 | 43.23 58.16
WMCAT NCL 75.29 | 90.78 | 82.67 | 62.87 | 61.62 | 62.24
WMCAT 0SS 72.06 | 61.73 | 66.69 | 61.59 | 37.45 | 48.03
WMCAT RandomOS 95.77 | 82.46 | 88.87 | 75.26 | 49.49 | 61.03
WMCAT RandomUS 81.57 | 88.64 | 85.03 | 66.53 | 56.45 | 61.28

Las tablas 4, 5 y 6 muestran los resultados globales (en
entrenamiento y prueba) para cada una de las tres ba-
ses de datos utilizadas en el estudio experimental, mos-
trando el comportamiento del clasificador 1-NN junto
con los SCBRDs. Se pueden observar, por columnas:

= el método utilizado (clasificador), para el méto-
do de Wang y Mendel (WM) se indica el MRD
utilizado y el namero de etiquetas empleado (5-7)

= el método de rebalanceo empleado, donde “nin-
guno” expresa que se mantiene la base de datos
original para el entrenamiento

= el porcentaje de aciertos por clase (¢~ y a™) don-
de el subindice indica si se refiere a entrenamien-
to (e) o prueba (p). También se muestra la media
geométrica (MG) para entrenamiento y prueba.

Los parametros han sido escogidos de acuerdo al tipo
de experimentacion realizada. El ntimero de etiquetas
es suficientemente alto como para asegurarnos que se
cubra de un modo adecuado todo el espacio de ejem-
plos sin caer en un excesivo sobreaprendizaje. Por otro
lado el grado de emparejamiento es el clasico usado pa-
ra reglas difusas, esto es, la t-norma minimo. Sobre la
forma de combinacién del grado de emparejamiento y
el grado de certeza usamos el operador minimo puesto

que el operador producto no proporciona en general
mejores resultados. Por ultimo los tipos de inferencia
usados son el clasico tomado como base y el de com-
binacién aditiva para comprobar si puede mejorar el
rendimiento del primero.

A continuacién mostramos un breve analisis de los re-
sultados. Dividimos nuestro estudio en dos partes, por
un lado el uso del preprocesamiento para los problemas
no balanceados y por otro la granularidad aplicada a
las particiones lingiiisticas de los clasificadores difusos.

= Nuestros resultados muestran que el preprocesa-
miento es necesario para mejorar el comporta-
miento de los métodos empleados, tanto en 1-NN,
como para los basados en reglas difusas.

Concretamente se observa que los métodos de
“sobremuestreo” proporcionan muy buenos resul-
tados en la practica. Ademés, el “sobremues-
treo aleatorio” (random oversampling) considera-
do frecuentemente como un método poco propi-
cio, proporciona resultados altamente competiti-
vos. En cualquier caso este “sobremuestreo” pue-
de introducir un coste de computacion adicional
si el conjunto de datos es relativamente grande
pero no balanceado, ademés de mantener dentro
del conjunto de entrenamiento datos que podrian
contener ruido, lo cual no es deseable.



= Sobre el SCBRD, se muestra claramente en las
tablas de resultados que el mejor mecanismo de
inferencia es aquél que utiliza cooperacion entre
las reglas, esto es, el uso del MRD de combina-
cion aditiva supera claramente al clasico que usa
la mejor regla.

Ademés se muestra empiricamente que un exceso
de etiquetas conlleva al sobreaprendizaje de datos,
los resultados en entrenamiento son significativa-
mente mejores que los de test cuando se utilizan
7 etiquetas por variable. Hay que tener en cuenta
ademéas que estamos usando bases de datos re-
lativamente pequenas y con pocos atributos, con
lo que se acentiia mas este comportamiento no
deseado.

6. CONCLUSIONES.

En este trabajo analizamos el comportamiento de los
SCBRDs junto con la aplicaciéon de métodos de pre-
procesamiento de selecciéon de instancias y “sobremues-
treo” para tratar con el problema del aprendizaje de
conjuntos de datos no balanceados.

Como ya hemos comentado, encontramos un sobre-
aprendizaje acentuado cuando utilizamos 7 etiquetas,
pero por otra parte con 5 etiquetas no obtenemos por-
centajes de clasificacion altos. Es claro que clases con
muy poco ejemplos pueden necesitar etiquetas con un
soporte pequefio que permita recoger la informacion
asociada a la clase pero sin incluir ejemplos de la otra
clase, por tanto parece interesante la integracion de
etiquetas en diferente nivel de granularidad para reco-
ger toda la informacién existente en la base de datos.

Siguiendo esta idea que comentamos, nos planteamos
como trabajo futuro el uso de los algoritmos de apren-
dizaje de reglas difusas jerarquizadas [6], algoritmos
que han mostrado un buen comportamiento en la com-
binacién de particiones difusas de diferente granulari-
dad en una jerarquia de etiquetas para problemas de
regresion.

Como hemos comentado, este es un primer trabajo pre-
liminar en el tema, e igualmente es necesario ampliar
el estudio con nuevas bases de datos y analizar con més
profundidad el equilibrio entre los métodos de prepro-
cesamiento y los SCBRDs.
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