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Resumen—En los últimos años, muchas áreas han contri-
buido a resolver problemas denominados: eventos raros (rare

events), anomalı́as (anomalies), novedades (novelties) y datos
atı́picos (outliers). Estas áreas han creado una mezcla entre
términos y problemas. Por un lado, problemas similares han
sido descritos con diferentes términos. Por el otro, el mismo
término ha sido utilizado para describir problemas diferentes.
Dada esta confusión, este artı́culo tiene como objetivo poner
orden en el área viendo todos estos problemas desde el prisma
de la clasificación supervisada. En concreto, se asocia a cada
término un escenario de clasificación, se muestran ejemplos, y
se consideran aquellas caracterı́sticas asociadas a cada término
que comparten la mayorı́a de artı́culos de la literatura. Por lo
tanto, los escenarios se formalizan desde el punto de vista de la
clasificación supervisada, se revisan los objetivos de la tarea de
clasificación, las métricas usadas para evaluar el rendimiento, las
caracterı́sticas de los datos de entrada y las técnicas utilizadas
en cada uno de ellos.

Index Terms—Eventos raros, anomalı́as, novedades, datos
atı́picos, outliers, aprendizaje automático, clasificación supervi-
sada, aprendizaje desbalanceado.

I. INTRODUCCIÓN

Una gran cantidad de aplicaciones requieren filtrar o de-

tectar observaciones anormales en los datos. En algunas si-

tuaciones, las anormalidades son descritas como eventos ra-

ros, anomalı́as, novedades, outliers, excepciones, aberraciones,

sorpresas, peculiaridades, ruido o contaminantes entre otras.

De todas estas acepciones, las más comunes son: eventos

raros, anomalı́as, novedades y outliers. La importancia de

detectar estas anormalidades es debido a que estas pueden

estar relacionadas con situaciones crı́ticas o interesantes en

una gran cantidad de dominios. Por ejemplo, en seguridad,

las intrusiones son consideradas anormalidades [1]–[3]; en

seguridad vial, los accidentes de tráfico son considerados

anormalidades [4]; en geologı́a la erupción de un volcán es

una anormalidad [5]; en el control de alimentos, cuerpos

extraños dentro de envoltorios son también anormalidades [6];

o en el caso de la neurociencia, un estı́mulo que no se ha

experimentado anteriormente es también una anormalidad [7].

Considerando la importancia de las anormalidades, se ha

desarrollado una larga lista de trabajos relacionados con estos

términos. Sin embargo, se ha formado una mezcla entre los

términos y los problemas. En primer lugar, se han utilizado

diferentes términos para describir el mismo problema. Por

ejemplo, en [8], los autores tratan un problema en el que

predicen si se va a producir un desprendimiento en una zona

concreta y en un periodo de tiempo acotado. Para ello, crean un

mapa de zonas susceptibles a que ocurra un desprendimiento.

Cada zona tiene asociado un riesgo de desprendimiento. Este

riesgo se predice con un modelo aprendido con datos sobre

zonas donde ha ocurrido un desprendimiento y zonas en las

que no. Es decir, el modelo se aprende con datos etiquetados

en dos categorı́as: desprendimiento y no desprendimiento.

Estos desprendimientos de tierra son descritos como eventos

raros, denotando que son eventos que ocurren pocas veces.

No obstante, en [1], se trata un problema similar desde el

punto de vista de la clasificación supervisada, pero que se

describe con otro término. En éste, se realiza un estudio en

la industria ferroviaria. Las puertas de pasajeros cuentan con

diferentes sistemas para abrir y cerrar las puertas de los trenes,

que aseguran el confort y la seguridad de los pasajeros abordo.

En algunas situaciones, por el deterioro de estos sistemas, el

sistema de apertura y cierre de las puertas falla. Por lo tanto, la

tarea de predicción se enfoca en predecir si la puerta va a fallar

en un periodo de tiempo acotado. Para ello, se aprende un

modelo con datos etiquetados en dos categorı́as: fallos (puertas

que fallan) y situaciones normales. En este estudio, los errores

en las puertas se denominan anomalı́as, denotando también

situaciones que ocurren pocas veces. Como se puede ver, los

dos problemas son prácticamente idénticos desde el punto de

vista de la clasificación supervisada, pero se han utilizado

diferentes términos para describir las anormalidades. Por lo

tanto, analizando los problemas desde el punto de vista de la

clasificación supervisada, ambos problemas se pueden modelar

como problemas de clasificación binarios con distribuciones de

probabilidad desbalanceadas en las clases.

Por otro lado, también el mismo término ha sido utilizado

para describir problemas diferentes. En los siguientes dos

problemas, los autores utilizan el término novedad, novelty en

inglés, para describir la anormalidades. En [3], detectan si un

paciente está sufriendo un ataque epiléptico. Dada la fuerza

de las convulsiones que sufren estos pacientes durante un

ataque, pueden hacerse daño a ellos mismos. En consecuencia,

detectar estos ataques lo más rápido posible es muy importante
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para evitar los daños. Por lo tanto, el objetivo de este estudio

es detectar si un paciente está sufriendo un ataque epiléptico.

Para ello, se aprende un modelo predictivo con datos de

movimientos de pacientes recogidos con un acelerómetro 3D.

Estos datos previamente han sido grabados durante varios dı́as

en los cuales, en algún momento, los pacientes han sufrido una

o varias convulsiones. Después, estos datos son segmentados

en ventanas de tiempo fijas y, estas particiones son etiquetadas

como ataque (porque ha sufrido un ataque en este tramo

temporal) o como normal. Por lo tanto, cuando llega un nuevo

caso, es decir, al recibir los datos de un paciente que está

constantemente monitorizado, el clasificador detecta si está

o no sufriendo un ataque epiléptico (i.e. identificado como

novedad). Sin embargo en [6], se detectan cuerpos extraños

dentro de contenedores de alimentos. En algunas ocasiones,

ciertos cuerpos extraños como insectos, piedras o plásticos

son encontrados dentro de los envoltorios de alimentos, tales

como bandejas o tetrabriks. Detectar estos cuerpos extraños es

muy importante para la imagen de las empresas productoras

de este tipo de productos y para los consumidores finales. Por

lo tanto, partiendo únicamente de imágenes de rayos X de

alimentos limpios de cuerpos extraños, es decir, desde nuestro

prisma, de una única clase, se aprende un modelo que es capaz

de detectar estos cuerpos extraños, que son descritos como

novedades en este estudio. Como se puede apreciar en ambos

ejemplos, el mismo término (novedad) ha sido utilizado para

describir las anormalidades. No obstante, ambos trabajos no

se basan en el mismo escenario de aprendizaje, y en [3] el

modelo predictivo es aprendido con tanto instancias normales

como anormales mientras que en [6] únicamente se aprende

el modelo con datos normales (sin cuerpos extraños).

Sin embargo, no sólo los problemas descritos anteriormente,

sino la mayorı́a de los problemas reseñados con los términos

eventos raros, anomalı́as y novedades, se pueden formalizar

como problemas de clasificación supervisada. Por lo tanto,

este artı́culo trata de poner orden en esta mezcla y confusión

de términos y problemas, asignando un único escenario de

aprendizaje a cada uno de los términos, que viene a ser el

más compartido en la literatura. Después, describe cada uno

de los escenarios de clasificación mediante la asignación de

aquellas caracterı́sticas que más comparten los problemas de

la literatura asociados a cada término.

El artı́culo se organiza de la siguiente manera. Cada sección

corresponde a un escenario de clasificación, siendo: la Sección

II para la detección de eventos raros, la Sección III para la

detección de anomalı́as y la Sección IV para las novedades. En

la Sección V se discute sobre el término outlier y, finalmente,

en la Sección VI se exponen las conclusiones del artı́culo.

II. DETECCIÓN DE EVENTOS RAROS

La mayorı́a de los artı́culos que utilizan el término evento

raro para describir las anormalidades tienen la dimensión

temporal como una caracterı́stica clave. Por ejemplo en [4],

se trata un problema relacionado con la seguridad vial en la

autopista Attica (Grecia). Los autores dividen la autopista en

diferentes secciones en las que quieren detectar si ha ocurrido

un accidente en la última hora. Para ello, crean un modelo

basándose en información histórica tanto de sensores terrestres

como de cámaras de tráfico en el que conocen si ha ocurrido un

accidente en las diferentes secciones y en intervalos de 1 hora.

Por lo tanto, llegada una nueva información de 1 hora en una

sección, el clasificador predice la existencia de un accidente.

Otra aplicación relacionada con el término evento raro, es [5].

En este artı́culo se realiza un estudio sobre la erupción de dos

volcanes de Sudamérica. Los autores quieren detectar si estos

volcanes van a entrar en erupción en una ventana de tiempo

acotada. Para ello, aprenden un modelo con datos históricos de

actividad volcánica en el que eventualmente hay erupciones.

Esta estimación la realizan mediante un proceso de Poisson

en el que se predice si va a haber o no una erupción en un

horizonte acotado. Otro ejemplo diferente relacionado es [9].

En este artı́culo se realiza un estudio sobre la probabilidad

de fallo en cascada de una red eléctrica. Para ello, los autores

realizan un estudio por simulación numérica en el que someten

a la red a diferentes situaciones climatologı́cas extremas de

manera intencionada. Como puede observarse, la dimensión

temporal de todos estos problemas es clave. Sin embargo, se

observan dos objetivos diferentes en todos estos trabajos. Por

un lado, la estimación de la probabilidad de ocurrencia de un

evento raro. Por otro, la detección de eventos raros en una

ventana de tiempo fija.

En el caso de la estimación de la probabilidad de ocurrencia

de un evento raro, la probabilidad es estimada por simula-

ción. Este tema se ha tratado especialmente en la fı́sica y

la ingenierı́a. Ejemplos de aplicaciones de estimación de la

probabilidad de un evento raro son: la estimación de fallo de

una infraestructura [9], la probabilidad de fallo de sistemas

técnicos [10], o la probabilidad de desarrollos climáticos

extremos [11].

En la clasificación de eventos raros, las instancias son

series temporales [12]. El objetivo es clasificar nuevas series

temporales utilizando un modelo aprendido anteriormente. Sin

embargo, dada la temporalidad de las instancias, existen dos

aproximaciones de clasificación diferentes. En primer lugar,

se encuentra la clasificación de eventos raros completos, es

decir, de series temporales completas. Por ejemplo, en [13],

se hace uso del conjunto de datos SMART 1 para predecir si

el disco duro va a fallar en un periodo de tiempo acotado.

Los datos consisten en una colección de medidas tomadas a

lo largo del tiempo por sensores del disco duro cuando este

está en uso. En [14], se hace uso de un conjunto de datos de

tecnologı́a térmica en el que se ha almacenado información

sobre sistemas de calefacción. El objetivo es predecir si el

sistema de calefacción está fallando o no. En segundo lugar,

la clasificación temprana de eventos raros se ha tratado en la

literatura [15] (early classification). El objetivo es clasificar las

nuevas observaciones lo antes posible, preferiblemente, antes

de que se complete la serie temporal. Esta temprana clasifica-

ción es crı́tica en una variedad de aplicaciones. Por ejemplo, en

1El conjunto de datos SMART se compone de datos de uso de discos duros
en los que se pueden ver errores como comportamiento normal.
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[8] se realiza una predicción temprana de desprendimientos de

tierra usando imágenes por satélite. O en [5], donde basándose

en erupciones volcánicas del pasado, se predice si un volcán

va a entrar en erupción o no en una ventana de tiempo fija.

De acuerdo a las distribuciones de probabilidad de los

eventos raros (A) y normales (N ), asumiendo que los datos

son generados por el mecanismo generador P (x, c) [16],

P (C = A) ≪ P (C = N ), los datos cuentan con una

distribución desbalanceada de las clases. Por ello, la clasi-

ficación de eventos raros se puede formalizar bajo el marco

de clasificación supervisada de series temporales con un (alto)

desbalanceo de probabilidad sobre las clases [17], [18].

Sin embargo, en algunos problemas de clasificación de

eventos raros, las instancias se transforman de tal forma que

no se tiene en cuenta la información temporal en el proceso.

Por esto, la clasificación de eventos raros se puede convertir

en un problema de clasificación atemporal desbalanceado [4],

[8].

Para evaluar el rendimiento de los clasificadores en la

detección de eventos raros, métricas populares como el AUC

[14], [19], [20] y el recall de la clase asociada al evento raro

[14], [20] son utilizadas en la literatura.

II-A. Caracterı́sticas de los datos de entrada

En la mayorı́a de los artı́culos referidos a la detección de

eventos raros, los datos están etiquetados en dos categorı́as:

normal (N ) y rara (A). Las instancias son series temporales,

una secuencia ordenada de pares (tiempo, valor) de longitud

fija N ; TS = {(ti, xi), i = 1, . . . , N} [12]. Tanto en el esce-

nario de clasificación de eventos raros, como en el escenario de

detección de anomalı́as, existe una distribución desbalanceada

de las clases donde P (C = A) ≪ P (C = N ). En este

escenario de clasificación, tanto las instancias normales como

las anormales se encuentran en el conjunto de entrenamiento

del modelo.

II-B. Técnicas

Entre las técnicas utilizadas en la literatura para estimar la

probabilidad de ocurrencia de un evento raro se encuentran:

importance sampling, simulaciones de Monte Carlo [21], [22],

kriging [22] o first order reliability methods (FORM) [23].

De acuerdo con la clasificación de eventos raros, la técnica

rare event logistic regression, una adaptación de la regresión

logı́stica, ha sido explı́citamente propuesta en este escenario

de clasificación [4], [8], [20], [24]. No obstante, técnicas

populares de clasificación han sido aplicadas con éxito, como

son la discriminación por divergencia de Kullback-Leibler

[19], las redes neuronales de memoria a corto y largo plazo

[14], los algoritmos genéticos [25], naı̈ve Bayes para múltiples

instancias [13], los procesos de Poisson [5], los support vector

data regression surrogates [26], las redes Bayesianas [27], las

máquinas de soporte vectorial [28] o el AdaBoost [29].

Por otro lado, teniendo en cuenta la distribución desba-

lanceada de las clases, se han encontrado técnicas en la

literatura que tratan con este tipo de situaciones, como son

Structure Preserving Over Sampling (SPO) [18] o una técnica

de muestreo similar al SMOTE [17].

III. DETECCIÓN DE ANOMALÍAS

En el escenario de detección de anomalı́as, comúnmen-

te los datos son atemporales y etiquetados. El objetivo es

detectar anomalı́as basándose en un modelo aprendido con

datos históricos. El conjunto de entrenamiento se compone

de tanto instancias normales como anormales (anomalı́as).

Nótese que se espera que las instancias anómalas nuevas (no

vistas) sean parecidas a aquellas provistas en el conjunto de

entrenamiento del modelo. Por lo tanto, este escenario puede

formalizarse bajo el marco de la clasificación supervisada

con un (alto) desbalanceo de las clases, asumiendo que los

datos se generan por un mecanismo generador P (x, c) [16],

P (C = A) ≪ P (C = N ). Esta distribución desbalanceada de

los datos hace que los clasificadores estándar estén abrumados

por la clase mayoritaria (anormal) e ignoren la minoritaria

(normal) [30].

Para evaluar el rendimiento de los clasificadores en este

escenario, dado el (alto) desbalanceo de las clases, métricas

comunes como el accuracy no son lo suficiente representativas.

Por ello, focalizándose en la correcta clasificación de las

anomalı́as; o lo que es lo mismo, minimizando el error de tipo

II, una métrica de evaluación popular utilizada en la literatura

es el recall de la clase minoritaria [1], [31]. Sin embargo, otras

métricas de evaluación pueden ser utilizadas como las que se

revisan en [32].

III-A. Caracterı́sticas de los datos de entrada

En la detección de anomalı́as, los datos son atemporales y,

en la mayorı́a de las aplicaciones, están etiquetados en dos

categorı́as: normal (N ) y anómalo (A). En este escenario de

clasificación existe una distribución desbalanceada de estas dos

categorı́as, por lo que se tienen muchas más instancias de la

clase normal que de la anormal. Sin embargo, en el conjunto

de entrenamiento, se tienen tanto instancias de la clase normal

como de la clase anómala.

III-B. Técnicas

Entre las técnicas especificas creadas bajo el entorno de

detección de anomalı́as, se encuentra el popular Isolation

Forest [33]. Por otro lado, se han adaptado técnicas de cla-

sificación para resolver problemas en este ámbito, como son:

las máquinas de soporte vectorial [34], los random forests [35],

los clasificadores Bayesianos [36], las redes neuronales [37], o

los modelos basados en mixturas de gausianas [38]. Nótese que

dado que la detección de anomalı́as se puede formalizar como

un escenario de clasificación supervisada con distribuciones

de probabilidad (altamente) desbalanceadas, es posible utilizar

técnicas especı́ficas para el desbalanceo, como puede ser el

Synthetic Minority Oversampling Technique (SMOTE) [39],

[40].

IV. DETECCIÓN DE NOVEDADES

En detección de novedades, comúnmente las instancias

son atemporales y durante la etapa de entrenamiento, no se

proporcionan instancias anormales [2], [6], [7]. El objetivo

es clasificar si una nueva instancia pertenece al conjunto
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normal provisto en entrenamiento o no, basándose en un

modelo aprendido únicamente con instancias de una clase.

Después, el modelo debe ser capaz de detectar cualquier

grupo de instancias discordantes que es posible que formen

una nueva clase [41]. Nótese que quizá sea necesaria la

intervención de un experto para poder consolidar esta última

anotación de una nueva clase. Por ejemplo, en este estudio de

neurociencia [7], una novedad se considera un estı́mulo que

no ha sido experimentado anteriormente. Este nuevo estı́mulo

puede compartir caracterı́sticas con otros nuevos estı́mulos no

vistos en momento de entrenamiento, formando una clase o un

nuevo tipo de estı́mulo. En el control alimenticio, los objetos

extraños dentro de los envoltorios de los alimentos, como las

piedras, los plásticos o insectos, son considerados novedades

[6]. En este caso, es posible que las piedras de un alimento

tengan caracterı́sticas parecidas a otras observaciones no vistas

en el conjunto de entrenamiento que contenga también una

piedra.

En la detección de novedades, el conjunto de entrenamiento

es generado únicamente por P (X|C = N ). Consecuente-

mente, no se posee conocimiento alguno sobre las novedades

cuando se aprende el primer modelo. Por lo tanto, en la

creación del modelo, se debe asumir que las novedades estarán

uniformemente distribuidas en el espacio de caracterı́sticas.

Esto es razonable dado que al no poseer ninguna información a

priori, cualquier suposición es inconsistente. Sin embargo, una

vez que se reconocen algunas novedades, estas pueden formar

una clase nueva, por lo que el problema puede pasar a ser un

problema de clasificación supervisada con distribuciones de

probabilidad de clases desbalanceadas [41]. Para clarificar este

último concepto, considérese un estudio médico en el que se

proporcionan electrocardiogramas asociados a una enfermedad

concreta como conjunto de entrenamiento. En la etapa de

predicción, ciertos electrocardiogramas muestran una discor-

dancia notable con aquellos de la etapa de entrenamiento. Por

lo tanto, el clasificador los etiqueta como novedades. No obs-

tante, se sabe que estos electrocardiogramas marcados como

novedad, están relacionados con otra enfermedad. Por ello,

es razonable pensar que estos electrocardiogramas comparten

caracterı́sticas entre ellos y que por tanto, crear una nueva clase

para representar a los mismos serı́a una buena aproximación.

Por otro lado, también se ha tratado la detección de no-

vedades en un entorno dinámico o stream. Por ejemplo en

[41], partiendo de un conjunto de clasificación supervisada,

los autores detectan nuevas clases combinando técnicas de

clasificación supervisada y no supervisada. En concreto, si

las instancias etiquetadas como novedades son suficientemente

densas y distintas a las demás, estas son etiquetadas como una

nueva clase.

Finalmente, para evaluar el rendimiento de estos clasifica-

dores, es necesario señalar que la clasificación se centra prin-

cipalmente en detectar las instancias normales proporcionadas

en momento de entrenamiento [3], [33], [42]. Por lo tanto, las

métricas de evaluación se basan en la minimización del error

de tipo I. Una medida popular es la maximización del recall

de la clase normal [3], [42].

IV-A. Caracterı́sticas de los datos de entrada

En el escenario de detección de novedades, no se provee de

instancias nóveles en el conjunto de entrenamiento. El modelo

es aprendido únicamente con instancias de una clase. Se espera

que en momento de predicción puedan llegar tanto instancias

de una como de otra (novel) clase. Sin embargo, también se

espera una distribución de probabilidad desbalanceada sobre

las clases normal y novel P (C = N ) ≪ P (C 6= N ) [7].

Además, se asume uniformidad sobre la distribución de las

instancias novel.

IV-B. Técnicas

Las técnicas especialmente diseñadas para la detección de

novedades tienen en cuenta que aprenden únicamente de una

clase y son capaces de discernir si una nueva instancia forma

parte o no de este comportamiento. Por lo tanto, las técnicas

más representativas de este escenario de clasificación son

aquellas relacionadas con el marco one class. Por ejemplo,

one class SVM [28], [43], [44], K-Nearest Neighbors data

description [45], graph embeded one-class classifiers [46]

y one-class random forests [47] han sido propuestas en la

literatura en escenarios de detección de novedades.

V. DISCUSIÓN: DETECCIÓN DE OUTLIERS

El término dato atı́pico, outlier en inglés tiene caracterı́sticas

comunes a los demás términos. Por ejemplo, las instancias

pueden ser tanto temporales (series temporales) [48] como

atemporales [49]–[51].

No obstante, aunque similar, el término outlier tiene diferen-

cias clave con el resto de términos analizados. La diferencia

más significativa es que los datos no están etiquetados, es

decir, la tarea de predicción se realiza bajo el marco de la

clasificación no supervisada [49]. Por lo tanto, en contra-

posición al resto de escenarios, no se asume que al menos

existen dos clases en el problema de predicción. En ocasiones,

el término outlier también se ha relacionado con el ruido

sugiriendo que estas observaciones pueden ser inconsistentes

o incorrectas [49]. Por ejemplo, cuando se cometen errores

humanos al recoger los datos, estos comportamientos erráticos

son considerados outliers [52]. En cambio, en otras situa-

ciones, el término outlier se ha relacionado con instancias

con alta varianza [51], [53]. Por ejemplo en [51], los autores

detectan jugadores all-star de la NBA en un conjunto de datos

constituido por jugadores de baloncesto entre los años 1973 y

2003. Los jugadores excepcionales son considerados outliers.

Para detectarlos, los autores realizan un clustering y aquellos

puntos que se desvı́an significativamente son considerados

outliers.

Sin embargo, la detección de los outliers es subjetiva

[49]. ¿Cuánto debe desviarse una observación del resto para

considerarla como atı́pica? En la literatura existen múltiples

criterios para responder a esta pregunta [51], [54], [55]. Para

clarificarla, en la Figura 1 se describen dos situaciones para

la detección de outliers. En 1a el punto marcado con A es

considerado dato atı́pico dada la desviación significativa hacia

uno y otro grupo. No obstante, cuando existe mucha más
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(a) Sin ruido (b) Con ruido

Figura 1: Diferentes escenarios de outliers. Por [49].

Cuadro I: Resumen de las caracterı́sticas de los diferentes

escenarios de aprendizaje.

Eventos
raros

Anomalı́as Novedades Outliers

Siempre relacio-
nado con domi-
nios temporales

✓ ✗ ✗ ✗

Distribución des-
balanceada de las
clases

✓ ✓ ✓ -

Observaciones
anormales
durante la etapa
de entrenamiento

✓ ✓ ✗ -

Se realiza predic-
ción sobre clases
previamente vis-
tas

✓ ✓ ✗ ✗

Clasificación su-
pervisada

✓ ✓ ✓ ✗

dispersión en los datos, este concepto puede ser más difuso

y complejo. Este comportamiento se puede ver en 1b. En 1b,

dados los demás outliers alrededor del punto A, la densidad

del punto A es mayor y puede que quede difuminado el criterio

de separación, haciendo una detección más difı́cil.

VI. CONCLUSIONES

Por un lado, los términos eventos raros, anomalı́as y noveda-

des se han utilizado para describir problemas de clasificación

similares en la literatura. Por el otro, problemas similares

han sido descritos con diferentes términos. Además, estos

términos se han utilizado indistintamente sin tener en cuenta

las caracterı́sticas que los diferencian. Por ello, en este artı́culo

se han remarcado las caracterı́sticas genuinas de cada uno de

los términos. Para ello, se han extraı́do las caracterı́sticas que

más comparten los trabajos de la literatura referidos a cada

término y se han revisado los objetivos, las caracterı́sticas de

los datos de entrada, y las técnicas utilizadas en los respectivos

trabajos. Además, se ha argumentado que estos escenarios

de aprendizaje pueden ser formalizados como problemas de

clasificación supervisada con un (alto) desbalanceo entre las

distribuciones de probabilidad de las clases. Consecuentemen-

te, las técnicas especı́ficas para tratar el desbalanceo pueden

ser adaptadas y utilizadas en estos escenarios. En la Tabla I

se muestra un resumen de las principales caracterı́sticas de los

diferentes escenarios de aprendizaje tratadas en este trabajo.
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